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RESUMO

O método da andlise de flutuacoes destendenciadas (Detrended Fluctuation
Analysis - DFA), proposto por Peng et al. (1994), é um exemplo de metodolo-
gia recente, sendo utilizada em um crescente nimero de aplicagoes, para iden-
tificar longa dependéncia em séries temporais. Como nao existe uma regra
especifica para a escolha dos nimeros de regressores no método de DFA, a-
presentamos aqui uma escolha étima assintdtica. Para um ruido Gaussiano
fracionario, provamos que o estimador Hpgs tem distribuicao Gaussiana e-
xata e assintotica.

O parametro mais importante para ser estimado em dados com caudas
pesadas é a sua taxa de decaimento a que determina a probabilidade de
ocorréncia dos valores extremos da distribuicao subjacente. Propomos, neste
trabalho, um novo estimador para o parametro «, baseado na funcao carac-
teristica empirica e no procedimento de encolhimento de wavelets.

Estamos interessados em analisar a longa dependéncia em sequéncia de
DNA utilizando a metodologia de mudanca de regimes, proposta por Liu
(2000). Nesta metodologia, se a duragao dos regimes de uma série temporal
tem uma distribuigdo de caudas pesadas com parametro a € (1,2), entdo a
série temporal apresenta a caracteristica de longa dependéncia. Além disso,
aplicando-se qualquer transformacao linear que preserva a propriedade de
variancia finita na série temporal, igualmente preservara a propriedade de
longa dependéncia.

Por fim, estudamos as distribuicoes de distancias das regides codantes e
nao codantes em sequéncias de DNA.

Concluimos que todas as técnicas apresentadas neste trabalho, para anali-
sar longa dependéncia em série temporais, envolvendo conceitos de analise de
flutuagoes destendenciadas, distribui¢oes com caudas pesadas e encolhimento

de wavelets, mostram a existéncia de longa dependéncia em todas sequéncias
de DNA aqui estudadas.
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ABSTRACT

The method of detrended fluctuation analysis (DFA), proposed by Peng et
al. (1994), is useful in revealing the extent of long-range dependence in
time series. Since there is not a specific rule for the choice of the numbers of
regressors in DFA method, we present here an asymptotic optimal choice. For
a fractional Gaussian noise, we prove the exact and the asymptotic Gaussian
distributions for the Hppa estimator.

The most important parameter to estimate in a heavy-tailed data is the
tail rate of decay o which determines the probability of occurrence of extreme
values of the underlying distribution. Here we propose a novel estimator for o
based on the empirical characteristic function and on the principal of wavelet
shrinkage.

Here we are interested in analyzing the long-range dependence in several
DNA sequences, under the heavy-tail regime switching mechanism, proposed
by Liu (2000). In this mechanism, if the duration of the regimes of a given
time series has a heavy tail distribution with index parameter o € (1,2),
then there is long-range dependence in this time series, and any functional
transformation of the original time series preserving the property of finite
variance, also preserves the property of long-range dependence.

We also study the length distribution of coding and noncoding regions in
DNA sequences.

We conclude that all techniques presented in this paper to analyze long-
range dependence in time series, involving concepts of detrended fluctuation
analysis, heavy tail distributions and wavelet shrinkage, show the existence
of long-range dependence in all DNA sequences studied here.

il
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Nomenclatura

« Indice de estabilidade de distribuicoes a-estaveis.
~ Aproximadamente igual.

Ccr Conjunto de todas as funcgoes reais p vezes continuamente diferen-
ciaveis.

I(-) Derivada da fun¢ao matematica gama.
['(-) Fungado matemédtica gama.

I'(-,-) Distribuigao Gama.

7vx(+) Funcao de autocovariancia do processo X.
|-]  Funcdo maior inteiro.

In(-) Fungao logaritmo na base e.

log,(+) Funcao logaritmo na base 2.

C Conjunto dos nimeros complexos.

N Conjunto dos numeros naturais: N ={1,2,3,---}
R Conjunto dos ntumeros reais.

Z Conjunto dos nimeros inteiros.

1, Vetor n x 1 com todas as componentes iguais a 1.
C(-,-) Distribuicao de Cauchy.

E(-) Distribuigao Exponencial.

A’ Transposta da matrix A.

Corr(+,-) Correlagao.

Cov(-,-) Covariancia.
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H Parametro H de Hurst.

I4(-) Fungdo indicadora do conjunto A.

U.M.V.U. Estimador nao viciado e uniformemente de minima variancia.
Var(-) Variancia.

N(-,-) Distribuigao Gaussiana.

A Fecho do conjunto A

Y'(-) Derivada da funcao digama.

Y(-) Fungao digama.

px(+) Fungao de autocorrelagao do processo X.

¢(+,-) Fungdo zeta de Hurwitz.

avar(-) Variancia assintética.

d Parametro fracionario d.

f ~ g f é assintética para g.

I,(-) Fungao periodograma.

L*(R) Conjunto de todas as fungoes reais de quadrado integravel.
Sa(0,1,0) Classe das distribuigoes estéveis simétricas com média 0.
Sa(B,7,d) Classe das distribuigoes estéaveis.

U(0,1) Distribuicao Uniforme no intervalo (0, 1).

D A o L. .
X, = X A sequéncia de varidveis aleatérias X, converge para a varidvel
aleatoria X em distribuicao.

P ~ . ., . s .,
X, = X A sequéncia de variaveis aleatorias X, converge para a variavel
aleatéria X em probabilidade.

q.c. N . s . .
X, = X A sequéncia de variaveis aleatérias X,, converge para a varidvel
aleatoria X quase certamente.

DFA Método da Analise de Flutuacoes Destendenciadas.
eqm FErro quadratico médio.
FCE Funcao Caracteristica Empirica.

FGN Ruido Gaussiano Fracionario.
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Capitulo 1

Introducao

O método da andlise de flutuagoes destendenciadas (Detrended Fluctuation
Analysis - DFA), proposto por Peng et al. (1994), é um exemplo de metodolo-
gia recente, sendo utilizada em um crescente nimero de aplicacoes, para iden-
tificar longa dependéncia em séries temporais (ver Peng et al., 1994; Liu et
al., 1997; Koscielny-Bunde et al., 1998; Buldyrev et al., 1998; Ben-Avraham
e Havlin, 2000; Bardet e Kammoun, 2008; Crato et al., 2010, Crato et al.,
2011). O método DFA tem como objetivo o calculo de uma flutuagao es-
tatistica F'(l), onde [ representa o tamanho de uma janela, para mapear um
conjunto de medidas. Variando o tamanho de [, as flutuacoes podem ser
caracterizadas através de um expoente de escala obtido a partir da curva
ajustada ao gréfico In(F(1)) versus In(l), com | € {4,5,--- ,g(n)}. Para
aplicar o método DFA, primeiro divide-se a série temporal em blocos com [
observagoes. Em cada bloco, calculam-se as somas parciais {Y;}._,, ajusta-se
uma reta Y;l = a + bt para estas somas parciais e entao calcula-se a soma
Zizl(Y} — 21)27 para cada [ observagoes. Taqqu et al. (1995) fornecem uma
aproximagao para a variancia amostral dos residuos obtidos da diferenca en-
tre Y; e Y} em cada bloco. Os autores provam que a esperanca da variancia
amostral é assintoticamente proporcional a (?!, onde H é o parametro de
Hurst (ver Hurst, 1951). Bardet e Kammoun (2008) constituem uma conti-
nuagao do trabalho de Taqqu et al. (1995) e mostram, em uma abordagem
semiparamétrica, para processos estacionarios com longa dependéncia, con-
siderando valores de [ € {4,5,--- ,g(n)}, que o estimador DFA de longa de-
pendéncia é convergente com uma taxa razoavel de convergéncia (mas nem
sempre 6tima). Crato et al. (2010) provam a consisténcia do estimador DFA,
baseados nas condigoes usuais i.i.d., considerando | € {4,5,--- ,g(n)}. Na
literatura a escolha mais utilizada para g(n) é hﬂoj, mas nao existe uma
regra especifica para esta escolha (ver Hu et al., 2001). Nosso primeiro ob-
jetivo é mostrar, matematicamente, uma escolha 6tima assintética para g(n)
e provar que, sob certas condigoes, o estimador DFA tem distribuicao assin-
totica Gaussiana.



Nas duas ultimas décadas diversas técnicas estatisticas e probabilisticas
foram desenvolvidas, sob a denominagao geral de valores extremos, espe-
cialmente na drea de finangas e seguros (ver Embrechts et al., 2003). Esta
popularidade é devida a habilidade de melhor quantificar as probabilidades
de ocorréncia de eventos raros. O parametro mais importante a ser estimado,
em dados com caudas pesadas, é a taxa de decaimento a que determina a
probabilidade da ocorréncia dos valores extremos da distribuigcao subjacente.

. N . P(X >ux)
Isto é, a é o parametro tal que lim ————=
z—o00 (Cx—o

é uma constante positiva. Diversos métodos vem sendo propostos para a es-
timagao do parametro o. Geralmente, estes métodos estao dividos em quatro
categorias: métodos baseados no estimador de Hill (ver Hill, 1975), na mé-
xima verossimilhanca (ver Nolan, 2001), em quantis (ver Fama e Roll, 1971)
e métodos baseados na fungao caracteristica (ver Press, 1972 e Koutrouvelis,
1981). Nosso segundo objetivo é apresentar um método de estimagao para
o parametro «, baseado na funcao caracteristica empirica (ver Koutrouvelis,
1981), utilizando o procedimento de encolhimento de wavelets (ver Donoho e
Jonstone, 1994). O procedimento de encolhimento de wavelets tem por obje-
tivo a reducgao do ruido presente no sinal, reduzindo ou zerando a magnitude
dos coeficientes de wavelets. Wavelets sao nada mais do que ondas pequenas
com determinadas propriedades que as tornam adequadas a servirem de base
para a decomposicao de outras fungoes, assim como senos e cossenos servem
de base para decomposicoes de Fourier.

Uma sequéncia de DNA é composta de bases A (adenina), C (citosina), T
(timina) e G (guanina). Um dos principais resultados recentes é a existéncia
de longa dependéncia em uma sequéncia de DNA (ver Guharay et al., 2000;
Cristea, 2002; Stoffer e Rosen, 2007 e Crato et. al, 2010). Para aplicar méto-
dos numéricos a uma sequéncia de DNA é necessario transformé-la em uma
sequéncia numérica. Do ponto de vista bioldgico, é comum aplicar a regra
SW “strong-weak pairing”, a qual transforma Ce Gem 1 e A e T em 0. Na
literatura existem diferentes transformacoes que aplicam métodos numéricos
a uma sequéncia de DNA (ver Guharay et al., 2000; Cristea, 2002; Garcia
e José, 2005; Stoffer e Rosen, 2007; Podobnik et al., 2007 e Crato et al.,
2011). Nosso terceiro objetivo é analisar a longa dependéncia em sequéncias
de DNA utilizando diferentes transformagoes. Se considerarmos a abordagem
de transformagdo numérica arbitraria para {A, C, T, G} e depois utilizarmos
a analise espectral, o resultado ird depender de cada transformacao em par-
ticular. Portanto, nao sabemos se a existéncia de longa dependéncia em
sequencia de DNA é real ou é induzida pela transformacao. Nosso quarto
objetivo é analisar a longa dependéncia em sequéncia de DNA utilizando
metodologia de mudanga de regimes (ver Hamilton, 1989) proposta por Liu
(2000). Nesta metodologia, se a duragao dos regimes de uma série temporal
tem uma distribuigdo de cauda pesada com parametro o € (1,2), entao a
série temporal apresenta a caracteristica de longa dependéncia. Além disso,

=1, para todo x € R, onde C



aplicando-se qualquer transformacao linear que preserva a propriedade de
variancia finita na série temporal, igualmente preservara a propriedade de
longa dependéncia. Portanto, nosso interesse é aplicar esta metodologia em
sequencias de DNA| para saber se a longa dependéncia nestas sequéncias é
realmente uma propriedade destas sequéncias, ou ela é induzida pela trans-
formacao. Um problema comum na andlise de sequéncias de DNA é como
identificar regides codantes (cds) dispersas por toda a sequéncia e separadas
por regides nao codantes (ncds). Distinguindo a distribuigao para cada uma
destas regioes pode ser de grande ajuda para encontrar regides codantes e
nao codantes em sequéncias de DNA. Entao, nosso quinto objetivo é analisar
as distribuicoes de distancias das regioes codantes e nao codantes em sequén-
cias de DNA. Esta andlise nos possibilita identificar diferencas entre estas
distribuicoes e, portanto, distinguir as duas regides em qualquer sequéncia
de DNA.

Portanto, o nosso objetivo principal é analisar a longa dependéncia em
sequéncias de DNA, utilizando diferentes técnicas que apresentam conceitos
de analise de flutuagoes destendenciadas, distribui¢coes com caudas pesadas
e encolhimento de wavelets.

O Capitulo 2 apresenta algumas defini¢oes, métodos e propriedades pre-
liminares necessarias para a compreensao deste trabalho. No Capitulo 3 des-
crevemos o método DFA (“Detrended Fluctuation Analysis”), proposto por
Peng et al. (1994), analisamos as suas propriedades estatisticas e no final do
capitulo sao apresentadas simulacoes. No Capitulo 4, encontra-se um breve
resumo sobre a teoria de wavelets onde apresentamos a metodologia de enco-
Ihimento de wavelets. Apresentamos no Capitulo 5, uma breve introducao a
teoria dos valores extremos, definimos distribuicao a-estaveis, apresentamos
alguns estimadores para o parametro «, propomos um novo método de es-
timacgao para este parametro utilizando o procedimento de encolhimento de
wavelets, e apresentamos simulacoes. A metodologia de mudanca de regimes,
proposta por Liu (2000), e a andlise de diversas sequéncias de DNA, com
o uso do software R-project sao apresentadas no Capitulo 6. As conclusoes
finais sao apresentadas no Capitulo 7.



Capitulo 2

Nocoes Preliminares

Apresentamos, neste capitulo, algumas defini¢oes, métodos e propriedades
preliminares necessarias para a compreensao deste trabalho. Apresentamos
alguns conceitos basicos para a anélise de processos estocésticos e séries tem-
porais, tais como estacionariedade e longa dependéncia. Descrevemos os
processos ARFIMA (p,d, q) e os processos ruido Gaussiano fraciondrio. Por
fim, apresentamos alguns métodos de estimacao para o parametro fracionario
d dos processos estocasticos ARFIMA(p, d, q).

Definigao 2.1 (Fungao Matematica Gama). A fun¢do matemdtica gama
é definida por

INa) = / v e *dx, paratodo a > 0. (2.1)
0

Denotamos por I"(+), a derivada da fungdo matemadtica gama I'(-).
Definigao 2.2 (Fungao Digama). A func¢do digama é definida por

d ()
(o) = 7 (n(r(@) = 5.

onde I'(+) é a fun¢ao matematica gama e I"(-) sua derivada. Denotamos por
Y'(+), a derivada da fungao digama (-).

para todo a > 0,

Defini¢ao 2.3 (Fungao Zeta de Hurwitz). A funcdo zeta de Hurwitz é
definida formalmente para um argumento complexo z e um argumento real

q por

[e.e]

() =) (k+q) .

k=0

Esta série é convergente para ¢ > 0 e Re(z) > 1, onde Re(z) ¢é a parte real
de z € C.



Definig¢ao 2.4 (Distribuicao Degenerada). Uma distribuicao degenerada
¢ a distribuicao de probabilidade de uma variavel aleatéria discreta cujo su-
porte consiste de somente um valor.

Definigao 2.5 (Distribuigao Gama). Uma varidvel aleatéria X tem fungao
de distribuicao gama, se sua fungao densidade for dada por

2@ e B L(0,00) (x),

fx(z) = T(a)

onde a e § sdo parametros positivos, 14(+) é a funcdo indicadora do conjunto
AeI(-) é a funcao matematica gama. Usamos a notacao X ~ I'(a, f).

Um vetor aleatério tem funcao de distribuicao Gaussiana multivariada
se possui a mesma funcao de distribuicao de uma transformacao afim de
normais-padrao independentes. Ver defini¢ao a seguir.

Definigao 2.6 (Distribuicao Gaussiana Multivariada). Sejam X, - -,
X,, variaveis aleatérias independentes e identicamente distribuidas tais que
X; ~ N(0,1) para todo j € {1,--- ,m} eseja Y = (Y1,---,Y;) o vetor
aleatério obtido de X = (X1, -+, X,;,) através da transformagao

Y = AX + 1,

onde A é uma matriz real £ x m e n é um vetor real k-dimensional. En-
tao dizemos que Y tem funcao de distribuicao Gaussiana multivariada com
média 1 e matriz de covariancias Y, = AA". A funcao de distribuicao Gaus-
siana multivariada singular é aquela cuja matriz de covariancia tem o posto
estritamente menor do que a dimensao do vetor aleatério Y.

2.1 Processos Estocasticos

Na andlise de séries temporais, o objetivo inicial é tentar identificar, se pos-
sivel, de qual processo estocastico foi originado um conjunto de dados (que
é uma série temporal), e com isto poder realizar previsdes do que se pode
esperar no futuro.

Definigao 2.7 (Processo Estocastico). Sejam (Q2,§,P) um espaco de
probabilidade, (S, G) um espaco mensuravel e {X;};c7 uma familia de varia-
veis aleatorias onde, para cada t € T, X; : (2,F,P) — (5,G) é mensuravel.
Dizemos que { X }ier é um processo estocdstico. O conjunto de indice T' pode
ser discreto ou continuo. No presente texto S é sempre finito ou enumeravel
e assim G = P(S), onde P(S) é o conjunto das partes de S.

A seguir, apresentamos dois modelos de processos estocasticos.



Definicao 2.8 (Ruido Branco). O processo {&;}icz ¢ denominado um ru-
ido branco com média zero e variancia o2, denotado por g, ~ WN(0, o2),

se
o k=0,

0, k0.

€

E(e;) =0, Var(e) =E(e}) =02 e 7.(k) = {

Definicao 2.9 (Processo Gaussiano). Um processo estocdstico {X;}iez

é dito Gaussiano se, para qualquer conjunto tq,ts,--- ,t, € Z, as variaveis
aleatorias Xy, X3,, -+, X3, tém uma funcao de distribuicao normal multi-
variada.

Um conjunto finito de observagoes organizadas cronologicamente no tempo
¢ denominada uma série temporal, como definimos a seguir.

Definigao 2.10 (Série Temporal). Uma série temporal é uma realizagao
{X:}7, de um processo estocastico { X }ier.

A analise das diversas propriedades de um processo estocastico serd tao
mais complexa quanto mais intensa forem as relagoes de dependéncia entre as
variaveis. Nesta hierarquia de dificuldades, os mais simples sao os processos
independentes.

Definigao 2.11 (Processos Independentes). Seja {X;}ieny um processo
estocastico definido em um espago de probabilidade (€2, §, P), tomando valo-
res em S (enumeravel). Dizemos que o processo estocastico { X, }en é inde-

pendente, se
P(X;, € Ay, Xy, € Ag, -+, Xy, € Ay) =

P(X;, € A))P(Xy, € Ag) - ... - P(Xy, € Ap),

para todo n € N, para toda sequéncia t; < ty < --- < t,, onde t; € N, e
para toda sequéncia de conjuntos Ay, As,---, Ay, onde A; C S, para todo
j=1--.n.

Para obtermos propriedades probabilisticas e estatisticas desejaveis na
utilizacao de modelos para descrever processos fisicos, sao necessarias algu-
mas suposicoes. No caso de processos estocasticos, uma suposicao geralmente
feita é a estacionariedade. Intuitivamente, um processo é estacionario se ele
se desenvolve no tempo, mantendo-se em torno da sua média, de modo que
a escolha de uma origem nao seja importante.

Definicao 2.12 (Processo Estaciondrio). Um processo estocdstico { X; }iez
¢é dito estaciondrio se e somente se:

(a) E(|X,|?) < oo, Vt € Z
(b) E(X,) =m, Vt € Z



(c) Cov(X,, Xs) = Cov(X, 1k, Xsik), Vr, s,k € Z.

Os processos estritamente estacionarios sao aqueles em que um desloca-
mento uniforme de um valor k, em todos os tempos envolvidos na funcao
de distribuicao conjunta, nao altera esta funcao. A seguir, definimos formal-
mente este tipo de processo.

Definicao 2.13 (Processo Estritamente Estacionario). Um processo
estocastico { X }iez € dito estritamente estaciondrio se, e somente se,

]P)(th E Al,Xt2 E AQ, cc ,th E An) =

]P)(th+k € A17Xt2+k € A27 T 7th+k € Aﬂ)a

para todo n € N, k > 0, para toda sequéncia t; <ty <--- <1,, onde t; € N,
e para toda sequéncia de conjuntos A;, Ay, -+, A,, onde A; C S, para todo
j=1,,n.

Definicao 2.14 (Fungao de Autocovariancia). Seja { X;}cz um processo
estacionario. A fungao de autocovariancia yx(-) de {X;}ez é definida por

vx (k)

COV(Xt+k, Xt)
E[(Xer — E(Xp2))( Xy — E(Xy))], para todo ¢,k € Z.

Defini¢ao 2.15 (Fungao de Autocorrelagao). Seja {X;}icz um processo
estacionario. A fungao de autocorrelacao px(-) de {X;}iez é definida por

= Corr(X;x, X¢), paratodot,k € Z,
onde yx(+) é a funcdo de autocovariancia de { X; }1ez € 7x(0) = Cov(Xy, Xy) =
Var(X;).

Usaremos como estimador de yx(+) a fungdo de autocovariancia amostral
e de px(-) a fungao de autocorrelagdo amostral definidas a seguir.

Definicao 2.16 (Fungao de Autocovariancia Amostral). Seja {X;}},
uma série temporal advinda do processo estocastico {X;}iez. A funcdo de
autocovariancia amostral de ordem k é definida por

Fx (k) = % (X —X)(X; - X), 0<k<n, (2.2)



Definicao 2.17 (Fungao de Autocorrelagao Amostral). Seja {X;}i,
uma série temporal advinda do processo estocastico {X;}iez. A fungao de
autocorrelacao amostral de ordem k é dada por

. Vx (k)
PX(k) ;7\X<O)’

onde Yx(-) é dada pela expressao (2.2).

| k[<n,

A anélise de processos estocdsticos estaciondrios pela sua representacao
espectral é normalmente referida como analise no dominio da frequéncia. A
analise no dominio do tempo é baseada nas fungoes de autocovariancia e de
autocorrelagao e é uma andalise equivalente a anterior.

Definicao 2.18 (Funcao Densidade Espectral). Seja {X;}icz um pro-
cesso estocdastico estaciondrio com funcao de autocovariancia yx (-) absoluta-

mente convergente, i.e., Z |vx (k)| < 0o. A fungao densidade espectral de

keZ
{Xi}iez é definida por
I :
fx(w) = 5 Z vx (k)e™™*  para todo w € (—, 7.
k=—00

A seguir definimos a func¢ao periodograma, que é um estimador nao-
viciado mas, inconsistente, para a fungao densidade espectral fx(-).

Defini¢ao 2.19 (Funcao Periodograma). Sejam { X, };cz um processo es-
tocdstico estaciondrio e { X;}7; uma série temporal obtida a partir deste pro-
cesso. A fungao periodograma calculada a partir da série temporal { X},
é definida por

n—1

I(w) = L (’7}((0) +2) Ax(k) cos(wk)), w e (—m, ), (2.3)

21
k=1

onde Yx(+) é a fungao de autocovariancia amostral do processo { X}z dada
na Definicao 2.16.

A inferéncia estatistica de longa dependéncia tem sido observada em séries
temporais de diferentes areas de estudos tais como meteorologia, astronomia,
hidrologia e economia (ver Beran, 1994). A caracteristica de longa dependén-
cia em um processo estocastico, significa que mesmo para tempos bastante
distantes entre si, a correlacao entre duas variaveis aleatérias quaisquer é
nao desprezivel. No caso de processos estocdsticos estacionarios, a longa de-
pendéncia pode ser caracterizada no dominio do tempo, onde a funcao de
autocorrelacao decai lentamente a zero, ou no dominio da freqiiéncia, onde a
funcao densidade espectral tende ao infinito quando a freqiiéncia se aproxi-
ma de zero. A seguir introduzimos uma definicao formal para a propriedade
de longa dependéncia e apresentamos importantes processos estocasticos que
caracterizam esta propriedade.



Definicao 2.20 (Longa Dependéncia). Seja {X;}iez um processo esta-
ciondrio. Se existe um numero real d € (0,0.5) e uma constante C, > 0, tal
que
px(t)
im =1,
t—00 Cptdel

onde px(-) é a fungao de autocorrelagdo do processo, ou equivalentemente,
se existe um numero real d € (0,0.5) e uma constante Cy > 0, tal que

o fx(®)
%g% Cft—Qd -

L,

onde fx(-) é a densidade espectral do processo. Entao, { X; }ez é um processo
estaciondrio com longa dependéncia (ou com longa memdria).

Definigao 2.21 (Movimento Browniano Fracionario). O processo es-
tocastico {Bp(t)}g+ é denominado um movimento Browniano fraciondrio,
se é um processo Gaussiano com média p = 0, incrementos estacionarios,
variancia E(B%(t)) = t*! e fungao de autocovariancia dada por

1
E(Bu(s)Bu(t)) = 5{32H + ¢ — |s — t|2H}, para todo t,s € R*. (2.4)

O indice H é o parametro sugerido por Harold Edwin Hurst (1880-1978),
para medir longa dependéncia, nomeado H de Hurst.

Definicao 2.22 (Ruido Gaussiano Fracionario). O processo estocéstico
{Xi}ier+ ¢ denominado um ruido Gaussiano fraciondrio (FGN), se é o in-
cremento do movimento Browniano fraciondrio, ou seja,

X; = Bu(t +1) — Bu(t), paratodot e RT. (2.5)

Se % < H < 1, o processo ruido Gaussiano fraciondrio { X, }ier+ é formado
por variaveis aleatérias possivelmente correlacionadas e com a caracteristica
de longa dependéncia.

Definigao 2.23 (Processos ARFIMA (p,d, q)). Sejam {&; }+ez um processo
ruido branco e B o operador defasagem, i.e., B¥(X;) = Xy . Se {Xi}iez é
um processo estacionario tal que

d(B)(1 - B)H Xy — pu) = O(B)ey, t € Z, (2.6)

para d € (—0.5,0.5), onde p é a média do processo e ®(-) e O(-) sdo os
polinomios autoregressivos e média mével, de ordens p e ¢, respectivamente,
entao { X; hez é denominado um processo geral com diferenciacao fraciondria,
denotado por ARFIMA(p,d, q).



Se 0 < d < 0.5, o processo ARFIMA(p, d, q) apresenta a propriedade de
longa dependéncia.

O parametro de H de Hurst esté relacionado com o parametro fracionério
d, pela seguinte equagao (ver Taqqu et al., 1995),

1
d=H—-—. 2.
: 27)

2.2 Estimacao do Parametro de Longa De-
pendéncia

Nos ultimos anos, um grande nimero de autores vem propondo métodos para
a estimagcao do parametro fracionéario d. Dentro da classe semiparamétrica, o
método mais popular é referido como método GPH, proposto por Geweke e
Porter-Hudak em 1983. O método mais conhecido na classe paramétrica é o
proposto por Fox e Taqqu (1986), onde a fungao de méxima verossimilhanga
é obtida de forma aproximada.

Nesta secao, apresentamos alguns métodos de estimacao para o parame-
tro fracionario d: o método de regressao utilizando a funcao periodograma
proposto por Geweke e Porter-Hudak (1983); o método da méxima veros-
similhanca (ver Fox e Taqqu, 1986), utilizando a aproximacao sugerida por
Whittle (1953) e um novo método utilizando a teoria do envelope espectral
(ver Stoffer et al., 1993).

Definicao 2.24 (Estimador Nao Viciado, U.M.V.U. e Consistente).
Sejam { X }4cz um processo estocastico estacionario e {X;}}; uma amostra
deste processo. Seja # € R um parametro qualquer do processo estocastico
{Xi ez e seja T(Xq, - -+, X,,) um estimador qualquer para 6.

i) Se E(T'(Xy,---,X,)) =0, entdo T'(Xy, -+, X,) é um estimador ndao
viciado para 0.

ii) Se Var(T*(Xy,---,X,)) < Var(T'(Xy,---, X)), para quaisquer es-
timadores T'(Xy, -+, X,) e T*(Xy, -+, X,,) ndo viciados de 6, entao
T*(X1, -+, X,) é dito ser um estimador U.M.V.U. (“Uniformly Mini-
mum Variance Unbiased”) para 6.

iii) Seja {T,,(X1, - -+, X;) }n>1 uma sequéncia de estimadores para 6, que
sao gerados similarmente para cada n > 1. Entao, T}, é um estimador
consistente para 0, se e somente se,

lim P[|T,(Xy, -+, X,) — 6] > €] =0,

n—oo

para todo € > 0.
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2.2.1 Estimador CZGPH

Seja { X }1ez um processo estocastico ARFIMA(p, d, q), definido na expressao
(2.6). O primeiro método de estimagao do parametro d, baseado na fungao
periodograma I,,(+), (ver Definigao 2.19) foi proposto por Geweke e Porter-
Hudak (1983). Estes autores obtém o estimador para d considerando a re-
gressao de In(/,,(w;)) versus In (2 sen (%))2 Portanto, o estimador dapy é
dado por g(n)

] = — 2.
dcpn prs, ; (2.8)
> (zj—7)?
j=1
onde y; = In(I,,(w;)), ; = In (2sen () = g(n) Zx], com g(n

para algum (3 € (0,1), e w; a j-ésima frequéncia de Fourler

2.2.2 Estimador cfw

Apresentamos aqui o estimador de maxima verossimilhanca aproximada su-
gerido por Fox e Taqqu (1986). Serd denotado por CZW pois ele é baseado em
uma aproximagcao da fun¢ao de verossimilhanga sugerida por Whittle (1953).
O estimador CZW, sob certas condicoes de regularidade, é consistente e tem
distribuicao assintética normal. Além disso, é estimador nao viciado e de
variancia minima.

Seja {X;}{~, uma série temporal obtida do processo ARFIMA(p,d,q)
definido pela expressao (2.6). O estimador para d, utilizando o método de
verossimilhanga, é o valor

n= (Ugﬁdv ¢1a¢27' o a¢p701702a e 79q) (29)

que minimiza a fungao
n lj

Z fX w]’ n (2.10)

onde m é o vetor de parametros desconhecidos dado em (2.9), fx(-,m) é a
fungdo densidade espectral de {X;}iez, || é a fungdo maior inteiro, w; = 2
¢ a j-6sima frequéncia de Fourier, j € {1,---, %]}, e I,() ¢ a funcao
periodograma (ver Defini¢ao 2.19).

Ver Fox e Taqqu (1986) e Beran (1994), para um estudo mais completo
do estimador CZW.
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2.2.3 Estimador CZWS

Nesta subsecao, propomos um estimador para d, obtido pelo método da méa-
xima verossimilhanga, baseado na teoria do envelope espectral (ver Stoffer et
al., 1993). A seguir, definimos a fungao envelope espectral.

Definicao 2.25 (Fungao Envelope Espectral). Seja {X;}iez um pro-
cesso estocastico categorico, ou seja, que toma valores em um espaco finito
C ={c1,c, - ,c,}. Sejap; =P(Xy =¢;) >0, para todo j = 1,2,--- k.
Para B = (B1, B2, -+, Bk) € R¥ denotamos por {X;(3)}iez o processo cor-
respondente a transformacao, onde ¢; ¢ dado por 8;, j = 1,2,--- k. Assu-
mimos que {X;(8)}iez é um processo estaciondrio e que fx(w;3) é a fungao
densidade espectral deste processo. A funcdo envelope espectral é definida
por

fx(w; B) }
AMw) =maxq ——— 7, w € (0,7, 2.11
() = mas{ P20 (0.7] (2.11)
para todo 3 nao proporcional a 1 (vetor k x 1 cujas componentes sdo todas
iguais a 1).

O nome fung¢do envelope espectral é bastante apropriado ja que A(-) en-
volve o espectro normalizado de qualquer processo transformado {X;(3) }iez.
Isto é, dado o vetor B normalizado entao {X;(3)}ez tem funcao densidade
fx(w; B) < A(w), onde a desigualdade vale se e somente se (3 é proporcional
a B(w). Para mais detalhes ver Stoffer et al. (1993).

No6s propomos aqui um estimador para d, denotado por ciws, que é o
valor que minimiza a fun¢ao dada pela expressao (2.10), onde a funcao perio-
dograma I,(-) é substituida pela fun¢do envelope espectral A(-) dada pela
expressao (2.11).

12



Capitulo 3

Método das Analises de
Flutuacoes Destendenciadas

O método das anélises de flutuagoes destendenciadas (“Detrended Fluctu-
ation Analysis”- DFA) foi proposto por Peng et al. (1994). Para utilizar este
método em uma série temporal qualquer é preciso seguir os seguintes passos.
Dada uma série temporal {X;}};, o primeiro passo do método DFA consiste
em calcular a soma parcial

t
Y, = Zva (31)
j=1

para cada t € {1,2,--- ,n}. No segundo passo divide-se a série temporal
{V:}7-, em | %] blocos nao sobrepostos (|-] ¢ a fun¢do maior inteiro), onde
cada bloco contém exatamente [ observacoes. No terceiro passo, para cada
bloco ajusta-se, pelo método dos minimos quadrados, uma reta aos dados.
Denotamos por Y/, parat = 1,--- ,n, a ordenada y dos segmentos de reta
ajustados nos blocos de tamanho [. Em seguida, destendencia-se a série
temporal {Y;}}_,, ou seja, em cada bloco calcula-se

VA :Yt—}Aftl, para todo t € {1,--- ,n}. (3.2)
O desvio padrao dos residuos obtidos da diferenca entre Y; e ?tl ¢é denominado

de raiz da flutuacao média quadrdtica e é definido por

(3.3)

n

onde n =1 - LZJ Por fim, para cada [ € {4,5,---,g(n)}, calcula-se a raiz
da flutua¢ao média quadrdtica, dada na expressao (3.3). Observe que F(I)
aumenta quando [ cresce. Uma relagao linear em um grafico In versus In

indica presenca de escala
F(l) ~ lI”. (3.4)
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Aplicando logaritmo em ambos os lados da expressao (3.4) obtemos

In(F(1)) ~ In() + BIn(0). (3.5)

A expressao (3.5) é da forma de uma equacao de regressao linear simples,
dada por

yj:a+bxj+ej7 jE{l,---,m}, (36)

onde
Y; = IH(F(Z)), a = 111(()0), b= Ha Tj = ln(l)> [ = J + 37 (37)

com | € {4,5,---,9(n)} e m = g(n) —3. Nao consideramos [ = 3 pelo
aumento significativo no tempo computacional. A relacao da escala § com o
parametro H do efeito de Hurst (ver Hurst, 1951) da série temporal {X;}},
é dada por § = H. Segue-se entao que o estimador de H, pelo método dos
minimos quadrados baseado na regressao linear (3.6), é dado por

Hpea = o , (3.8)
> (z;—7)
j=1
. _ L&
onde y; =In(F(j +3)), z; =In(j +3), 7 = - Z;:Ej em=g(n)—3.
]:
O estimador para parametro fracionario d, pelo método DFA, é dado por
A ~ 1
dpra = Hppa — 5 (3.9)

onde ﬁDFA ¢é dado pela expressao 3.8.
Note que as equagoes dadas pelo modelo de regressao linear em (3.6),
podem ser escritas na forma vetorial por

Y =(y, ym) =€+ (3.10)
onde
§= (6, 6m) = (at+bry, - a+bry) (3.11)
(&
€= (617' t 7€m)/7

onde X’ designa o transposto do vetor X.

Observacao 3.1. Na literatura da area, nao existe uma regra especifica para
a escolha de g(n). Entao, determinamos, neste Capitulo, uma escolha étima
assintotica para o numero de regressores m na equagao (3.6).
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3.1 Propriedades do Estimador Hpps

Apresentamos, nesta secao, propriedades estatisticas do estimador Hpga,
dado na expressao (3.8), para os casos em que a sequéncia dos erros {€;}7,,
na expressao (3.6), tem funcao de distribuigao Gaussiana ou nao.

3.1.1 Erros i.i.d. com Distribuicao Gaussiana

Seja W={teR™:t=c11,+ cx', c1,c0 € R} um espago linear, gerado

pelos vetores 1,, (vetor m x 1 de 1's) e &’ = (x1, -+ ,x,,)". Note que £ € W
(ver expressao 3.11). Sejam vy, - -+, v,,, vetores de dimensao m, que formam
uma base ortonormal de R™, tal que vq,--- , v, geram W.

Sabemos que uma base é ortonormal se,

viv, = 0, k#j
1, k=3

Logo, para todo vetor t, tem-se que

t=> (tv)v;, (3.12)

j=1
m
e se definimos a norma || - ||, por [|t]|? = Z(tj)2, entao
j=1
m
181> = (#v))*. (3.13)
j=1
Como vy, -+ ,v, geram W, temos que t = (t1,- - ,t,,)" € W se, e somente
se, t'v; =0, para todo j =r+1,--- ,m. Entdo, t € W se, e somente se,

i

t=> (tv)v;. (3.14)

j=1
Seja vy = (Vg1, -+, Ukm)'. Definimos
Zp = Y'v, = Em: Yuu; (3.15)
j=1
© m
me=Evp =Y &uw, (3.16)
j=1
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onde Y e &, sdo dados pela expressao (3.10). Multiplicando vy pelo lado
direito, em ambos os lados da primeira igualdade da expressao (3.15), segue-
se pela expressao (3.12), que

Y =) Zw,=¢+e (3.17)

k=1
Multiplicando vy pelo lado direito, em ambos os lados da primeira igual-
dade da expressao (3.16), segue-se pela expressao (3.12), que

= Z MKV,
k=1

como & € W, entao
T/k:O) T’+1§k}§m,

§= Zﬁkvk- (3.18)
k=1

Teorema 3.1. Para todo k € {1,---,m}, sejam Zy e n definidos pelas
expressoes (3.15) e (3.16), respectivamente. Entao, Z é um estimador

UMV.U. deny.

Demonstragao: Ver Bickel e Doksum (1977), pdgina 262.

Tomando os primeiros vetores ortonormais como sendo

1 1Y ( )
v = —.--+. —— e Vo = (794, Tm;
1 \/E’ 7\/m 2 1 )

onde
(zx — Z) |
(Z(%‘ —7)%)

J=1

T = para k=1,--- ,m,

N|—=

temos que v, e vy geram W e

€= i(Y’vj)vj :<i%>vl+(i¥jrj>v2, (3.19)

=1

produz o vetor dos valores ajustados, dado na seguinte definicao.
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Definicao 3.1 (Vetor dos Valores Ajustados). Seja € = (€1, - ,€y)
o vetor de erros no modelo de regressao linear dado pela expressao (3.6).

Assuma que €;, para todo j € {1,--- ,m}, é varidvel aleatéria independente
e identicamente distribuida com funcao de distribuicao N(0,0?). Entao, o
vetor dos valores ajustados, denotado por & = (&1, -+, &), € definido por
m
Z(:ck — )Y
éj =Y + (z; — 7) k:ml , paratodo j=1,---,m. (3.20)
D> (wn—7)?
k=1
A esperanca e a variancia de fj, para j = 1,---,m, sao dadas por
. - 1 (v; — 1)?
E(&) = € e Var(E; :03(—+ J — ), 3.21
(&) €)= o2 o+ 5o (321)
1 m 1 m
onde T = — Tpey=— , para todo 5 € {1,--- ,m}.
— ; pey=— ; Yks jed }

Proposicao 3.1. O valor ajustado éj, dado na expressao (3.20), é um esti-
mador U.M.V.U. para &;, para todo j € {1,--- ,m}.

Demonstragao: Para todo j € {1,---,m}, seja éj o wvalor ajustado, dado
na Definicao 3.1. Note que,

§=Y Zwy, 1<j<m (3.22)
k=1

Basta substituir a expressao (3.15) em (3.19). Logo, pelo Teorema 3.1, &; é
um estimador U.M.V.U. para §;, para todo j € {1,--- ,m}.
[

Proposicao 3.2. Seja € = (€1, -+ ,€,)" 0 vetor de erros no modelo de re-
gressdo linear dado pela expressio (3.6). Assuma que €;, para todo j €
{1,---,m}, € varidvel aleatdria independente e identicamente distribuida
com fungdo de distribuicio N'(0,02). Seja 1(-) uma fungdo real linear defi-
nida por

WY€) =) wig,
j=1

onde & € dado na expressio (3.11). Entao,

W(€) = Z wjé;, (3.23)
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¢ um estimador UM.V.U. para a fung¢ao ¥ (€), com esperanca dada por

onde é € o vetor dos valores ajustados dado na Defini¢ao 3.1.

Demonstragao: Pela Proposi¢ao 3.1, para todo j € {1,---,m}, temos
que éj ¢ um estimador U.M.V.U. de ;. Como a propriedade de estimador
U.M.V.U. é preservada por operacoes lineares sobre estimadores U.M.V.U.,
segue-se que

Y(€) = Z w;é;,
j=1

é um estimador U.M.V.U. para 1(§). )
Pela Proposi¢ao 3.1, para todo j € {1,--- ,m}, temos que §; é um esti-
mador U.M.V.U. para ;. Logo, E(§;) = &,. Segue-se entao que

E(y(£)) = E(Z w;éj) = Z%’E(éj) = ijﬁj = ().

]

Proposicao 3.3. Seja € = (€1, ,€,) o vetor de erros no modelo de re-

gressdo linear dado pela expressio (3.6). Assuma que €;, para todo j €
{1,---,m}, € varidvel aleatdria independente e identicamente distribuida
com funcao de distribuicao N(0,02). Seja ¢(é) o estimador dado na ez-
pressao (3.23). Se a fungdao (-) € linear, entdo w(é) sempre pode ser escrito
como uma funcao linear das observacoes,

V(€)=Y ay;, (3.24)
j=1
para algum a = (ay,--- ,a,) € R™. A variancia do estimador w(é) ¢ dada
por
Var((§)) = 02 Y a, (3.25)
j=1
onde o2 = Var(e;), para j € {1,--- ,m}.

Demonstracao: Pela expressao (3.15), para todo k € {1,---n}, Z; é uma

-~

fungao linear de Yy, e pela expressao (3.22), 1(€) é uma fungao linear de Zj.

Entao,
m

(&) =) ay;,

J=1
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para algum a = (ay,--- ,a,,) € R™. A variancia de ¢(€) é dada por
Var(y(€)) = Z\/ar(ajyj) = Z a?Var(yj) =o? Z a?.
=1 =1

i j=1

]

O Teorema 3.2, a seguir, mostra que, sob certas condigoes, qualquer es-
timador obtido como uma combinagao linear do vetor dos valores ajustados,
tem distribuicao normal.

Teorema 3.2. Seja € = (€1, -+ ,€,) 0 vetor de erros no modelo de regressao
linear dado pela expressio (3.6). Assuma que €;, para todo j € {1,--- ,m},
¢ varidvel aleatoria independente e identicamente distribuida com fungao de
distribuicio N(0,02). Qualquer estimador ¢(€), dado pela expressio (3.23),
tem distribuicao normal tal que ]E(w(é)) = Y(&) e a variancia € dada pela
expressao (3.25).

A~

Demonstracao: A normalidade de ¥(&), segue-se da representagao (3.24),
e da propriedade aditiva da funcao de distribuicao Gaussiana.

m
Lema 3.1. Seja ﬁDFA o estimador dado na expressao (3;8). Entao, ﬁDFA
¢ uma combinagdo linear do vetor dos valores ajustados & = (&1, ,&m),
dada por (€) = % = égx;xl —& x;m.

DemonstAragéoz Seja ﬁDFA o estimador dado na expressao (3.8). O valor
ajustado &; é dado pela expressao (3.20), para todo j € {1,--- ,m}. Segue-se

que
Z(xj — )y,
~ ~ i=1 ~
S—& = ($2 - $1) ’ pos = (!E2 - xl)HDFA~
> (x; - 2)?
j=1
Portanto, ) )
Hpra = 2-6 ; (3.26)
To — I

onde 1 = In(4) e xo = In(5).
0

O proximo teorema apresenta a condicao necessaria para que o estimador
Hpra, dado na expressao (3.8), tenha fungao de distribuigdo Gaussiana exata.
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Teorema 3.3. Seja € = (€1, -+ ,€,)" 0 vetor de erros no modelo de regressdo
linear dado pela expressio (3.6). Assuma que €;, para todo j € {1,--- ,m},
€ varidvel aleatdria independente e identicamente distribuida com fungdo de
distribuicao N(0,02). Entdo, o estimador Hpga, dado pela expressio (3.8),
tem distribuicao normal com esperanca e variancia dadas, respectivamente,
por

E(ﬁDFA) =H € Var(ﬁDFA) = —6,

onde x; =In(j + 3) e 02 = Var(e;), para j € {1,--- ,m}.

Demonstragao: Pela definicao do estimador ﬁDFA em (3.8), temos que

Z(%‘ —Z)y;
ﬁDFA = J:ni— = Zajyja
Z(ﬂfj —-7)?
j=1
onde a; = T y; = n(F(j+3)) e z; = In(j + 3), para j €
> (x;—7)

J=1
{1’ e 7m}‘
Pelo Lema 3.1Atemos que Hppa é uma combinagao linear do vetor dos
valores ajustados &, dada pela expressao (3.26). Portanto, pelo Teorema 3.2

o estimador Hppa € normalmente distribuido com

& —&  a+Haxy— (a+Hx)

E(Hpra) = E(W(€)) = 0(€) = > —- oo, =H
© m
2
R m Zl(xj ) 2
Var(HDFA) = U?Z aj2 — 0.62 ]m 5= — € :
Jj=1 {Z(lﬁ _ §>2} Z<x3 _ i‘)Q
Jj=1 j=1

onde z; = In(j + 3) e 02 = Var(e;), para j € {1,--- ,m}.

Para alguns resultados, que apresentamos a seguir, é interessante definir
a flutuacao média quadratica definida em cada bloco.
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Definigao 3.2 (Flutuagao Média Quadratica Parcial). A flutuagao mé-
dia quadrdtica parcial do j-ésimo bloco é definida por

lj
1 . n
F2(l) = 7 Z (Z})?, paratodoj € {1,---,|2|}, (3.27)
t=1(j—1)+1
onde Z! é dada pela expressao (3.2).

Observacao 3.2. Note que a flutuacao média quadratica ¢ dada pela média
das flutuacoes parciais

F2(l) = ﬁ > R, (3.28)

onde F(-) é dada pela expressao (3.3).

Definigao 3.3. Sejam f(-) e g(-) duas fungoes definidas sobre um mesmo
conjunto D, que contém numeros arbitrariamente grandes. Dizemos que
f(z) € assintdtica para g(x), quando x — oo, se f(x) # 0 e g(x) # 0, para
todo x suficientemente grande, e

lim /(@)

=1

Denotamos por f(z) ~ g(x).

Observagao 3.3. Observe que a rela¢ao f(x) ~ g(z), dada na Defini¢ao 3.3,
pode ser reformulada como

f(z) =g(x)(1+0(1)), quando z — oo.
Ou seja, f(z) — g(z) = o(g(x)).

Vimos que, para aplicar o método DFA, primeiro divide-se a série tem-
poral em blocos com [ observagoes. Em cada bloco, calculam-se as somas
parciais {Y;}}_,, ajusta-se uma reta Y,! = a + bt para estas somas parciais e
entdo calcula-se a soma S0_, (Y; — Y})2, para cada [ observagoes. O Teorema
3.4 de Taqqu et al. (1995), a seguir, fornece uma aproximagao para a varian-
cia amostral dos residuos obtidos da diferenca entre Y; e ?tl em cada bloco.
O objetivo é que a esperanca da variancia amostral seja assintoticamente
proporcional & [2H.

Teorema 3.4. Seja {X;}ier+ um processo ruido Gaussiano fraciondrio. Con-
sidere { X}, uma série temporal advinda deste processo. Entao, para todo

J € {1, 2,1, HJ }, tem-se que E(F?(l)) ~ Cy ™M, quando | — oo, ou seja,
E(F3()
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onde F;(l) € dada pela expressao (3.27) e

Oy =2+ 1 2 (3.30)
H=\om+1 "H+2 H+1/) '

Demonstracao: Ver Taqqu et al. (1995).

]

O Teorema 3.5 a seguir apresenta as condigoes necessarias para que a

flutuacao média quadratica parcial Ff(l), dada pela expressao (3.27), tenha

l l

funcao de distribuicao F(§, 507
9

aleatérias Z1, Z4, - -+ | ZL.

), onde o} é a variancia tedrica das varidveis

Teorema 3.5. Suponha que as varidveis aleatdrias Z%, Z% - | ZL  dadas
pela expressao (3.2), sejam independentes e identicamente distribuidas com
fungao de distribuicio comum N (0,07). Entao, para todoj € {1,2,---,| %]},
2 ~ ~ S S 1ol
F2(1), dada pela expressio (3.27), tem fungdo de distribui¢do F(E? ﬁ)
Demonstracao: Ver Linhares (2007).
]

Sob as condi¢oes dadas no Teorema 3.5, o Corolario 3.1 a seguir mostra
que a flutuacao média quadratica parcial Ff(l) é um estimador nao vici-
ado para a variancia tedrica of das varidveis aleatérias Z%, Z% -+ ZL e ¢
consistente, quando [ — oo.

Coroldrio 3.1. Suponha que as varidveis aleatdrias Z, 7%, -+, ZL, dadas
pela expressao (3.2), sejam independentes e identicamente distribuidas com
fungao de distribui¢ao comum N(0,07). Entdo, para todo j € {1,---,| %]},
Ff(l), dada pela expressao (3.27), tem esperanca e variancia dadas, respec-
tivamente, por

2014

E(F¥(1)) =07 e Var(F3(l)) = T (3.31)

sempre que 0 < ot < o0.

Demonstracao: Ver Linhares (2007).
[

O Teorema 3.6 a seguir apresenta as condicoes necessarias para que Hppa,
dado pela expressao (3.8), seja um estimador nao viciado e uniformemente
de minima variancia.

Teorema 3.6. Seja € = (€1, -+ ,€,)" 0 vetor de erros no modelo de regressdo
linear dado pela expressao (3.6). Assuma que €;, para todo j € {1,--- ,m},
¢ varidvel aleatoria independente e identicamente distribuida com func¢ao de
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distribuicao N(0,02). Entdo, ﬁDFA, dado pela expressao (3.8), € um esti-
mador U.M.V.U. com esperanca e variancia dadas, respectivamente, por

0.2

E(ﬁDFA) =H e Var(ﬁDFA) = m—e, (332)
> (z;— )
=1

onde z; =In(j + 3) e o2 = Var(e;), para j € {1,--- ,m}.

Demonstracao: Ver Linhares (2007).
[l

O comportamento da soma e do produto de variaveis aleatérias, uma
convergindo em distribuicao e outra em probabilidade, é o objeto do proximo
teorema.

Teorema 3.7 (Teorema de Slutsky). Sejam {X,}nen € {Yn}nen sequén-

. o . . D P .
cias de varidveis aleatorias, tais que X, — X e Y, — ¢, onde ¢ é uma
constante. Entao,

(a) Xo+Y, B X +o,
(b) XY, B cX,

(c) Se c #0, );—: K %, desde que P(Y,, #0) = 1.
Demonstracao: Ver Rohatgi (1976).

]
O Teorema 3.8 a seguir é consequéncia do Teorema de Slutsky.
Teorema 3.8. Sejam Y1,Ys, -+ varidveis aleatdrias tais que /n(Y;, — u) K
N(0,0%). Se a funcio g(-) € derivdavel em u, entio /n(g(¥,) — g(u)) 2
N(0,0%(g'(u))?).
Demonstragao: Ver Rohatgi (1976).
m

O Teorema 3.9 mostra que, sob certas condigoes, a sequéncia {e;}7.,

dada na expressao (3.6), é formada por varidveis aleatérias independentes e
identicamente distribuidas com funcao de distribuicao N (O, %)

Teorema 3.9. Seja { X }ier+ um processo ruido Gaussiano fraciondrio. Con-

sidere { X}/, uma série temporal advinda deste processo. Suponha que,

para todo | € {4,5,--- ,g(n)}, as varidveis aleatérias Z, 7%, -, ZL, dadas

pela expressao (3.2), sejam independentes e identicamente distribuidas com

fungdo de distribuicao comum N (0,07). Suponha que lim {LJ = 00
R g(n).n—oo | g(n)

Entao, Hppa, dado pela expressio (3.8), € um estimador
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(a) UM.V.U. para o parametro H,

(b) com funcao de distribui¢cao Gaussiana, com esperancga e varidncia
dadas, respectivamente, por

E(Hppa) =H e Var(Hppa) = (3.33)

onde x; =1In(j +3), para j € {1,--- ,9(n) — 3}.

Demonstracao: Para todo | € {4,5,--- ,g(n)} e j € {1,2, e \_ﬂ}, de-
notamos

F7(1) (1)
Z:(l) = =2 Z(l) = 3.34
](l) CHZ2H ( ) CHZQH, ( )
onde Cy é dado pela expressao (3.30). Note que
7] L]
F2(1) 1 & F2() 1
Z2() = n J N7 7,0, (3.35)
Ol 3] = CulP" 7]
para todo [ € {4,5,--- ,g(n)}.
Pelo Teorema 3.4, temos que
- E(F3()

Entao, da expressao (3.36) temos que

lim E(Z;(1)) = lim E(sz(l)) 1 E(sz(l))

— 2 ' —  — lim =1.
l—o0 J =00 CHPH CH l—o00 l2H

Portanto,

Pela Observacao 3.3, temos que
E(Z;(1)) =14 o(1).
Pelo Corolario 3.1, obtemos que

_ 20} _ 2(E(()°

Var(FJQ-(l))— ;= ;
Logo,
oo Var(Z0) _ 1 NVar(FP) 12 (E(FF(D))?
B 2 2ihw (CulPT)2 2ihee 1\ CplPH

- @gﬁ(mﬁl»)? :(%H o E%l))y -
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Portanto,
Var(Z(1)) ~

~| N

e, pela Observacao 3.3, temos que
2
Var(Z;(l)) = 7(1 +0(1)).
Segue-se que, quando [ — 0o, temos variaveis aleatérias independentes
{Z;(1)};51, com E(Z;(1)) = 14 o(1) e Var(Z;(l)) = 2(1 + o(1)). Portanto,

.. . n -
pelo Teorema Central do Limite, se lim 7 = oo entao,
l,n—o00

k
DA
V- = 3 N(0,1), (3.37)

2

l

onde k = |7]. Pelo Teorema 3.8, temos que

\/E(%izj(z) - 1) 3N(0,%)

eVEZ)-1)3 N(O, %)

onde Z(l) é dado na expressao (3.35).
Pelo Teorema 3.8, tomando-se g(z) = In(z) e u = 1, tem-se ¢'(u)|y=1 =
%|u:1 = 1, segue-se que

VE[In(Z ()]wV( >@¢Ew N(0,1)

\[
@\/ki[(()]—w\/OI <:>\/>1n ) B N(0,1),

onden=Fk-lek=|7]
Nas equacoes a seguir utilizamos o simbolo ~ para indicar aproximada-

. . n ~
mente igual. Quando lim {—J = 00 temos entao que
l,n—o00 [

g[ln(Z(l)] ~ &, (3.38)

onde & ~ N(0,1). Note que a expressio (3.38) é equivalente a

)
2




Como n = n, temos que

m(Z@) 1 _ 1

R €~ €. 3.39
2 Van Vo (3.39)
Como € tem distribuigao N (0, 1), segue-se que
I
€= ——¢, (3.40)

V2n

tem distribuigao N (0 ( ) Portanto, pelas expressoes (3.39) e (3.40)

n(Z(0)
2 Y

onde ¢ tem distribui¢ao N (0, 5-).
Aplicando logaritmo em ambos os lados da expressao Z(l), dada em
(3.34), temos que
1mﬂm:mwm»—mqm%
& In(F(1)) = In(Z(1)) + In(Cul™)
l l

< 2In(F(1)) =In(Z(1)) + In(Cy) + 2HIn(I)
ﬁm(m)hMM+Hlm ﬂém.

Se | € {4,5,---,g(n)}, entdo I < g(n). Assim |

] < [%]. Sob a

Nlﬁ’“

n)
hipotese de que  lim {%J = 00, temos que lim J = 00. Portanto,
g(n

g(n),n—o0 l,n—o0
In(Ch)

In(F(1)) =~ 5 +HIn(l) + ¢,
onde ¢ tem distribuicao N(0, 5-).

Logo, pelo Teorema 3.6 obtemos a parte (a). A demonstragao da parte
(b) segue do Teorema 3.3.

O

O corolario a seguir, sob certas condicoes, determina uma escolha 6tima
para g(n). Consequentemente, fornece uma escolha étima assintética para o
ntimero de regressores m na equacao (3.6).

Corolario 3.2. Seja {X;}icr+ um processo ruido Gaussiano fraciondrio.
Considere {X:}}_, uma série temporal advinda deste processo. Suponha
que, para todo | € {4,5,--- ,9(n)}, as varidveis aleatérias Z}, 7%, | ZL,
dadas pela expressio (3.2), sejam independentes e identicamente distribui-
das com fungio de distribui¢io comum N(0,0?). Suponha que g(n) = |n”],
0 < B < 1. Entao, ﬁDFA, dado pela expressao (3.8), € um estimador
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(a) UM.V.U. para o parametro H,

(b) com funcao de distribuicao Gaussiana, com esperancga e variancia
dadas, respectivamente, por

~ ~ 1
E(Hpra) =H e Var(Hppa) = 3 , (3.41)
2n Z (z; — 7)?
j=1
onde z; = In(j + 3), para j € {1,--- ,g(n) — 3} e g(n) = [n"].
Demonstragao: Considere g(n) = [n”]. Entao,
LI N L B
o) =) - v
Como  lim LLJ = lim [n'™?] = oo, o resultado segue do Teorema
g(n),n—o0 g(n) g(n),n—o0
3.9.
[

3.1.2 Erros i.i.d. com Distribuicao Nao Gaussiana

O modelo usual de regressao linear simples é dado pela expressao (3.6),
com E(e;)=0 e Var(e;) = o2. Para obter propriedades estatisticas deste
modelo, é necessario assumir condigoes sobre os erros €;. Como o0s €;’s
sao nao observados, isto deve ser feito indiretamente utilizando os residuos.
Para o modelo linear de minimos quadrados, o vetor dos residuos ordinarios
e = (e, e, -+ ,ey,) é dado por

ej:yj_gja jE{l,Z,"' 7m}' (342)
A relagao entre e; e ¢;, para cada j € {1,2,--- ,m}, é dada por
6j:€j_zvjk€k’ jE {172a 7m}a (343)
k=1

onde
V = (o) = X(X'X) X,

com A’ a transposta da matriz A.

Observacao 3.4. Para um modelo de regressao linear simples, dado pela
expressao (3.6), tem-se que os elementos da diagonal da matriz V sao dados
por
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1 (z; —T)?

’Ujj:E‘F j€{1727"' 7m} (344)

m ;
> (ap—7)
k=1

(ver Cook e Weisberg, 1994).

A expressao (3.43) mostra que a relacao entre e e € depende somente de
V. Se os v;;'s sao suficientemente pequenos, e servird como um substituto
razoavel para €, caso contrario a utilidade do e pode ser limitada.

A distribui¢ao do vetor dos residuos ordinarios e segue-se imediatamente
da expressao (3.43), ou seja, se € ~ N(0,0?) entao e tem uma distribuigao
Gaussiana singular (ver Definigao 2.6) com E(e) = 0 e Var(e) = (I — V)o?.
Proposicao 3.4. Sejam € = (e, - ,€y,) o0 vetor de erros e B3 = (a,b)
o vetor dos parametros no modelo de regressao linear dado pela expressao
(3.6). Assuma que €;, para todo j € {1,---,m}, € varidvel aleatdria inde-
pendente e identicamente distribuida com uma certa funcao de distribuicao
nao Gaussiana de média 0 e varidncia o?. Uma condig¢ao necessdria e sufi-
ciente para o estimador de minimos quadrados de qualquer combinacao linear
dia + dgl; ser assintoticamente normal, com média dia + dyb e variancia o>

¢ que lim max v;; = 0.
m—o0 1<5<m

Demonstracao: Ver Huber (1973), pagina 803.
L]

O teorema a seguir apresenta uma condigao necessaria e suficiente para
que o estimador Hppa, dado na expressao (3.8), seja assintoticamente normal,
quando a sequéncia {¢;}72, dada em (3.6) é formada por varidveis aleatorias
independentes e identicamente distribuidas com uma certa funcao de dis-
tribuicao nao Gaussiana.

Teorema 3.10. Seja € = (€1, ,€,) o0 vetor de erros no modelo de re-

gressio linear dado pela expressio (3.6). Assuma que €;, para todo j €
{1,---,m}, € varidvel aleatdria independente e identicamente distribuida
com uma certa fungao de distribui¢ao nao Gaussiana de média 0 e varian-
cia 0. Uma condi¢io necessdria e suficiente para que o estimador Hppa,
dado na expressao (3.8) seja assintoticamente normal, com esperanca H e

varidncia o? € que lim max vj; =0, onde

m—o00 4<5<m+3

n(k+3) — X,,)°

Vjj =

(3.45)

Ms

k:l

1 m
:_E n(k + 3), para todo j € {4,5,--- ,m + 3}.
m
k=1
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Demonstragao: Pelas equagoes (3.6) e (3.7), o estimador dos minimos qua-
drados é dado por b = Hpga. Pela Proposigao 3.4 e substituindo (3.7) em

(3.44), segue-se o resultado.
[

Lema 3.2. Para todo m € N, m > 1, tem-se que
4m2(m 4+ 3)™ > 4" (m - 4)™ (3.46)

Demonstragao: Basta provar que

+ 4™t 1
(m+ )™ L eNm>1
(m+3)™ 4
Consideramos a sequéncia de reais positivos X, = %. E facil ver que

a sequéncia (X,,)m>1 é decrescente, pois

Xpp1 _ (m+5)™  (m+3)" _((m+5)(m+3)>m

X, (mA+4)mtl (m 4 4)m-1 (m + 4)2
Como
(m+5)(m+3) m*>+8m+15 1
(m+4)2  m24+8m+16

X . , A
segue-se que XL; < 1, ou seja, (Xm)mZI é sequencia decrescente. Portanto,

X, < X, = }L, para todo m € N, m > 1, provando o lema.
m

O Lema 3.3, apresenta uma ferramenta basica, para a prova do teorema
que apresentaremos a seguir.

Lema 3.3. Para todo m € N, tem-se que
42.5% - (m+3)2>4"(m+3)™ (3.47)

Demonstracao: A prova serd realizada por indu¢ao matematica. Observe
que a desigualdade (3.47) vale para m = 1. De fato,

(1+3)2=4"(1+3)"

Vamos mostrar que, se a expressao (3.47) vale para k, entao valera para k+1.
Pela hipétese de inducao, temos que

42.5% . (k+ 2% (k+3)2 > 45k + 3)k. (3.48)
Pelo Lema 3.2, o lado direito da desigualdade (3.48) ¢ dado por

4k(k+3>k — 42 4]672(]{4_3)16 2 42 .4k71(k+4)k71 — 4k+1(k+4)k71'
(3.49)
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Portanto, pelas expressoes (3.48) e (3.49), segue-se que
42.5% (k22 (B +3)2 > 4k +4)F (3.50)
Multiplicando ambos os lados da desigualdade (3.50) por (k + 4)? temos
42.5% (k22 (k+3)2 (B +4)? > 48 (k + 4)F

valendo a desigualdade (3.47) para k+ 1. Logo, por indugao, vale a desigual-
dade (3.47), para todo m > 1.
O

Lema 3.4. Considere as componentes da diagonal da matriz V = (vjx)]5_,
definidas na expressao (3.45), para todo j € {4,5,--- ,m + 3}. Entdao, para
todo m > 1, tem-se que

(AKX V) = Vaa. (3.51)

Demonstragao: Note que, na expressao (3.45), para obtermos o maximo
dos vj;, para todo j € {4,5,--- ,m+ 3}, precisamos apenas da parte (In(j) —
X )2, pois o restante da expressao nao depende de j. Logo, para obtermos
a expressao (3.51), basta provar que

max (In(j) — X,,)* = (In(4) — X,,)%, (3.52)

4<j<m+3

onde X,, = % zm: In(k + 3).
Sabemos qu];:&lm funcao logaritmo é mondtona crescente. Assim,
In(4) < In(j) < In(m + 3),
para todo j € {4,5,--- ,m + 3}. Logo,
In(4) < X,, <In(m + 3).

Note que, In(j) < X,, ou X,, < In(j), para todo j € {4,5,---,m + 3}.
Considerando j € {4,5,--- ,m + 3}, tal que In(j) < X,,, tem-se que

In(4) <In(j) < X,n. (3.53)
Adicionando (—X,,) na expressao (3.53), obtemos
In(4) — X,, <In(j) — X,, <0.

Portanto, o o
(In(j) — X,n)* < (In(4) — X,n)> (3.54)
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Considerando j € {4,5,--- ,m + 3}, tal que X,, < In(j), tem-se que
X, <In(j) < In(m +3). (3.55)
Adicionando (—X,,) na expressio (3.55), obtemos
0<In(j) — X, <In(m+3) — X,,.

Portanto, o o
(In(5) — X,n)? < (In(m +3) — X,,,)% (3.56)
Pelas expressoes (3.54) e (3.56), temos

max (In(j) — X,,)?

4<j<m+3

(In(4) = X)?,

max (In(j) — X,,)* = (In(m + 3) — X,,)%

4<j<m+3

Entao, para provar a expressao (3.52), é suficiente obter que

(In(4) — X,,)? > (In(m + 3) — X,,)°. (3.57)
Pelo Lema 3.3, para todo m > 1, tem-se que
42.5%. . (m+3)2>4"(m+3)™,

ou seja,

— 1 & — —
onde X,,, = — Zln(k—i—?)). Como In(m+3) > X,,, ouseja, In(m+3)—X,, >
m

k=1
0, segue-se que

(In(m +3) — Xn)? < (X — In(4))? = (In(4) — X,n)2

Logo, vale a expressao (3.57) e, portanto, max v,; = Uu4.
4<j<m+3

O

O Teorema 3.11, a ser apresentado a seguir, fornece a normalidade as-
sintética do estimador Hppa, dado pela expressao (3.8), quando a sequéncia
{e; 17, dada em (3.6) é formada por varidveis aleatérias independentes e
identicamente distribuidas com uma certa fungao de distribuicao nao Gaus-
siana. Para a prova do teorema, necessitamos do calculo de diversos limites
que serao dados na observacao a seguir.
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Observacgao 3.5. Apresentamos, a seguir, o calculo dos limites que aparecem
na prova do Teorema 3.11.

(In(z) — 1) +1

(i) lim
z—07t p
vezes, temos que

= 0. De fato, utilizando a regra de L’Hopital duas

1 —-1)2+1 2(1 —-1)-1
(=L, 2060 )
T po T 2
2(1 —1
i 200 )
z—0+ 7z
2.1
= lim —*% = lim 2z =0. (3.58)
z—0t = z—0t

2 k ?
(i) lim In = 0, para todo k € R*. De fato, utilizando
m—o0 1M, + 7 m + 7

a regra de L’Hopital duas vezes, temos que

2 2(1 _k 2
lim 2 (ln(L)> = lim M

. k m+7  (—k)
— lim 4-1 . .
e300 n(m+7) ko (m+7)
—4)-1n (—F=
: m+7  (—k)
—  lim (—4) - .
A () e
4
= lim —— =0. (3.59)

2
(iii) lim <— : Sl> =0, onde

() (ER) () o

De fato, pelo item (ii), desta observagao, segue-se que

i () =t () ()
A o
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2
(iv) lim 2 (ln<2<m+k))) = 0, para todo kK € RN (—m,0). De

m—oom + 7 m+7
fato,
g () = s (n(F2))
= 0-(In(2))* = (3.62)
(v) lim <mi+7 - 52) =0, onde
s = () ()
+ (ln(Q(mm—ﬁ))2—l—(ln(2))2. (3.63)

De fato, pelo item (iv), desta observagao, segue-se que

: 2 : 2 2(m+4)\\’
— = —— || In| ———== .64
Jlﬁmoo(m%—? S2> wlLlﬁmoom—i—?[( n( m+7 )) (3:64)

In(m)

(vi) lim = 0. De fato, utilizando a regra de L’'Hopital duas vezes,

m—00 /M, + 7
temos que
] 1 7
lim n(m) = lim —F— =2 lim m
1
= lim =0. (3.66)

i)t 200 D 2)m 4-3)

= 0. De fato, utilizando a regra de
m=—00 mym + 7
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L’Hopital uma vez, temos que

In[(m + 1)(m + 2)(m + 3)] In[m? + 6m? + 11m + 6]

lim = lim
m=—+00 mym + 7 m=—+00 mym + 7
r 3m? + 12m + 11 1
= lim .
m—oo m3 + 6m2 4+ 11m + 6 Vm+ 7+ 5=
3m? +12m + 11 2vm + 7

= lim .
m—oom3 +6m? +1lm+6 2(m+7)+m

y (3m? +12m + 11)(2v/m + 7)
= lim =
m—oo (M3 + 6m? + 11m + 6)(3m + 14)

Teorema 3.11. Seja € = (€1, ,€,) 0 vetor de erros no modelo de re-

gressdo linear dado pela expressio (3.6). Assuma que €;, para todo j €
{1,---,m}, € varidvel aleatdria independente e identicamente distribuida
com uma certa fungdo de distribuigio nao Gaussiana com média 0 e va-
riancia o2. Entdo, o estimador Hppa, dado em (3.8), € assintoticamente
normal com média H e varidancia o?.

Demonstracgao: Pelo Teorema 3.10 e pelo Lema 3.4, vistos anteriormente,
basta provar que 77}1_{%0 vyy = 0, ou seja, € suficiente provar que

(n(4) - X,)°

hm = 07

e f: (In(k +3) — X,)°

k=1

— 1 &
onde X, = —Zln(k+ 3).
m
k=1
Note que, para todo k € {4,5,--- ,m + 3},

k) — Xpm = In(k)—In[4-5-...- (m+3)]m
k
- ln<[4‘5"“.(m+3)]7}1>. (3.67)

Pela desigualdade entre as médias aritmética e geométrica tem-se que

445+ -+ (m+3)

1
4.5... ™
4-5---(m+3)|m < -
o (m4+Tm m+ 7
= o =— (3.68)
Logo, pelas expressoes (3.67) e (3.68) obtemos
— 2k
In(k) — X,, > ln(m+7), para todo k € {4,5,--- ,m + 3}.
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Logo, i i
. (In(4) — X,,)° __ (- X))
- ) 2(k+3)\\*
;(m(km)—xm) ;(m( —— ))
Observe que se o,
A S
> (n(7))
entao
R .1 . )

(In(k+3) — X,)"

NE

k=1
Portanto, basta provar a expressao (3.69). Note que

5 (i ()Y S (2 )) - s

k=1 k=1
m+7( 2 2.k \\? 2
= . In( 2> __
2 (m+7;(n(m+7>> m+7(51+52))’

(3.70)

onde S; e Sy sdo dados, respectivamente, pelas expressoes (3.60) e (3.63).

Utilizando o limite de somas de Riemman da funcdo In*(x) no intervalo (0, 2],
2

com particao —==, e o item (i) da Observagao 3.5, obtemos

m+7 . 2 2
im — S~ (2R = / (In(z))2dz
m—>0°m+7k:1 m-+7 o0+

= a{(In(z) = 1)* +1][,
— 2(1n(2) — 1)+ 1]t DD

z—0t =
x

=2[(In(2) — 1)* + 1] + 0 ~ 2.188317. (3.71)

Por outro lado, pelos itens (iii) e (v) da Observagao 3.5, temos que

lim (— . 51> =0 e lim (L : 52> = 0. (3.72)
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Finalmente, pelas expressoes (3.70), (3.71) e (3.72), segue-se que

1 . 2(In(4) —
= lim
2.188317 m—o0 m +

= 1.094159 li 3.73
A M7 373)
Note que
— 1 &
In(4) = X = In(4) - — > “In(k +3)
k=1
=1In(4) — 1 iln(k}—i— k= In(1) + k= In(2) + = In(3)
B m m m m

_<_1n(m+ 1)+ %ln(m—k 2) + %ln(m + 3))

=In(4) — /Oi In(z)dx + In(m)+ (% In(1) + k= In(2) + E 1n(3)>

m m
1 1 1

—(—ln(m+ 1)+ —In(m+2)+ —In(m + 3))
m m m

L In(1-2-3)  In[m+1)(m +2)(m +3)]

=In(4) + 1+ In(m) - -

(3.74)
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Utilizando a expressao (3.74), temos que
X )2 _ 2
lim (In(4) — X,,) _ im (ln(4) Xm>
m—00 m+7 m—00 vm+T

( [ () 1+ In(m) + In(12:3) _ lof(mi1)(m+2)(m+3)] )2
= 111

m m

( lim In(4) +1 - In(m) In(6)

2
Cm ln[(m+1)(m+2)+(m+3)]> 0
m—o0 m+7

(3.75)

Para o cdlculo de alguns limites dados na expressao (3.75), ver itens (vi) e
(vii) da Observagao 3.5.
Logo, pelas expressoes (3.73) e (3.75), temos que

Portanto,

e concluimos a demonstracao.

]

Apresentamos no Anexo A, algumas propriedades adicionais para o méto-
do DFA. Sob certas condi¢oes, mostramos que a funcao densidade da variavel
aleatéria Y = In(F'(1)), forma uma familia exponencial de um ou dois para-
metros, onde F(I) é dada pela expressao (3.3). Utilizando a informagao de
Fisher (ver Definigao A.2), calculamos a variancia do estimador ﬁDFA, dado
na expressao (3.8).

3.2 Simulacoes

Nesta segao apresentamos uma investigacao do efeito de g(n) no método DFA |
apresentado no inicio do Capitulo 3. Apresentamos também uma comparagao
entre os estimadores dpga (ver expressio (3.9)) e dy (ver Subsecao 2.2.2). Os
resultados foram obtidos de simulagoes utilizando programas na linguagem

R.
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3.2.1 Investigacao do Efeito de g(n) no Método DFA

Para investigar o efeito de g(n) = |n®], para algum 0 < 8 < 1, dado na
expressao (3.6), no método da anédlise de flutuagdes destendenciadas, geramos
séries temporais obtidas de processos ARFIMA(0,d,0) e ruido Gaussiano
fraciondrio (FGN), com 200 replicagoes e tamanho n € {1000, 5000, 10000}.

Consideramos diferentes valores para g(n), incluindo o valor mais uti-

lizado na literatura, dado por || (ver Hu et al., 2001). Para cada g(n),

calculamos o valor médio (dpga ), 0 vicio, o erro quadrético médio (eqm) e a
variancia (var). Os resultados dos experimentos, sao dados nas Tabelas 3.1
a 3.4.

As Tabelas 3.1 e 3.2, apresentam os resultados para séries temporais
de processos ARFIMA(0,d,0) com d € {0.1,0.2,0.3,0.4}, enquanto que as
Tabelas 3.3 e 3.4, apresentam resultados para séries temporais obtidas de
processos ruido Gaussiano fraciondrio (FGN) com H € {0.6,0.7,0.8,0.9}.

Podemos observar nas Tabelas 3.1 a 3.4, que para cada g(n) fixo, quando
o tamanho da amostra cresce, o erro quadratico médio e a variancia tendem
a zero. EEm nosso experimento, g(n) = Lno'?’J, parece gerar maior vicio para
as estimativas dos parametros H e d. Excessao ocorre quando n = 5000 e
d = 0.4 onde g(n) = Lno'?’J apresenta melhores resultados. Observe que a
escolha mais utilizada na literatura, g(n) = HL—OJ, gera boas estimativas para
os parametros H e d. No entanto, g(n) = Lnﬁj apresenta melhores resultados
do que g(n) = U’—OJ, para d € {0.1,0.2,0.3,0.4} se 5 € {0.5,0.6,0.7} e para
H € {0.6,0.7,0.8,0.9} se 8 = 0.7. Para n suficientemente grande, a escolha
g(n) = Lnﬁj, sob o ponto de vista computacional, tem a vantagem de exigir
um numero menor de regressores no método DFA.

38



Tabela 3.1: Estimador dpps para ARFIMA(0,d, 0) com Diferentes g(n).

ARFIMA (0,0.1,0)

| n = 1000 |
g(n) n0.3 TLO'4 n0.5 n0.6 nO.? n
dppa || 0.2391 | 0.1554 | 0.1222 | 0.1068 | 0.0995 | 0.1015
vicio || 0.1391 [ 0.0554 | 0.0222 | 0.0068 [ 0.0005 | 0.0015
eqm || 0.0229 [ 0.0042 | 0.0014 | 0.0012 | 0.0018 | 0.0017
var || 0.0035 | 0.0012 | 0.0009 | 0.0011 [ 0.0018 | 0.0017
| n = 5000 |
g(n) n0-3 n0-4 n0-o n0-6 nO.? 13
dppa || 0.1743 | 0.1243 | 0.1076 | 0.1004 | 0.0948 | 0.0918
vicio || 0.0743 [ 0.0243 | 0.0076 | 0.0004 | -0.0052 | -0.0082
eqm || 0.0058 [ 0.0008 | 0.0003 | 0.0004 | 0.0009 | 0.0012
var || 0.0003 | 0.0002 [ 0.0003 | 0.0004 | 0.0008 | 0.0011
| n = 10000 |
o) [ [n®?] [ [n07] [ [n%°] [ [2%°] [ [n°7] [ [55] |
dpra || 0.1560 | 0.1177 [ 0.1034 | 0.0986 | 0.0970 | 0.0970
vicio || 0.0560 [ 0.0177 | 0.0034 | -0.0014 | -0.0030 | -0.0030
eqm || 0.0032 [ 0.0004 | 0.0001 | 0.0003 [ 0.0007 | 0.0009
var || 0.0001 | 0.0001 [ 0.0001 | 0.0003 | 0.0007 | 0.0009
| ARFIMA(0,0.2,0) |
n = 1000 |
Lo [ [n®2] [ [n07] [ [n0°] [ [n%%] [ [n°7] [ [5] |
dpra || 0.3031 | 0.2332 [ 0.2099 | 0.2018 | 0.1939 | 0.1973
vicio || 0.1031 [ 0.0332 | 0.0099 | 0.0018 | -0.0061 | -0.0027
eqm || 0.0144 [ 0.0025 | 0.0014 | 0.0015 [ 0.0018 | 0.0018
var || 0.0038 | 0.0014 [ 0.0013 [ 0.0015 | 0.0018 | 0.0018
| n = 5000 |
Lo [ [n®2] [ [n07] [ [n%°] [ [n%%] [ [n°7] [ [5] |
dpra || 0.2454 | 0.2057 | 0.1976 | 0.1955 | 0.1907 | 0.1883
vicio || 0.0454 [ 0.0057 | -0.0024 | -0.0045 | -0.0093 | -0.0117
eqm [| 0.0023 [ 0.0002 | 0.0003 | 0.0005 [ 0.0010 | 0.0014
var | 0.0003 | 0.0002 | 0.0002 | 0.0004 | 0.0010 | 0.0012
| n = 10000 |
Lo [ [p®] [ [n07] [ [n%°] [ [n%°] [ [n°7] [ [5] |
dpra || 0.2300 | 0.2026 | 0.1966 | 0.1959 | 0.1965 | 0.1953
vicio || 0.0300 [ 0.0026 | -0.0034 | -0.0041 | -0.0035 | -0.0047
eqm [| 0.0010 [ 0.0001 | 0.0002 | 0.0003 | 0.0007 | 0.0012
var | 0.0001 | 0.0001 [ 0.0002 | 0.0003 | 0.0007 | 0.0012
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Tabela 3.2: Estimador dpps para ARFIMA(0,d, 0) com Diferentes g(n).

ARFIMA (0,0.3,0)

| n = 1000 |
g(n) 77,0‘3 n0.4 n0.5 77,0‘6 nO.? n
dpa || 0.3625 | 0.3088 | 0.2937 | 0.2890 | 0.2839 | 0.2868
vicio | 0.0625 | 0.0088 | -0.0063 | -0.0110 | -0.0161 | -0.0132
eqm || 0.0086 | 0.0014 | 0.0014 | 0.0020 | 0.0026 | 0.0024
var || 0.0047 | 0.0013 | 0.0014 | 0.0019 | 0.0024 | 0.0022
| n = 5000 |
g(n) n0-3 n0.4 n0-° n0-6 n0.7 lﬂ
dppa || 0.3211 | 0.2930 | 0.2893 | 0.2934 | 0.2921 | 0.2900
vicio | 0.0211 [ -0.0070 | -0.0107 | -0.0066 | -0.0079 | -0.0100
eqm | 0.0008 | 0.0003 [ 0.0004 [ 0.0006 | 0.0011 | 0.0015
var || 0.0003 | 0.0003 | 0.0003 | 0.0006 | 0.0011 | 0.0014
| n = 10000 |
Lot [ %] [ [n™] | [n%°] [ [n0%] [ [n™] | [55] |
dpea || 0.3102 | 0.2935 | 0.2925 | 0.2938 | 0.2959 | 0.2969
vicio | 0.0102 [ -0.0065 | -0.0075 | -0.0062 | -0.0041 | -0.0031
eqm | 0.0003 | 0.0002 | 0.0002 | 0.0004 | 0.0008 | 0.0013
var || 0.0002 | 0.0001 | 0.0002 | 0.0003 | 0.0008 | 0.0013
| ARFIMA(0,0.4,0) |
| n = 1000 |
Lot [ %] [ [™] | [n%°] [ [n0%] [ [n™] | [35] |
dppa || 04370 | 0.3972 | 0.3846 | 0.3821 | 0.3823 | 0.3846
vicio | 0.0370 [ -0.0028 | -0.0154 | -0.0179 | -0.0177 | -0.0154
eqm | 0.0053 | 0.0012 | 0.0016 | 0.0022 | 0.0031 | 0.0016
var || 0.0040 | 0.0012 | 0.0014 | 0.0019 | 0.0028 | 0.0014
| n = 5000 |
Lot [ %] [ [ ][] [ [n0%] [ [n™] | [55] |
dpra | 0.4017 | 0.3842 | 0.3859 | 0.3888 | 0.3886 | 0.3859
vicio | 0.0017 [ -0.0158 | -0.0141 | -0.0112 | -0.0114 | -0.0141
eqm | 0.0004 | 0.0005 | 0.0006 | 0.0007 | 0.0014 | 0.0006
var || 0.0004 | 0.0003 | 0.0004 | 0.0006 | 0.0013 | 0.0004
| n = 10000 |
Lot [ ™) [ [™] ][] [ [n%7] [ [n™T] | [35] |
dppa | 0.3952 | 0.3852 | 0.3912 | 0.3961 | 0.3948 | 0.3912
vicio | -0.0048 [ -0.0148 | -0.0088 | -0.0039 | -0.0052 | -0.00883
eqm | 0.0002 [ 0.0004 | 0.0003 | 0.0004 | 0.0008 | 0.0003
var || 0.0002 | 0.0002 | 0.0003 | 0.0004 | 0.0008 | 0.0003
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Tabela 3.3: Estimador ﬁDFA para FGN com Diferentes g(n).

| H=0.6 |
| n = 1000 |
0.3 0.4 n0-o 0.6 0.7 n

g(n) n n n n 10

Hppa || 0.7648 | 0.6767 | 0.6380 | 0.6143 | 0.6027 | 0.6160
vicio || 0.1648 | 0.0767 | 0.0380 | 0.0143 | 0.0027 | 0.0160
eqm | 0.0300 | 0.0070 | 0.0025 | 0.0016 | 0.0021 | 0.0018
var | 0.0029 | 0.0011 | 0.0010 | 0.0014 | 0.0021 | 0.0015

n = 5000 |

|

Lot | [n®] [ [n®] [ [n®] [ [n"0] [ [2™7] [ [55] |
Tpra || 0.6963 | 0.6419 | 0.6203 | 0.6103 | 0.6036 | 0.6036
vicio || 0.0963 | 0.0419 | 0.0203 | 0.0103 | 0.0036 | 0.0036
eqm || 0.0095 | 0.0020 | 0.0007 | 0.0005 | 0.0008 | 0.0011
var || 0.0003 | 0.0002 | 0.0003 | 0.0004 | 0.0008 | 0.0011

| n = 10000 |

Lotw) [ [0 [[n ] [ [n®°] [ [n°] [ [2"T] | [sg] |
Hppa || 0.6805 | 0.6344 | 0.6158 | 0.6078 | 0.6019 | 0.6009
vicio [ 0.0805 | 0.0344 | 0.0158 [ 0.0078 | 0.0019 | 0.0009
eqm | 0.0066 | 0.0013 | 0.0004 [ 0.0004 | 0.0006 | 0.0008
var || 0.0001 | 0.0001 | 0.0002 | 0.0003 | 0.0006 | 0.0008
| H=0.7 |
| n = 1000 |
g(n) 77,0‘3 n0.4 n0.5 TLO'6 nO.? n
Hppa || 0.8583 | 0.7747 | 0.7389 | 0.7208 | 0.7078 | 0.7212
vicio [ 0.1583 | 0.0747 | 0.0389 | 0.0208 | 0.0078 | 0.0212
eqm | 0.0293 | 0.0067 | 0.0026 | 0.0019 | 0.0023 | 0.0022
var | 0.0043 | 0.0011 | 0.0011 | 0.0015 | 0.0022 | 0.0018
n = 5000

gy [ [n®] [ [n®] | [n%7] | [n"0] | [n%7] | [55] |

Hppa || 0.7918 | 0.7386 | 0.7168 | 0.7058 | 0.6999 | 0.7012
vicio || 0.0918 [ 0.0386 | 0.0168 | 0.0058 | -0.0001 | 0.0012
eqm || 0.0088 [ 0.0017 | 0.0005 | 0.0005 | 0.0009 | 0.0011
var | 0.0004 [ 0.0002 | 0.0003 [ 0.0005 | 0.0009 | 0.0011
| n = 10000 |
g(n) 77,0'3 n0.4 n0.5 nO.ﬁ nO.? n

Hppa || 0.7722 | 0.7298 | 0.7134 | 0.7048 | 0.7009 | 0.6989
vicio [ 0.0722 | 0.0298 | 0.0134 [ 0.0048 [ 0.0009 | -0.0011
eqm || 0.0053 | 0.0010 | 0.0004 | 0.0004 | 0.0007 | 0.0010
var | 0.0001 [ 0.0001 | 0.0002 [ 0.0004 | 0.0007 | 0.0010
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Tabela 3.4: Estimador ﬁDFA para FGN com Diferentes g(n).

| H=10.8 |
| n = 1000 |
g(n) n0-3 n0-4 n0-o n0-6 n0.7 11
Hppa || 0.9522 | 0.8694 | 0.8349 | 0.8172 | 0.8036 | 0.8170
vicio || 0.1522 | 0.0694 | 0.0349 | 0.0172 | 0.0036 [ 0.0170
eqm || 0.0275 [ 0.0063 | 0.0024 | 0.0019 | 0.0023 | 0.0022
var || 0.0044 | 0.0015 [ 0.0012 | 0.0016 | 0.0023 [ 0.0019
| n = 5000 |
Lot | [pO] [ [ [ [ [ [p0°] [ [n™7] | [35] |
Hppa || 0.8872 | 0.8346 | 0.8147 | 0.8057 | 0.8011 | 0.8016
vicio || 0.0872 [ 0.0346 | 0.0147 | 0.0057 | 0.0011 [ 0.0016
eqm || 0.0080 | 0.0015 | 0.0006 | 0.0007 | 0.0012 [ 0.0014
var || 0.0004 | 0.0003 | 0.0004 | 0.0007 | 0.0012 | 0.0014
| n = 10000 |
Lot | [pO0] [ [ [ [ [ [n0°] [ [n™7] | [35] |
Hppa || 0.8694 | 0.8286 | 0.8123 | 0.8038 | 0.7995 | 0.7983
vicio || 0.0694 | 0.0286 [ 0.0123 | 0.0038 | -0.0005 | -0.0017
eqm || 0.0050 | 0.0009 | 0.0004 | 0.0004 | 0.0007 | 0.0012
var || 0.0001 | 0.0001 | 0.0002 | 0.0004 | 0.0007 [ 0.0012
| H=0.9 |
| n = 1000 |
g(n) 77/0.3 n0.4 n0.5 n0.6 nO.? n
Hppa || 1.0481 | 0.9681 | 0.9346 | 0.9188 | 0.9053 | 0.9188
vicio [ 0.1481 | 0.0681 | 0.0346 | 0.0188 | 0.0053 | 0.0188
eqm || 0.0270 [ 0.0062 | 0.0028 | 0.0025 | 0.0028 | 0.0025
var || 0.0051 | 0.0015 | 0.0016 | 0.0021 | 0.0028 [ 0.0021
| n = 5000 |
ot T T [T T [ [ T T T T T5] |
Hppa || 0.9834 | 0.9351 | 0.9151 | 0.9052 | 0.8958 | 0.8971
vicio || 0.0834 [ 0.0351 | 0.0151 | 0.0052 | -0.0042 | -0.0029
eqm || 0.0073 [ 0.0015 | 0.0006 | 0.0006 | 0.0010 [ 0.0012
var || 0.0004 | 0.0003 | 0.0003 | 0.0006 | 0.0010 [ 0.0012
| n = 10000 |
I N i M i M A
Hppa || 0.9686 | 0.9269 | 0.9094 | 0.9010 | 0.8970 | 0.8983
vicio || 0.0686 | 0.0269 | 0.0094 | 0.0010 | -0.0030 | -0.0017
eqm || 0.0048 | 0.0009 | 0.0003 | 0.0003 | 0.0009 | 0.0013
var [ 0.0001 | 0.0001 | 0.0002 | 0.0003 | 0.0008 | 0.0013

42



3.2.2 Comparacao entre os Estimadores JDFA e ciw

O objetivo desta Subsegao, é comparar o estimador JDFA, com o melhor
estimador proposto na literatura para o parametro d que é aquele obtido
pela aproximacao da funcao de verossimilhanca (ciw) Neste estudo, para
fazer uma comparacao entre os estimadores dppa e dyy, consideramos g(n) =
n%% e geramos séries temporais obtidas de processos ARFIMA(0,d,0). A
escolha de g(n) = n°? foi baseada nos resultados apresentados na Sub-
secao 3.2.1. O estudo é baseado em 200 replicacoes, com tamanhos n &€
{1000, 5000, 10000, 20000, 30000}. Os valores utilizados para o parametro d
foram d € {0.1,0.2,0.3,0.4}. A Tabela 3.5 apresenta os estimadores dpra €
CZW obtidos com seus respectivos valor médio, vicio, erro quadratico médio
(eqm) e variancia (var).

Na Tabela 3.5 os estimadores aAlDFA e CZW fornecem estimativas similares,
mas o modulo do vicio do estimador cfw, é, em geral, menor do que o modulo
do vicio do dppa. Note que a medida que n aumenta, Var(ciDFA) e Var(czw)
estao muito proximas, ambas tendendo a zero. A vantagem do estimador
dpra sobre o azw é que o primeiro pode ser utilizado para qualquer processo,
inclusive os nao estacionarios.
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Tabela 3.5: Resultados dos Estimadores dpps (com g(n) = [n%9]) e dw
para Processos ARFIMA(0, d,0), para Diferentes Valores de d e n.

y n = 1000 \

d CZDFA vicio eqm var dw vicio eqm var
0.1 || 0.1245 | 0.0245 | 0.0017 | 0.0011 || 0.0912 | -0.0088 | 0.0009 | 0.0009
0.2 || 0.2083 | 0.0083 | 0.0013 | 0.0013 || 0.1921 | -0.0079 | 0.0009 | 0.0008
0.3 || 0.2929 | -0.0071 | 0.0013 | 0.0013 || 0.2915 | -0.0085 | 0.0009 | 0.0008
0.4 || 0.3812 | -0.0188 | 0.0020 | 0.0016 || 0.3895 | -0.0105 | 0.0009 | 0.0008
y n = 5000 \

d dpra vicio eqm var dw vicio eqm var
0.1 || 0.1080 | 0.0080 | 0.0003 | 0.0002 || 0.0978 | -0.0022 | 0.0002 | 0.0002
0.2 || 0.1958 | -0.0042 | 0.0003 | 0.0003 || 0.1968 | -0.0032 | 0.0002 | 0.0001
0.3 || 0.2918 | -0.0082 | 0.0004 | 0.0003 || 0.2964 | -0.0036 | 0.0002 | 0.0001
0.4 || 0.3875 | -0.0125 | 0.0005 | 0.0004 | 0.3992 | -0.0008 | 0.0001 | 0.0001

| n = 10000

d dpFa vicio eqm var dw vicio eqm var
0.1 || 0.1035 | 0.0035 | 0.0002 | 0.0001 || 0.0983 | -0.0017 | 0.0001 | 0.0001
0.2 || 0.1977 | -0.0023 | 0.0002 | 0.0002 || 0.1996 | -0.0004 | 0.0001 | 0.0001
0.3 || 0.2917 | -0.0083 | 0.0003 | 0.0002 || 0.2984 | -0.0016 | 0.0001 | 0.0001
0.4 || 0.3921 | -0.0079 | 0.0002 | 0.0002 | 0.3987 | -0.0013 | 0.0001 | 0.0001
y n = 20000 \

d dpFa vicio eqm var dw vicio eqm var
0.1 || 0.1091 | 0.0091 | 0.0002 | 0.0001 || 0.0995 | -0.0005 | 0.0000 | 0.0000
0.2 || 0.2019 | 0.0019 | 0.0001 | 0.0001 || 0.1992 | -0.0008 | 0.0000 | 0.0000
0.3 || 0.2960 | -0.0040 | 0.0001 | 0.0001 || 0.2996 | -0.0004 | 0.0000 | 0.0000
0.4 || 0.3920 | -0.0080 | 0.0002 | 0.0001 || 0.3995 | -0.0005 | 0.0000 | 0.0000
n = 30000

d dpra vicio eqm var dw vicio eqm var
0.1 || 0.1012 | 0.0012 | 0.0001 | 0.0001 || 0.0993 | -0.0007 | 0.0000 | 0.0000
0.2 || 0.1957 | -0.0957 | 0.0093 | 0.0001 || 0.1993 | -0.0007 | 0.0099 | 0.0000
0.3 || 0.2930 | -0.0070 | 0.0002 | 0.0001 || 0.2995 | -0.0005 | 0.0000 | 0.0000
0.4 || 0.3756 | -0.0244 | 0.0020 | 0.0014 || 0.3831 | -0.0169 | 0.0017 | 0.0014
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Capitulo 4

Wavelets

Apresentamos neste capitulo, um breve resumo sobre a teoria de wavelets,
pois no Capitulo 5, propomos um método de estimacao para o indice do
decaimento da cauda a de distribuigoes estaveis, utilizando encolhimento de
wavelets.

Na pratica, a maioria dos sinais sao funcoes no dominio do tempo. Quando
plotamos um sinal, a variavel independente é o tempo e a outra variavel de-
pendente é geralmente a amplitude, assim obtemos uma representacao do
tempo versus a amplitude do sinal. Para a maioria das aplicagoes relativas
ao processamento de sinais, esta representacao nao é sempre a melhor para o
sinal. Em muitos casos, a informagao mais distinta esta escondida no indice
da frequéncia do sinal. O espectro de um sinal é basicamente as componentes
de frequéncia (componentes espectrais) desse sinal. O espectro de um sinal
mostra quais frequéncias estao presentes neste sinal.

Se uma variavel oscila muito rapidamente, dizemos que é de alta frequén-
cia, se oscila pouco dizemos que é de baixa frequéncia e se esta varidvel nunca
oscila entao ela tem frequéncia zero. Logo, perguntamos como medimos a fre-
quéncia, ou como encontramos o indice da frequéncia de um sinal? A resposta
é a transformada de Fourier (TF). Tomando a transformada de Fourier de
um sinal no dominio do tempo, obtemos a representacao da frequéncia versus
a amplitude do sinal.

Os sinais cujos indices de frequéncias nao mudam com o tempo sao chama-
dos sinais estacionarios. A transformada de Fourier fornece o indice espectral
do sinal, mas nao da nenhuma informacao a respeito de quando as compo-
nentes espectrais aparecem. Consequentemente, a TF nao é uma técnica
apropriada para o sinal nao estacionario, com uma excecao: a TF pode ser
utilizada para sinais nao estacionarios, se estamos somente interessados em
saber quais sao as componentes espectrais existentes no sinal, sem no entanto
saber quando estas ocorrem. Entretanto, se esta informagao é necessaria, a
TF nao é a ferramenta apropriada para esta situacgao.

Suponhamos que dois sinais tém as mesmas componentes espectrais, mas
com uma diferenca. Por exemplo, um dos sinais tem quatro componentes de
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frequéncia a todo tempo, e o outro tem as mesmas quatro componentes de
frequéncia em tempos diferentes. Embora os dois sinais sejam completamente
diferentes, a TF é a mesma para cada um deles. Isto, nos diz obviamente
que nao podemos utilizar a TF para sinais nao estacionarios.

Quando € necessaria a localizagao no tempo das componentes espectrais, é
importante uma transformacao que fornega a representagao do tempo versus
frequéncia. A transformada de Wavelet é uma das transformagoes que fornece
esta representacao. FKEsta transformada é 1til para analisar os sinais nao
estaciondrios, isto é, sinais cuja resposta de frequéncia varia no tempo.

Nesta segao apresentamos as wavelets, a transformada de Wavelets (TW)
e uma introdugao a regressao nao paramétrica. O fato basico sobre wavelets é
que elas sao localizadas no tempo (ou espacgo), contrariamente ao que ocorre
com as fungoes trigonométricas. A idéia na andlise de wavelets, é aproximar
sinais (fungdes) através de uma combinagao linear de wavelets. Existe um
grande numero de aplicagoes de wavelets nas diferentes areas do conheci-
mento, tais como na compressao de dados e no processamento de sinais e de
imagens. No campo da estatistica, as wavelets sao utilizadas na estimagao
de funcoes densidades, na regressao nao-paramétrica, na estimagao do es-
pectro de processos estacionarios e do espectro evolutivo de processos nao
estacionarios.

Existem duas func¢oes que sao muito importantes na analise de wavelets,
a wavelet mae e a wavelet pai. Estas wavelets geram uma familia de funcoes
que podem reconstruir um sinal.

Definigao 4.1 (Wavelet Mae). A wavelet mae (-) é uma fungao real
Y : R — R e a wavelet pai (ou fungao escala) ¢(-) é uma fungao real
¢ : R — R, tais que

/R@/J(t)dt —0e /Rcb(t)dt ~1

e que satisfazem a condigao de integrabilidade, isto é, 1, ¢ € L*(R) () L*(R).
Tipicamente, é exigido que a wavelet mae seja limitada, centrada em torno
da origem e deve decair para zero, quando |t| — co.

O par (¢, ¢) forma uma familia. A relacdo entre as duas fungoes ¥ (-) e
¢(+) é dada pelas equagdes de dilatagao,

Y(t) = V2 heo(2t— k),

B(t) = V2 grp(2t — k). (4.1)

Os coeficientes g e hy sao coeficientes de filtros passa baixo e passa alto,
respectivamente, satisfazendo hy = (—1)*g;_4.
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Para explorar propriedades no dominio de Fourier utilizamos a funcao de
transferéncia my(+), definida a seguir.

Defini¢ao 4.2 (Fungao de Transferéncia). A funcdo de transferéncia é
definida por

1 .
mo(w) = 7 nge_lk‘”, para todo w € [—, 7], (4.2)
keZ

onde g é um filtro passa baixo.

Dadas as wavelets ¥(-) e ¢(:) construimos uma sequéncia de wavelets
através das translacoes e dilatacoes das wavelets pai e mae dadas por

Vin(t) = 27929279t — k),
o) = 2792279t — k). (4.3)

Existem varias familias de wavelets, sendo que as mais utilizadas, na
pratica, tem suporte compacto. As wavelets ortogonais mais utilizadas em
geral sdo: Haar, Daublets, Symmlets e Coiflets (ver Figura 4.2).

O exemplo mais simples e antigo de wavelets é a fun¢ao Haar (ver Defini-
¢ao 4.3). A wavelet Haar, ¢ uma funcao com partes constantes, que preserva
descontinuidades.

Definigao 4.3 (Wavelet Haar). A fun¢do wavelet mae Haar é definida por

1, setel0,3)
Y(t) =4 —1, setel;,1) (4.4)
0, caso contrario.

e a func¢ao wavelet pai Haar ou funcdao escala de Haar é definida por

6(t) = { 1, sete0,1) (4.5)

0, caso contrario.

Observagao 4.1. A relacao entre as duas wavelets ¢(-) e ¢(-) da Defini¢ao
4.3 é dada por

U(t) = o(2t) — p(2t - 1).

Os gréficos das wavelets mae e pai da Haar sao apresentados na Figura
4.1.

As wavelets Daublets foram as primeiras wavelets ortogonais com su-
porte compacto. As Daublets sao totalmente assimétricas e as wavelets
Symmlets foram construidas para serem as mais simétricas possiveis. As
wavelets Coiflets foram construidas para serem quase simétricas e possuem
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Figura 4.1: Wavelets Haar: (a) wavelet mae; (b) wavelet pai.

propriedades adicionais (momentos nulos para as fungoes). Todas foram in-
troduzidas por Ingrid Daubechies, que é uma das pioneiras no estudo de
wavelets. A Figura 4.2 apresenta 4 diferentes wavelets mae ortogonais “Haar”,
“d12”, “s12”e “c12”onde a primeira letra da wavelet indica o nome: d para
Daublet, s para Symmlet e ¢ para Coiflet. O nimero da wavelet indica a
largura e a suavizacao.

Observacao 4.2. As wavelets Haar, Daublet, Symmlet e Coiflet sao dadas
no pacote “wmtsa” do software R-project.

A razao central na escolha de uma wavelet é usar aquela que melhor
combine com as caracteristicas do sinal que se estd analisando. A escolha de
uma wavelet necessita de um compromisso entre diferentes propriedades tais
como suavizagao, localizacao espacial, localizacao de frequéncia, habilidade
para representar fungoes polinomiais locais, ortogonalidade e simetria.

As fungoes ¢, 1 (+) € ¢;x(+), dadas na expressao (4.3), sdo versoes escaladas
e transladadas de ¥ (+) e ¢(+), com escala 2/ e parametro de translacio 27k,
respectivamente. O fator escala 2 é chamado também de fator dilatagdo e o
parametro 2/k é chamado também de posicdo. Quando j cresce, o fator escala
2 aumenta e as fungoes 1, x(-) e ¢;x(-) tendem a ficar mais curtas e largas.
Assim, o fator 27 é uma medida de escala, ou largura, das fungoes ;4 (-)
e ¢jx(-). O parametro da translagio 2/k é combinado com o parametro de
escala 27 no sentido de que quando as fungoes 1, x(+) e ¢, () tendem a ficar
mais largas, suas etapas de translagao sao correspondentemente maiores.
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Figura 4.2: Diferentes Wavelets Mae: (a) Haar; (b) Daublets “d12”; (c)
Symmlets “s12” e (d) Coiflets “c12”.

Exemplo 4.1. A Figura 4.3 apresenta 4 versoes escaladas e transladadas
da wavelet mae “s8”: 1)12(-) (escala 2 e translagao 4), ¥go(-) (escala 4 e
translacao 8), 190(-) escala 4 e translacao 0 e ¢ ;(-) (escala 4 e translagao
4), respectivamente.

A aproximagao de um sinal continuo f(-) € L*(R) por uma série ortogonal
de wavelets é dada por

ft) =~ Z s1kPak(t) + Z dyxrr(t)
k k
+ Z dy_1ply_1p(t) +---+ Z di k1 (1), (4.6)
k K

onde J é o nimero de componentes de multiresolugoes (ver Defini¢ao 4.9) e k
varia de 1 ao nimero de coeficientes do componente especifico. Os coeficientes
Sik, Ay, ,d1k sa0 0s coeficientes da transformada de wavelets e as fungoes
Y, k(-) e ¢j(-) s@o dadas na expressao (4.3).
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Figura 4.3: Versoes Escaladas e Transladadas da Wavelet Symmlets “s8”:
(a) escala 2 e translagao 4; (b) escala 4 e translacao 8; (c) escala 4 e translagao
0 e (d) escala 4 e translacao 4.

A aproximagao dada na expressao (4.6) é uma aproximacao de séries
ortogonais pois as fungoes da base sao ortogonais por construcao. De fato,

[osutontic = s
/%k(@%,k/(t)dt =0

[ ssttiiyatoie = 6550 (47
onde
1, set=
= R 4.
Observacao 4.3. Os coeficiente s;;’s capturam as oscilagoes de baixa fre-
quéncia, enquanto que os coeficientes d;x, para j = 1,2,---,.J, capturam
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oscilagoes de alta frequéncia. Os coeficientes d;x, para j = 1,2,--- ,J — 1
capturam escalas finas (detalhes) e os s, e d;j, representam escalas grossas
(suaves).

Os coeficientes das wavelets sao dados por

5
S
%
&
=
=
<
S
S~—
<%
¥
-
L

paratodo j=1,2,--- , Jek=1,2,--- |3].

4.1 Analise da Wavelet Haar

Definicao 4.4 (Sistema Ortonormal Completo). Uma sequéncia { f;} ez
é dita ser um sistema ortonormal completo se as fjs sdo ortogonais por pares
ese || f; ||=1, para todo j € Z, e a tunica funcdo ortogonal para cada f; é a
funcao zero.

Teorema 4.1. O conjunto {¢;x,j,k € Z} forma um sitema ortonormal
completo para L*(R), onde as funcgoes ¥ (-), para todo j = 1,2,---,J e
k =1,2,---,%, sao dadas pela expressio (4.3) utilizando a wavelet mae
Haar.

Demonstracao: Ver Daubechies (1992) e Ogden (1997). Para mostrar este
teorema é necessdrio provar que o conjunto {1, x, j, k € Z} é ortonormal e que
qualquer fungao f € L*(R) pode ser arbitrariamente bem aproximada por
uma combinacao linear finita das fungdes ;4 (-), para todo j =1,2,--- ,J e
k=12, 5.

]

Definigao 4.5 (Espacgo V;). O espaco das fungoes escadas no nivel j € Z7,
denotado por Vj, é definido pelo espago gerado pelo conjunto

A= {62t +1), (278), (27t — 1), (2t - 2)}.

O conjunto V}, para cada j, ¢ um espago de partes de fungoes constantes com
descontinuidades contidas no conjunto

{-o0,—1/27,0,1/27,2/27,3/27 ...},

Teorema 4.2. Uma fungdo f(t) € Vi se e somente se f(27t) € V; e uma
funcao f(t) € V; se e somente se f(277t) € V.
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Demonstragao: Se uma fungao f € Vj, entao f(t) é uma combinagao linear
de ¢(t—k), para todo k € Z. Portanto, é uma combinagao linear de ¢(2/t—k),

para todo k € Z, isto é, f(2t) € V;. A prova do outro item é similar.
]

Observacao 4.4. O conjunto das fungoes {2//2¢(27t —k); k € Z} é uma base
ortonormal de V.

Teorema 4.3. Seja W; um espaco de funcoes dadas por
Z ak¢(2jt - k)7
kEZ

onde apenas um niumero finito de ap € R nao sao nulos. O conjunto W; € o
complemento ortogonal de V; em Vi, e

Vi =V; & W;.

Demonstragao: Para provar este teorema, deve-se mostrar que cada fungao
em W; é ortogonal a toda funcao em V; e que qualquer funcao em V4
ortogonal a V; pertence a W;. Ver Boggess e Narcowich (2001).

O

Teorema 4.4. O espago L*(R) € dado por Vo®@Wo®W1®- - -. Em particular,
cada f € L*(R) pode ser escrita unicamente por

f="rfo+) w
j=0

onde fo € Vo ew; € Wj, para todo j € N.

Demonstragao: Ver Boggess e Narcowich (2001), pagina 165.

O

Lema 4.1. As sequintes relagoes valem, para todo t € R,
B(271) = ((27 1) + $(2T11)2 (4.10)
627t — 1) = ($(2/711) — Y(2710))/2 (4.11)

Demonstracao: Ver Boggess e Narcowich (2001).

O

Exemplo 4.2. Considere a funcao f : R — R, dada por
f(t) =20(4t) + 20(4t — 1) + ¢(4t — 2) — p(4t — 3). (4.12)

Queremos decompor f em componentes Wy, Wy e V. Pelas expressoes
(4.10) e (4.11) com j = 2 obtemos as seguintes equagoes
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sn) = S0 +o(20)]
Bt —1) = S[6021) — p(21)]
Gt —2) = Oa(t ~1/2)) = (At~ 1/2)) + 6(2(t — 1/2))]
G —8) = 162t~ 1/2) (2t~ 1/2)] (113
Substituindo as equacoes da expressio (4.13) na expressao (4.12) obtemos

f@) = [9(2t) + o(20)] + [¢(2t) — ¢ (21)]

n %[¢(2(t ~1/2)) + ¢(2(t — 1/2))]

_ %[¢(2(t —1/2) —(2(t — 1/2))]

= 20(2t) +¥(2(t — 1/2))
= 20(2t) + (2t — 1)). (4.14)

O componente Wi da funcao f(t) é (2t — 1) e o componente V; da fungao
f(t) é 2¢(2t), utilizando a equacdo ¢(2t) = 3[¢(t) + ¥ (t)] o componente V;
pode ser decomposto em componentes Vy e Wy. Assim, segue-se o resultado

f(t) =02t = 1) +9(t) + o(t).

Teorema 4.5 (Decomposicao Haar). Suponha que, para todoj =1,2,--- |
J, a fungio f;(-) € dada por

0 =S @t —k) e V.

kEZ

Entao, f; pode ser decomposta por

fi =wj—1 + fj-1,

onde ‘
Wi =y BT — k) € Wi
kEZ
fia=Y a ot —k) €V,
keZ
com

J J J J
i1 Qg — gy g Qg+ Ay,
b, = ——— q =-—"F—".
2 2
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Demonstracao: Seja a fungao f;(-) dada por
fit) =) ald(Pt —k) € V.
keEZ
Dividindo a func@o f;(-) em partes par e impar, temos que
Fi(0) = and (2t — 2k) + Y azpp1 (27t — 2k — 1), (4.15)
kez keZ

Utilizando as expressoes (4.10) e (4.11) e substituindo ¢ por ¢ — k217

6(2t — o) — %[w(?_lt )+ (2 — k)] (4.16)

A2t —2k — 1) = §[¢(2]_1t — k) — (27t — k)] (4.17)
Substituindo as expressoes (4.16) e (4.17) em (4.15), obtemos

HiH) = YW@= k) + o2 = k)]

kEZ

Y TR O — k) — (27— )

keZ

-3 K%)w@jlt _ kH(%) $(2 1t — k)}

kEZ
= Wj—1 + fj—l' (418)

O

O procedimento utilizado no Teorema 4.5 pode ser repetido com o j subs-
tituido por j — 1 para decompor f;_; como w;_o + fj—2. Repetindo este
procedimento, obtemos a decomposicao

fi=wjs1+wja+ - +wo+ fo

Teorema 4.6 (Reconstrucao Haar). Suponha que a funcao f é dada por

f:f0+w0+w1+'--—|—wj_1

onde

fol) = alo(t—k) eV e wp(t)=> bL2't—k) €W,

keZ keZ

para 0 < j' < j. Entao,

F6) =Y alo(@t—1)eV;,

leZ
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=/
onde a] sao determinados recursivamente por j' = 1, depois por j' = 2 e
assim até j' = j, pelo algoritmo

o = af:*l + bf;*l, sel =2k
: al b 1=2k+ 1.

Demonstracao: Seja

F@) = fo(t) +wolt) + wit) + -+ wja(?)

Cco1m

=> ap(t—k)€Vy e wl(t)=) bu(@t—k) €W,

kez kez
para 0 <[ < j — 1. Pelas definigoes de ¢(-) e ¥ (-), obtemos as equagoes
8(t) = 6(21) + 6(21 — 1)
Y(t) = ¢(2t) — p(2t — 1). (4.19)
Substituindo ¢ por 27t na expressao (4.19),
6271 = 9(201) + p(2t — 1)
D(2TH) = ¢(2t) — ¢(27t — 1).

Utilizando a primeira equagao da expressao (4.19) e substituindo ¢ por ¢ — k,
obtemos que

folt) = D ale(t —k)

keZ
= ) alp(2t — 2k) + afe(2t — 2k — 1).
keZ
Entao,
folt) =Y ale(2t — 1), (4.20)
kEZ
onde

Al ad, sel =2k
P71 @), sel=2k+1.

Similarmente, utilizando a segunda equacéo da expressao (4.19) para ¥ (t—k),

podemos escrever wy(t E b)(t — k) como
keZ

= big2t—1), (4.21)

kEZ
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onde

B v, sel=2k
! =00, sel=2k+1.

Combinando (4.20) com (4.21), obtemos

folt) +wolt) =D aj¢(2t —1), (4.22)

leZ

onde . .
1 a1 71 CLk—Fbk, Sel:2k
a =+ _{ ) — 0, sel=2k+ 1.

Adicionando wy(t) = Zb}gw(% — 1) em (4.22) e utilizando (4.19) com ¢

keZ
substituido por 2t — k temos

Folt) + wo(t) +wi(t) =Y ajp(2’t — 1),

leZ

onde
5 aj, + by, sel=2k
WY Al —bl sel=2%k+1
k k> - .

Note que os coeficientes af e b determinam o coeficiente a;. Entdo, o a} e
b} determinam o coeficiente a? e assim recursivamente.

]

4.2 Regularidade das Wavelets

Uma propriedade importante das bases de wavelets é a diversidade. Pode-se
construir wavelet com diferente suavizagao, simetria e sustentacao. A regu-
laridade (suavizacao) das wavelets esta relacionada com a taxa de decaimento
das fungoes escalas e com o nimero de momentos nulos das fungoes escalas
e das wavelets mae.

O Teorema 4.7 a seguir relaciona regularidade de wavelets com o niimero
de momentos nulos e a forma da fungao transferéncia mg(w) (ver Definigao
4.2). A prova é baseada em argumentos de séries de Taylor e em propriedades
da funcao escala de wavelets. Para mais detalhes ver Daubechies (1992).

Sejam

M, = /x%(t)dt e N, :/:cklp(t)dt,

os k-ésimos momentos das fungoes escala e wavelet mae, respectivamente.
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Teorema 4.7. Seja 1, () = 27/2)(27t — k), j, k € Z um sistema ortonormal
(ver Defini¢ao 4.4) de funcoes em L*(R). Considere que p € CN7YR) e
i

[U(t)] < m,

a > N,

onde as derivadas \®)(t) sao limitadas para k < N — 1. Entdo, ¢ tem N
momentos nulos, isto €,

Ne=0, 0<k<N-1.

Se também
_ G
(14 [¢])e’

entdo, a fungdo associada my(t) € necessariamente da forma

a>N

(1)) <

o) = (“T)N L), (123

onde L é uma funcdo em CN=1, 21 periddica.

Demonstracao: Ver Vidakovic (1992), pagina 80.
]

Observacao 4.5. Uma funcao pertence ao espaco CV~! se é N — 1 vezes
diferenciavel.

Definigao 4.6 (AM r-regular). A anélise de multiresolu¢ao (ou fungao
escala) é dita ser r-regular se, para todo a € Z,

C

pM ()] < G

para k=0,1,--- 7.

4.3 Transformadas de Wavelets

A transformada de wavelets apareceu em sua forma continua com os traba-
lhos de dois pesquisadores franceses, o geofisico Morlet e o fisico Grossmann
(ver Morlet et al., 1982 e e Grossmann e Morlet, 1985).

Definigao 4.7 (Transformada Continua de Wavelets). Seja f € L*(R).
A transformada continua de wavelets para a fungao f(-), com respeito a 1,
¢ definida por

t—>

a

Wy f(a,b) = |a| /2 /_OO fO)Y(—)dt, a,beR,a#0. (4.24)
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Note que a transformada continua de wavelets é o produto interno de f
pela wavelet 1, = |a|*1/2@/1($7_b).

Exemplo 4.3 (Transformada Continua da Haar). A transformada con-
tinua de wavelets pode ser simples. Seja

Haar _ L ) — x a +
ap () = \/E[I[b,;%b)( ) I[%+b7a+b]( )}, ceRT,bER, (4.25)

onde I4() é a funcao indicadora do conjunto A. Seja F' a fungado primitiva
de f, isto é, F' = f. Entao,

W¢f(a, b) — <f7 ilgmr> — %[F(% +b) . F<b> +§<(l+b):|7 (426)

onde (f, 9" é o produto interno de f pela wavelet Haar ¢

A transformada discreta de wavelets utiliza dilatacoes e translagoes da
wavelet mae para capturar as caracteristicas locais no tempo e na frequéncia
(ver Definigao 4.8).

Definigao 4.8 (Transformada Discreta de Wavelets). Seja X = (X3, X3,
--+, Xr) uma amostra i.i.d. de um processo estocéstico, onde J = |log,(T")].
Definimos a transformada discreta de wavelets (TDW) de X, com respeito a
wavelet mae 1(-), como sendo

T
dyy = Y Xethju(), (4.27)
t=1

a qual denotaremos simplesmente por d; 5, omitindo a dependéncia sobre ) (-).
Esta transformada é calculada para j = 1,2,--- ,J ek =1,2,---  |&]. A
expressao (4.27) é matematicamente equivalente a multiplicagdo por uma
matriz ortogonal W isto é,

d=WX.

Supondo-se condicoes de fronteira apropriadas, a transformada é ortogonal
e podemos inverte-la para obter a transformada inversa discreta de wavelets

(ITWD) dada por

X = W4,
onde W’ denota a transposta de W.

A tranformada discreta de wavelets (TDW) e a tranformada inversa dis-
creta de wavelets (ITDW) sao calculadas pelo algoritmo piramidal de Mallat
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(ver Mallat, 1989). Estes algoritmos envolvem filtros passa baixo e passa alto,
junto com um operador down-sampling (decimation) ou up-sampling (zero-
padding). Na verdade existem varios algoritmos piramidais: o Capitulo 3 de
Meyer (1993) apresenta os algoritmos piramidais através de uma perspectiva
histérica.

Exemplo 4.4. Seja o vetor (1,2) e seja M(1,2) um ponto em R? com as
coordenadas dadas pelo vetor de dados. A rotacao das coordenadas do eixo
por um angulo de § pode ser interpretada como uma transformada discreta
de wavelets na base de wavelets Haar. A matrix de rotagao é dada por

o s oow I
W = COS g SlI'l Zﬂ_ _ \/15 \/51 ’
cos§ —sin7g 5
e a tranformada discreta de wavelets de (1,2) é W - (1,2) = (%, —\/ii)’.
Note que a distancia ao quadrado do ponto da origem é preservada, 12 +22 =

(%)2 + (‘/73)2, pois W é uma rotacao.

4.4 Analise de Multiresolucao

A anélise de multiresolucao permite analisar os dados disponiveis em varias
escalas de resolugao. Formalmente, uma andlise de multiresolucao é uma
sequéncia crescente de subespagos fechados {V}, j € Z} que aproximam L*(R)
(ver Definigao 4.9).

Definicao 4.9 (Andlise de Multiresolugao). Seja {V;,j € Z} uma se-
quencia de subespagos fechados em L%(R). A colegao de espagos {V},j € Z}
é chamada uma andlise de multiresolu¢gao (AMR) com funcao escala ¢ se

L V; CVin

2. UV = L*(R) (Z significa fecho do conjunto A)
3. NV; = {0}

4 flt) e Vi f(277) €

5. A fungdo ¢ € Vj e o conjunto {¢(n— k), k € Z} é uma base ortonor-
mal de Vj. Se V; for gerado por {¢;:}, entdo Vji; serda gerado por
{$jr14}. Portanto, ¢ 14(t) = V20, x(2t), para todo j,k € Z.

Exemplo 4.5. Os espagos V; = {f € L*(R) : f é constante em (277k, 277 (k+
1),k € Z}, para todo j € Z, formam uma aproximagao de multiresolugao.
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A idéia que esta por tras da andlise de multiresolugao é a seguinte. Con-
sidere uma fungao f de L?*(R). Desejamos obter aproximacoes a f em vdrios
niveis de resolucao. Cada subespago V; serd constituido por fungoes aproxi-
mantes, sendo que a melhor aproximacgao é obtida considerando-se a projecao
ortogonal de f sobre cada V. O fato de V; C Vj,; significa que ao passar do
nivel de resolucao j (escala 277) para o nivel de resolugao (j + 1), ganhamos
informacoes. A medida que a resolugao aumenta, a fungao aproximada con-
verge para a fungao original e obtemos | J V; = L*(R). Por outro lado, quando
aproximamos f a niveis de resolucao cada vez menores, perdemos informacao,
a aproximagao de f converge para a funcao nula e obtemos (| V; = {0}.

Para todo t € R, as fungoes

Sy(t) = ZSJ,kaJ,k(t);

Di(t) = > dixthr(t), (4.28)

k
onde 7 = 1,2,---,J, J é o nimero de componentes de multiresolugoes e
k=1,2,---,n/2, sao chamadas sinal suave e sinal detalhe, respectivamente.

Observe que a aproximacao de séries ortogonais de wavelets para uma funcao
continua f(-) dada na expressao (4.6) é expressa em termos destes sinais

f(t) = 85(t) + Dy(t) + Dy-a(t) + - + Di(2). (4.29)

Os termos na aproximacao dada pela expressao (4.29) constituem uma de-
composigao do sinal f(-) em componentes ortogonais S;(t) e D;(t) para
j € {l,---,J} em diferentes escalas. A aproximagao é chamada decom-
posi¢ao de multiresolugio (DMR), pois os termos em diferentes escalas re-
presentam componentes do sinal f(-) em diferentes resolugoes.

Exemplo 4.6. A Figura 4.4 apresenta o sinal Doppler que é definido por

2.1
f(t) =+/t(1 —t)sen (Hﬁ)’ para todo 0<t<1. (4.30)

A Figura 4.5 apresenta a transformada discreta de wavelets do sinal
Doppler, utilizando a wavelet s8. O sinal original é plotado na primeira
linha e os coeficientes sao plotados nas linhas seguintes partindo daqueles de
escala fina d; j, apresentados na segunda linha até os de escala grossa d;j e
sk, apresentados nas duas ultimas linhas. Na Figura 4.5, o sinal original ¢
na verdade reconstruido pelos coeficientes por meio da transformada inversa
discreta de wavelets (ITWD) dada na Defini¢ao 4.8.

A Figura 4.6 apresenta uma analise de multiresolugao do sinal Doppler,
utilizando a wavelet s8. As caracteristicas finas (as oscilagoes de alta fre-
quéncia no inicio do sinal) sao capturadas principalmente pelos componentes
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de detalhes de escala fina Dy e Dy. Os componentes de escala grossa Dg e
Sg correspondem as baixas oscilagoes de frequéncia para o final da série.

doppler

00 02 04 0.6 08 1.0

Index

Figura 4.4: Sinal Doppler.

Teorema 4.8. Suponha que {V;;j € Z} é uma andlise de multiresolugdo
com fungao escala ¢. Entao para todo j € Z, o conjunto de fungoes

{da(t) = 2726(2t — k); k € Z}
¢ uma base ortonormal para V;.

Demonstracao: Para mostrar que {¢;x; k € Z} gera V;, devemos mostrar
que qualquer fungao f(t) € V; pode ser escrita como combinacao linear de
{¢(27t—k); k € Z}. Usando a condigao 4 da Defini¢ao 4.9, temos que a fungao
f(279t) € V, e portanto f(279t) é uma combinacao linear de {¢(t — k); k €
Z}. Substituindo ¢ por 2t, temos que f(f) é uma combinagao linear de
{p(2t — k); k € Z}.

Para mostrar que {¢;; k € Z} é ortonormal, devemos mostrar que

0, sek#I1
(Djks Pja)rz = Oky = { 1 sek i / (4.31)
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Figura 4.5: Transformada Discreta de Wavelets utilizando wavelet “s8”.

ou seja,

2J / ¢ 2Jt — (2]t — l)dx = 5kl

Fazendo mudanca de varidveis y = 27t (dy = 2/dt). Obtemos

2]/ (27t — k)G = Iyt — / 6y — k)dly = Dely = 64,
pela propriedade dada na Defini¢ao 4.9, condigao 5.
O

Dado um espago vetorial V' com produto interno, o teorema a seguir
fornece a representacao da projecao ortonormal de um vetor v € V em um
subespaco vetorial Vj com base ortonormal.

Teorema 4.9. Seja V' um espaco com produto interno e seja Vi um subespago
de dimensao N com base ortonormal {e1, ez, -+ ,en}. A projecao ortonormal
de um vetor v.e V. em Vy é dada por

N
Vo = E ae; com  a; = (v,e;).
Jj=1
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Figura 4.6: Decomposicao de Multiresolucao do Sinal Doppler.

Demonstracao: Ver Boggens and Narcowich (2001), pagina 16.
O

O teorema a seguir, prova a equacao central na analise de multiresolucao,
a relacao escala.

Teorema 4.10. Suponha que {Vj;j € Z} é uma andlise de multiresolugdo
com funcao escala ¢. Entao, vale a sequinte rela¢ao

o) = mo(2t— k) onde p=2 [ ole)a— i

kEZ

Além disso, temos também que

P2 1) = Zpk—2l¢(2jt — k), (4.32)
kEZ
ou seja,
Gj_10 =271 Zpkfm(bj,k (4.33)
kEZ

onde ¢ji(t) = 212¢(27t — k).
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Demonstracao: Note que ¢(t) = Z Dro1,(t) vale para algum py pois
#(t) € Vo C Vi, que é gerado por {¢1, k € Z}. Como o conjunto {¢, k €
Z} forma uma base ortonormal de Vj, o py pode ser determinado usando o
Teorema 4.9

Pr = (¢, prx) 2 = 2'/2 /OO d(t)p(2t — k)dt.

Portanto,

o) =Y Broin(t) = Y 2202t — k).

keZ keZ

Seja pp = 2'/%p, = 2 [T ¢(t)p(2t — k)dt. Portanto, temos

o(t) = > peo(2t — k).

keZ

Para obtermos a equagao (4.32), substituimos ¢ por 2771t — em ¢ e ajustamos
o indice da soma na série resultante,

21 = > po22 't —1) — k)

Kez

= > o2t — (21 +k))
kez

= Zpkf—2z¢(2jt — k).
Ker

A equacdo (4.33) segue-se da equacdo (4.32) multiplicada por 2U~1/2, O

Exemplo 4.7. Os valores de p, para o sistema Haar sao pg = p; = 1 e os
outros py's sdo zero (ver expressao (4.19)).

Sabemos que V; é um subconjunto de Vji;. A fim de realizar o algoritmo
de decomposicao no caso geral, precisamos decompor Vji; em uma soma
ortogonal direta de V; e seu complemento ortogonal W; (como foi feito no
sistema Haar). Além disso, precisamos construir uma fungao v, na qual, gera
o espaco W; (como foi feito no sistema Haar). O teorema a seguir, mostra
que uma vez especificada a funcao ¢, a relacao escala dada no Teorema 4.10,
pode ser utilizada para construir a fungao 1 que gera o espago W;.

Teorema 4.11. Suponha que {V;;j € Z} € uma andlise de multiresolugao
com func¢ao escala dada por

o(t) =Y pro(2t — k),

kEZ
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onde o coeficiente py, para todo k € Z, € dado no Teorema 4.10. Seja W;
gerado por {(27t — k); k € Z}, onde

V() =Y (1) prre(2t — k). (4.34)

kEZ

Entao, W; C V41 € um complemento ortogonal de V; em Vjyy. Além disso,
{0 ()| 1(t) = 22/2(27t — k), k € Z e t € R} forma uma base ortonormal
para W;.

Demonstragao: Ver Boggens and Narcowich (2001), pagina 190.
0

Observacao 4.6. Para a funcao escala de Haar, os coeficientes py e p; sao
ambos iguais a 1. Pelo Teorema 4.11 temos que

U(t) = ¢(2t) — ¢(2t — 1),
como foi dado na Observagao 4.1.
O préximo teorema mostra que toda funcao f € L?(R), pode ser expressa
oo
unicamente como uma soma Z wi, com wi € Wy, onde os w;'s sdo
k=—00

mutualmente ortogonais.

Teorema 4.12. Seja {V;,j € Z} uma andlise de multiresolu¢do com fungdo
escala ¢. Seja W; o complemento ortogonal de V; em Vji1. Entao,

LPR)=---oW_0WodW,D---.

Em particular, cada f € L*(R) pode ser expressa unicamente como uma
(o)

soma Z Wy, com Wy, € Wy, onde os wy's sao mutualmente ortogonais.
k=—o00

Equivalentemente, o subconjunto de todas wavelets, {1;};rez, forma uma

base ortonormal para L*(R).

Demonstragao: Substituindo 2/t — [ por ¢ na expressao (4.34), multipli-
cando ambos os lados por 27/2 ¢ ajustando o indice da soma, obtemos que
P;1(t) = 29/24p (27t — [) tem a expansdo

Vip = 271/ Z<_1)kp1—k+2l¢j+l,k‘

kEZ

Pelo Teorema 4.11, o conjunto {t;_1 x}rez ¢ uma base ortonormal para o
espaco W;_1, o qual é um complemento ortogonal de V;_; em V; (portanto,
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V; =W,_1 ®V;_1). Por decomposicoes ortogonais sucessivas, temos que
Vi = Wia®Via
= W1 @ Wa® Vo

= W,eW,o®---0&Wyd V. (4.35)
Como o conjunto V; foi também definido para j < 0, segue-se que

Vi = WisioW,2@---dWedW_1 &V,

= WaeW,o®---oWodW_ 1o W_y--- (4.36)

Temos que V; C V41 e a uniao de todos os V; é o espago L*(R). Portanto,
para j tendendo a infinito, temos que

L*R)=---oaW_oWeoW, @ .

4.5 Decomposicao e Reconstrucao

Nesta secao, descrevemos os algoritmos de decomposicao e reconstrugao as-
sociados com a andlise de multiresolucao. Estes algoritmos sao analagos aos
que foram apresentados para a wavelet Haar na Secao 4.1.

4.5.1 Decomposicao

A fim de fazer processamento de um sinal, tal como codificacao e compressao
de dados, um algoritmo eficiente é necessario para decompor o sinal em partes
que contém a informacao sobre o comportamento oscilatério do sinal. Se uti-
lizamos a analise de multiresolugao, precisamos desenvolver um algoritmo que
decompoe o sinal em seus componentes W}, pois estes componentes fornecem
a informacao necesséaria. Existem trés etapas principais para decompor um
sinal f: iniciagao, interacao e terminagao.

Iniciacao: Esta etapa envolve duas partes. Primeiramente, temos que de-
cidir qual o espaco de aproximacao V; que possibilita melhor ajuste as in-
formacoes disponiveis sobre f. Isto é feito pela nossa escolha na analise do
multiresolucao. Na segunda parte, escolhemos f; € V; tal que é o melhor
ajuste para f. A melhor aproximacao para f em Vj, no sentido de energia,
é P;f, a projecio ortogonal de f em V;. Como 2//2¢(27t — k) é ortonormal,
segue-se, pelo Teorema 4.9, que

Pif(t) =) ai¢(2t — k), onde af =2’ / h F()o(20t — k)dt.  (4.37)

kEZ
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A informacao do sinal nem sempre é suficiente para determinar exatamente
os coeficientes aj. Ent@o, temos que aproximé-los utilizando a regra de
quadratura dada pelo Teorema 4.13.

Teorema 4.13. Seja {V;,j € Z} uma andlise de multiresolugao com fungao
escala ¢ (de suporte compacto). Seja f € L*(R) continua. Entao,

= [ 0T~ mf(h/2),

para j suficientemente grande, onde m = [ ¢(t)dt.

Demonstracao: Como ¢ tem suporte compacto, o conjunto onde ¢ é dife-
rente de zero estd contido em um intervalo da forma {|u| < M}. Entao, o

intervalo de integragao para a¥f em (4.37) é {t;[2/t — k| < M}. Fazendo a
mudanca de varidvel u = 2/t — k, obtemos

al = /_ A; FQ7u+277k)¢(u)du. (4.38)

Quando j é grande, 279u + 277k =~ 277k, para u € [—~M, M]. Portanto,
f(279u+279k) ~ f(277k), para todo u € [—M, M], pois f é uniformemente
continua em qualquer intervalo finito. Em particular, podemos aproximar a
integral dada em (4.38) substituindo f(279u + 277k) por f(277k) para obter

ok~ S/ [ Gl

Relembrando que ¢ é zero fora do intervalo [—M, M], temos que

/_A;Mdu: /:Wdu:m.

Portanto, a], = mf(k/27).
[

Interacao: Apds a etapa de inicializagao, temos f ~ f; € V;. Pelo Teorema
4.12, podemos comecar com f; e decompor f; em uma soma de f;_; € Vj_;
e w;-1 € Wj_l, isto é, fj =w;_1+ fj_l onde

wi =Y b=

leZ

ficr =Y al g2t —1).

leZ
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. i—1 i1~ . . .
Os coeficientes a!~ = e b/~ sao determinados, de forma recursiva, a partir de
1 1 ) )

aj por
ol ' =271 P
| kez | (4.39)
b =27 Z(_l)kpl—k—mla?g'
keZ

Repetimos o argumento com f;_;, depois com f;_5 e assim por diante. Se
J=1s j
pararmos a decomposi¢ao no nivel zero, entao obtemos

f=fi=wi1+wia+-+w+ fo (4.40)
Definigao 4.10 (Convolugao Discreta). Dadas duas sequéncias x = (- - -,
T_2,T_1,T0, L1, L2,y""" ) ey = ( s Y-2,Y-1,Y0, Y1, Y2, )7 a CO’/’LUOZUQ&O Xxy
é definida por
(X#Y)k =Y Thn¥n, (4.41)
nez

contanto que a série envolvida em (4.41) seja absolutamente convergente.

Sejam h e [ as sequéncias dadas por

lk = =Pk

Sejam H e L os filtros definidos por H

mente. Considere x = a’ e note que L(a’), = ; Zpk_la{c. Comparando com
keZ

a equacao (4.39), vemos que a] ' = L(a’)y. Similarmente, b} " = H(a’)y.

~—~

x) = hxx e L(x) = | xx, respectiva-

Definigao 4.11 (Operador Downsampling). Sejax = (--+ ,x_9,7_1, Xy,
Ty, Tg,- - - ) uma sequéncia real. Definimos o operador downsampling D atra-
vés de

DX = (- 2 9,0, %2," ")

ou (Dx); = xg, para todo [ € Z.

Utilizando a Definicao 4.11 podemos agora formular a etapa interativa no
algoritmo utilizando filtros discretos:

Forma de Convolugao: a’~'=D(l*xa;) e b '=D(hxd)
Forma de Operador: o/~!'=DLa’ e W ~'= DHad’.

(4.42)

Os dois filtros que utilizamos, h e [, sao chamados de filtros decomposi¢ao
passa alto e decomposicao passa baizo, respectivamente.
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Terminagao: Existem diversos critérios para terminar a decomposicao. O
mais simples é aquele em que decompomos até que esgotemos o ntimero
finito de amostras que tomamos. Geralmente, a escolha do ponto de parada
depende extremamente do que desejamos realizar.

4.5.2 Reconstrucao

Uma vez que o sinal f foi decomposto, alguns componentes W; podem ser
modificados. Se queremos filtrar ruido, entao os componentes W de f cor-
respondente as frequéncias nao desejadas, podem ser retirados e o sinal resul-
tante ficara significativamente com menos ruido. Se o objetivo é compressao
de dados, os componentes W; que sao pequenos podem ser retirados, sem
mudanca significativa no sinal. Apenas os componentes significantes W) pre-
cisam ser transmitidos para obter uma adequada compressao de dados. Em
ambos os casos, como os componentes Wj sao modificados, precisamos de um
algoritmo de reconstrucao para reconstruir o sinal comprimido ou filtrado em
termos dos elementos da base ¢(27t — 1), de V;. A idéia é reconstruir f; ~ f
(ver expressao (4.40)) utilizando f; = fj_1 + wj_1, comegando em j' = 1.
Novamente, dividimos o algoritmo em trés partes: inicializacao, interacao e
terminagao.

Inicializacao: O que temos disponivel é um conjunto de possives coeficientes
modificados, onde inclui os coeficientes de aproximagao {a?} e os coeficientes

de detalhes {bi/}, para j' = 0,---, 7. Estes coeficientes aparecem nas formas
t)=> ajp(t—k) e Vy (4.43)
keZ

=> b2t —k) e Wy, para0<j <j, (4.44)

keZ

onde
ap =Y praual "+ Y (1) Prrab] (4.45)
keZ keZ

Interagao: Formulamos esta etapa em termos de filtros discretos. Sejam h
e | sequéncias dadas por

hi, == pir(—1)* (4.46)
Definimos dois filtros de sequéncias, denotados por He i, via H (x) =hx*xx
e L( ) =1 xx. A férmula da reconstrugao dada pela equagéo (4.45) fornece

-1 .
a;. como uma soma dos dois termos E Di— glal Le E pl,kwlbl . Uti-
kEZ keZ
lizando os filtros de sequéncias H e L, podemos escrever (4.45) como

ai = Z lk_gla{_ + Z hk_glbg_l. (448)

kEZ keZ
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Isto é quase uma soma de convolugoes, a tnica diferenca é que o indice para
a convolucao é k — [ no lugar de £ — 2l. Em outras palavras, a expressao
(4.48) é uma convolugao sem os termos impares. Os termos impares podem
ser recolocados na expressao (4.48) simplesmente multiplicando-os eles por
7ero

al, = o+ lgady + s 0+ lgod® 7+ lepr 0+ lad ™ + Dy 04

+ Pggab? 5 A Pgys - 0+ hyob? A By - O hb) T (4.49)

Para colocar esta soma na forma de uma convolugao, definimos a seguir o
operador upsampling (ver Defini¢ao 4.12).

Definicao 4.12 (Operador upsampling). Seja x = (- ,x_9,7_1, Xy,
T1, Ty, -+ ) uma sequéncia real. Definimos o operador upsampling U através
de

Ux=/(,2_9,0,2_1,0,20,0,21,0,29,0,-- )

ou

(Ux)y, = { 0, seké irflpar
T2, sek é par.

Utilizando a Defini¢ao 4.12, podemos agora formular a etapa interativa
no algoritmo de reconstrugao utilizando filtros discretos:

{ Forma de Convolucdo: af = [ % (Uai™") + h* (Uv—1) (4.50)

Forma de Operador: a/ = LU’ + HUW .

Terminagao: Os algoritmos de decomposicao e reconstrucao utilizam os
coeficientes escalas pg, mas nao as férmulas reais para ¢(-) e ¥(-). Para

plotar o sinal reconstruido f(t) = Za{gzﬁ(th — 1), podemos aproximar os
I

valores de f em ¢ = /27 por a] (pelo Teorema 4.13, com [ ¢(t)dt = 1).

Assim as férmulas para ¢(-) e ¥(-) nao sao utilizadas no gréfico do sinal

reconstruido. De qualquer modo, ¢(+) e ¥(+) sdo importantes para o sucesso

dos algoritmos de decomposicao e reconstrucao.

4.6 Encolhimento de Wavelets

Nesta secao, discutimos estimacao por encolhimento de wavelets que ¢ uma
das aplicagoes mais importantes da teoria de wavelets na Estatistica. Enco-
lhimento de wavelets refere-se geralmente as reconstrugoes obtidas dos coe-
ficientes encolhidos. A metodologia é baseada no principio do encolhimento
de wavelets, que tem por objetivo a redugao do ruido presente no sinal,
reduzindo ou zerando a magnitude dos coeficientes de wavelets. Donoho e
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Johnstone (1994) desenvolveram uma importante teoria para a regressao nao-
paramétrica e suavizada baseada no principio de encolhimento de wavelets.
Para mais detalhes ver também Vidakovic (1999).

Nos problemas nao-paramétricos, desejamos estimar um sinal f(¢;) a par-
tir de alguns dados y; com ruidos. Suponhamos que estes dados sao obtidos
a partir da expressao

yj :f(tj)+6j7 ] = 1,2,"' , N, (451)

onde f(t;) = f; é um sinal discreto e ¢; s@o erros independentes e nor-
malmente distribuidos, isto é, ¢, ~ N(0,0%) e t; = (j — 1)/n. A re-
gressdo paramétrica usual exige que f(-) obedeca a um modelo particular
(por exemplo, f(-) é uma funcdo linear de p parametros 6y, --- , 6, como um
AR(p)). A estimagao ¢ feita utilizando-se o modelo de minimos quadra-
dos ordinérios. Na situacdo do modelo (4.51), assuminos que f(-) pertence
a uma classe de fungoes, satisfazendo certas propriedades de regularidades.

Se f; = f(t;) entao a finalidade é estimar f = (fi,---, f,)’, com o menor
erro quadratico médio possivel. Para uma classe de fungoes §, desejamos
encontrar f = f (y1,- -+ ,Yn) que atinja o risco minimo
R(n,§) = inf supR(f, ), (4.52)
[ f

onde R(f, f) = (/n)E|f = fl3 e IfI3=)_ 7.

O procedimento encolhimento de wavelets consiste de trés etapas:

1. Aplicar a transformada discreta de wavelet, com J niveis, para o sinal
f(+), obtendo coeficientes contaminados por ruidos dy,dy, -+ ,dy, s;.

2. Usar limiares (threshold) para diminuir os coeficientes, tornando
nulos aqueles coeficientes abaixo de determinado valor, nas escalas j
mais finas, para obtermos novos coeficientes d = Onyoq (d1), - dj =
Oxj0,(dj), onde Ay, - -+, \; s@o os limiares. A fungdo encolhimento d.(x)
encolhe x para zero e é parametrizada por ¢ = Ao, onde A é o limiar
(ver Definigao 4.14) e o é uma estimativa da escala do ruido.

3. Aplicar a transformada inversa discreta de wavelets usando os co-
eficientes detalhes dy,--- ,d;, djy1,--- ,d;, s; para obter o estimador
encolhimento de wavelets de f(-).

Definig¢ao 4.13 (Fungao de Encolhimento). Existem duas formas bésicas
para a fungao de encolhimento d.(-). A fung¢do de encolhimento suave (soft
shrinkage function) é definida por

|0, se |z] < A
o (@) = { sgn(z)(|x] — N), se |z| > A (4.53)
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e a funcao de encolhimento dura (hard shrinkage function) é definida por

g 0, selx] <A
o (v) = { z, se|z|> A (4.54)

Existe uma descontinuidade na funcao de encolhimento dura enquanto
que a de encolhimento suave é uma funcao continua. A motivacao para o uso
da funcao de encolhimento suave vem do principio que o ruido afeta todos
os coeficientes das wavelets. Além disso, a continuidade da funcao a torna
preferivel por razoes estatisticas. A Figura 4.7 apresenta um exemplo de
como as duas fungodes de encolhimento agem sobre a funcdo f(x) = x.

Figura 4.7: Funcoes de Encolhimento com A = 3 aplicadas na Fungao
Linear f(x) = z: (a) Fungdo Encolhimento Suave; (b) Func¢ao Encolhimento
Dura.

Existem diferentes regras para selecionar o limiar \; da funcao de enco-
lhimento 6y,,,(+), algumas delas sao motivadas da estatistica (ver Morettin,
1999). Donoho e Johnstone (1995) propéem o limiar universal A baseado no
resultado da teoria de valores extremos de varidveis aleatérias normais.

Teorema 4.14. Seja Zy,--- , Z, uma sequéncia de varidveis aleatorias in-
dependentes e identicamente distribuidas com distribuicdo normal. Defina

A, :{ max 1Z;] < \/210g(n)}.
=l
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Entao,
mn =P(A,) — 0, quando n — oc.

Além disso, se
B,(t) :{ max |Z;| >t + \/210g(n)},
j=1,-n

entio P(B,(t)) < e,

Informalmente, o Teorema 4.14 diz que as variaveis aleatoérias ZJ/»S sao

quase limitadas por +/2log(n). Isto motiva o uso do seguinte limiar (ver
Definigao 4.14).

Defini¢ao 4.14 (Limiar Universal). O limiar universal, é definido por

A=\ =0d+/2log(n),

que nao depende da escala, onde & é uma estimativa do nivel do ruido e n é
o tamanho do sinal.

O nivel do ruido o é desconhecido e deve ser estimado a partir dos dados.
Quase todo método para estimar a variancia do ruido envolve os coeficientes
de wavelets. Trées possibilidades podem ser consideradas para o calcular o
fator de escala o, para todo j =1,2,---,J.

a) Os coeficientes d;, da escala mais fina, sdo usados para estimar
um fator de escala para todos os niveis: ¢; = 6(d;), para todo j =

1,2, J.

b) Consideram-se todas as escalas e um estimador de ¢ baseado em
todos os coeficientes de wavelets: o; = 6(dy,d2,--- ,dy).

c) Estima-se o, para cada escala: 0; = 6(d;), para j =1,2,---,J.

Em qualquer caso, pode-se usar a variancia dos coeficientes ou, entao, o
estimador proposto por Donoho et al. (1995), dado por

med{|d;_1x|: 0 <k <27}
0.6745 ’

o=

onde med indica a mediana.

Exemplo 4.8 (Eliminando Ruido Utilizando Wavelets). Para ilus-
trar o procedimento de encolhimento de wavelets vamos considerar o sinal
“glint” dado na Figura 4.8. O sinal “glint” representa medidas do ruido do
radar de “glint”. Para eliminar o ruido do sinal “glint” aplicamos o procedi-
mento de encolhimento no sinal e depois aplicamos a transformada discreta
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de wavelet no sinal estimado. A Figura 4.9 apresenta a transformada dis-
creta de wavelets do sinal “glint” baseada na wavelet s8 enquanto que a Figura
4.10 apresenta a transformada discreta de wavelets do sinal “glint” estimado,
obtido pelo procedimento de encolhimento de wavelets utilizando a wavelet
s8. A transformada discreta de wavelets do sinal estimado é muito similar
a transformada discreta de wavelet do sinal “glint”. A principal diferenca é
que algumas escalas finas d i, e dy ) foram encolhidas para zero. Note que a
razao heuristica para o procedimento de encolhimento de wavelets segue-se de
dois principios: diminuir os coeficientes, tornando nulos aqueles coeficientes
abaixo de um determinado valor. O procedimento elimina o ruido enquanto
recupera as principais caracteristicas do sinal.

50

glint
0
|

-100
I

o -

100 200 300 400 500

Index

Figura 4.8: Ruido “Glint” de Radar.

4.7 Nucleos de Wavelets

Dado V um espaco de L?, para qualquer funcio f € V, apresentamos nesta
segao a projegao de f no espago V;, para todo j =1,2,---,J.

Definicao 4.15 (Fungao de Reproducao de Nicleo). A fungao K(s,t)
de duas varidveis s e t, é chamada funcdao de reproducao de nicleo para o
espago de fungoes H (de Hilbert) se
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Figura 4.9: TDW do Sinal “Glint” (baseada na wavelet “s8”).
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Figura 4.10: TDW do Sinal Estimado (baseada na wavelet “s8”).
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(i) para um t fixo, K(s,t) é uma fungao em H.

(ii) para qualquer fungao f € H e qualquer ¢, K(s,t) tem a seguinte pro-
priedade
f(t) = (f(s),K(s,1)).

Teorema 4.15. Seja V. um subespago de L? e seja {ei,es---} uma base
ortonormal de V. Entao, V é um “reproducing kernel Hilbert space” com o
nicleo (algumas vezes chamado de nicleo de Bergman)

K(s,t) =Y ex(s)er(t). (4.55)

k=1

Para qualquer funcao f €V,

£(t) = / F(5)K (s, t)ds.

Demonstracao: Ver Vidakovic (1999), pagina 29. O

Pelo Teorema 4.15, segue-se que
K(s, ) = > ¢(s — k)o(t — k) (4.56)
k

¢ uma reproducao de ntcleo de V. Pela auto-similaridade dos subespacos de

multiresolucao ' o
K;(s,t) = 2'K(2’s,2t) (4.57)
¢ uma funcao de reprodugao de nicleo de V;. Entao, a projegao de f no

espaco V; é dada por

Projy, f(t) = / 21K (275, 27¢) f(t)dL.
Lema 4.2. Para todo j € {1,2,---,J}, [K;(s,t)dt = 1.

Demonstracao: Como Z¢(t — k) = 1 entao, para todo j € {1,2,---,J},
k
1 = /gb(t)dt => (2t - k)/¢(t)dt
k

= (s —k)-27 | ¢(27t — k)dt = | 2K(2s,27t)dt
> / /

- / K, (s, t)dt. (4.58)

O
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O seguinte resultado, é ttil na exploracao dos estimadores de ntcleos de
wavelets.

Teorema 4.16. Seja K;(s,t) um nicleo de wavelets do espago V; gerado pela
fungao escala ¢, para todo j € {1,2,---,J}.

a) Se ¢ tem um decaimento exponencial, i.e., p(t) < e~ para algum
p : p g
a positivo, entao |K;(s,t)| < 19F o—a2]s—t]/2

(b) Se ¢ tem decaimento algébrico, i.e., ¢p(t) < Cn/(1 + [t|)N, para
algum N > 1, entao |K;(s,t)] < Cn27/(1 + 27|s — t|)N < Cn27, para
N> 1.

Demonstracao: Ver Kelly, Kon e Raphael (1994).

4.8 Wavelets e Processos Estacionarios

Nesta secao apresentamos resultados que relacionam processos estacionarios
de tempo continuo com a teoria de wavelets. Consideramos apenas série da
wavelet e transformada discreta de wavelets.

4.8.1 Transformadas de Wavelets de Processos Esta-
ciondrios
Seja { X (t) }+er um processo estaciondrio com funcao de autocorrelagao yx (h).

A transformada discreta de wavelets de {X(¢)},cr é um conjunto aleatério
discreto

{dy,ji k € T} :{ /R X (£, (D)t 5, k € z}. (4.59)

Este conjunto estd bem definido se as integrais em (4.59) estao bem definidas

/R Ve Oltbsa()]dt < . (4.60)

Assim, se vale a expressao (4.60) entao

E(dj’kdﬁk/) = /‘/R2 ’yx(t,S)iﬂj’k(t)wj/,k/(s)dtds.

Qualquer nivel em uma transformada de wavelets de um processo estacionario
¢ também uma sequéncia estaciondria (ver Lema 4.3), mas nao vale o inverso
(ver Exemplo 4.9).

Lema 4.3. Seja {X (t) }1er um processo fracamente estaciondrio. Paral,n €
Z e j>1, asequéncia {d;si-1x1n, k € Z} € também um processo fracamente
estaciondrio.
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Demonstracao: Ver Vidakovic (1999).

Exemplo 4.9. Considere o processo estocastico definido por
0= Zuste—k
k

onde os Z;’s sao varidveis aleatdrias uniformemente distribuidas no intervalo
(—=1,1), i.é., Zy ~ U(—1,1), para todo k € Z. E um processo de segunda
ordem mas nao é necessariamente estacionario. Os correspondentes niveis
na decomposigao de wavelets de { X (¢) };er sao claramente estacionérios pois
todos eles sao zeros ou Zy, k € Z (o nivel correspondente ao Wy).

Teorema 4.17. Seja { X (t) }1er um processo estaciondrio tal que a fung¢ao de
autocovariancia yx(t,s) € limitada e continua em R%. Sejam d;j definidos
para todo j, k. Se {X(t)her € fracamente estaciondrio, entio o processo
formado pelo conjunto {d;,j, k € Z} € fracamente estaciondrio.

Demonstracao: Ver Averkamp e Houdré (1998).

4.8.2 Whatening de Processos Estacionarios

Nesta secao apresentamos resultados que relacionam processos estacionarios
de tempo continuo e base de wavelets do tipo Meyer.

Definigao 4.16 (Wavelets Tipo Meyer). As funcoes escala e wavelet mae
das wavelets tipo Meyer (ver Walter, 1994) sao definidas no dominio da fre-
quéncia por

47/3
o(t) = %/o ®(w) cos(wt)dw,
© 47 /3
o(t) = —1/ B(w/2)B(w — 27) cosw(t — 1/2)duw
™ 2m/3
onde

e P é alguma medida de probabilidade sobre o intervalo [—%,

w+mT 1/2 . w/2+7r

d(w) :(/ dP) . U(w) = eW( )
w—Tr w/2—7

3.

Observagao 4.7. A ortogonalidade das wavelets tipo Meyer é verificada
facilmente por

;]@(w—k%w)\Q = ;(/ww”kmdp)

+2km—7

w+(2k+1)7
= Z/ d]P’:/d]P’:l. (4.61)
L Jw—(2k=1)m R
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Seja { X () }+er, um processo estaciondrio e seja {X,,(t)}+cr sua projecao
no espaco de multiresolucao V,,, i.e.,

Xm(t) = Z Cm,kgbm,k:(t)a (462)

k

onde i = [ X (£)dmn(t)dt. Se a wavelet ¢ é r-regular (ver Definicio 4.6),
E[X(t) — X,.(t)]*> = 0, quando m — oo. (4.63)
Certamente, desde que
E[X(t) = Xm(t)]* = E[X*(t)] = 2E[X (1) X, (1)] + E[X, (1))
= xl0) =2 [ x(t = Kot s

L / / (1= ) Ko (5, o (£, u)duds  (4.64)

/yx(u — 5K (t,s)ds = yx(u—1t), quando m — oo,

uniformemente em conjuntos limitados. Entao, a expressao (4.63) é valida.

A declaragao informal “wavelets whiten data” pode ser formalizada se
os dados tem uma estrutura de dependéncia estacionaria. Considere uma
representagao equivalente de (4.62) dada por

= 3 Sl ()

) A————
onde
dj,k:/RX(th,k(t)dt- (4.65)
Entao,
E(d;rdj ) = _/7)( <2J>\D(%)
5 p—iwk2d Liwk'27 o—j/20— 124y, (4.66)

onde () e 4x(+) sao transformadas de Fourier de 9(-) e vx(-), respectiva-
mente. Explorando (4.66), Walter (1994) provou o resultado apresentado no
Teorema 4.18 a seguir.

Teorema 4.18. Seja { X (t)}1er, um processo estaciondrio. Consideremos
uma base de wavelets do tipo Meyer, tal que as transformadas de Fourier
de () e vx(-), denotadas por U(-) e yx(+), respectivamente, pertencem ao
espago CP.p > 1. Entdo, os coeficientes dj, e dj s definidos em (4.65)
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(i) sao correlacionados, se |j — j'| > 1,
(i) tem arbitrariamente correlagao pequena, se |j —j'| =1 e

(iii) tem correlagio da ordem de O(|k — K'|™P), se as escalas j e j'
coincidem.

Demonstragao: Ver Vidakovic (1999), pagina 275. O
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Capitulo 5

Teoria dos Valores Extremos

A teoria dos valores extremos desempenha um papel fundamental na mo-
delagem de eventos associados a probabilidades muito pequenas ou eventos
raros. Problemas relacionados a valores extremos existem na astronomia,
meteorologia, engenharia naval, oceanografia, controle de qualidade, em es-
tatisticas populacionais e na economia. Os fundamentos da teoria dos valores
extremos foram inicialmente propostos por Fisher e Tippett (1928). Estes
autores definiram os trés tipos possiveis de distribuicoes assintéticas de va-
lores extremos, conhecidas como tipo I ou de Gumbel, tipo II ou de Fréchet
e tipo III ou de Weibull. Essas distribuicoes sao frequentemente utilizadas
para estimar probabilidades de ocorréncia de eventos acima de valores pré-
estabelecidos.

Gnedenko (1943) provou as condigoes necessarias e suficientes para a exis-
téncia das distribuicoes assintéticas de valores extremos. Também determi-
nou que as caudas dessas distribuicoes, ou seja, a parte que trata dos valores
maximos e minimos menos frequentes, podem ser modeladas por algum tipo
de distribuicao continua. As caudas da distribuicao de Gumbel correspondem
as distribuicoes exponencial, gama, normal ou log-normal; as da distribuicao
de Fréchet seguem uma distribuicao de Cauchy, Pareto ou t de Student e as
da distribuicao de Weibull seguem uma distribuicao uniforme.

Sejam X7, Xo, - - - variaveis aleatérias i.i.d. representando riscos ou perdas
com uma funcdo de distribuicdo acumulada desconhecida (CDF) F(z) =
P(X; < ), para todo j € N. Uma perda é tratada como um nimero
positivo e os eventos extremos ocorrem quando as perdas tomam valores na
cauda direita da distribuigdo F(-). Definimos M,, = max(Xy,---, X,) como
a maior perda de uma amostra de tamanho n. Uma importante parte da
teoria dos valores extremos é focada na fungao de distribuicao de M,,. Com
a hipdtese de que as variaveis aleatorias sao independentes e identicamente
distribuidas, a funcao de distribuicao acumulada de M,, é dada por

P(M, <z)=P(X; <z, ,Xngx):ﬁF(x) = F"(x).

Jj=1
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Como F™(-) é desconhecida e a funcao de distribui¢do empirica ndo é sem-
pre um bom estimador para F"(-), uma aproximacgao assintética para F"(+),
baseada no Teorema de Fisher-Tippett (ver Fisher e Tippett, 1928), é usada
para fazer inferéncia sobre M,,. Além disso, como F"(z) — 0 ou 1, quando
n — +oo e x é fixo, a aproximacao assintotica é baseada na variavel maximo
normalizada, isto é,

7, = M’ (5.1)

O-TL

onde o, e i, sao sequéencias de nimeros reais tais que o, > 0 é interpretada
como uma medida da escala e u,, como uma medida da posi¢cao. O Teorema
de Fisher e Tippett (1928) diz que se 0 méximo normalizado dado em (5.1)
converge para uma fungao de distribuicao; a distribuicao resultante deve ser
uma distribui¢io generalizada de valores extremos (GVE), dada na expressao
(5.2), que inclui como casos particulares, as distribui¢oes de Gumbel, Fréchet
e Weibull.

O Teorema 5.1 a seguir indica que o maximo normalizado (M,, — u,)/0n
converge em distribuicao para uma variavel aleatéria com distribuicao nas
familias Gumbel (tipo I), Fréchet (tipo II) e Weibull (tipo III). Estas trés
classes de distribuicao sao denominadas coletivamente de distribuicoes de
valores extremos. Cada familia tem um parametro de locagao b e escala a.
O Teorema 5.1 diz que, quando M,, pode ser normalizado com sequéncias
apropriadas, a variavel normalizada correspondente tem uma distribuicao
que deve ser um dos trés tipos das distribuicoes de valores extremos.

Teorema 5.1. Se existem sequéncias de constantes (0,)nen € (fn)nen, com
on > 0, para todo n € N, tais que

lim P(M < z) = G(2),

n—00 On

onde G € uma funcao de distribuicao nao degenerada, entiao G(-) pertence a
uma das sequintes familias:

t 6(:) =exof —owp| (52| Lz e v

0, se z < [,

et = exp{_<zau>_a}’ se z > [
ey [ L] e
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para parametros o, i € R, com o > 0, e no caso das familias 11 e 111, o > 0.

Uma anélise mais completa é oferecida pela reformulacao dos modelos no
Teorema 5.1. As familias Gumbel, Fréchet e Weibull podem ser combinadas
em uma familia de modelos com distribuicao dada por

G(2) = exp{— {1 + g(%)} —1/5}7 (5.2)

definida no conjunto A ={z € R: 1+ &(z — p)/o > 0}, onde os parametros
satisfazem p € R, 0 € R, com ¢ > 0, e £ € R. Esta é a familia chamada
de distribui¢do generalizada de valores extremos (GVE). Essa classe de dis-
tribuigoes tem trés parametros: parametro de locacao u; parametro de escala
o e o parametro de forma &.

Observacao 5.1. O tipo II e tipo III das distribuicoes dos valores extremos
correspondem aos casos em que £ > 0 e £ < 0, respectivamente, nesta
parametrizacao. O subconjunto da familia GVE com £ = 0 é interpretado
como o limite de (5.2) quando £ — 0 conduzindo a familia Gumbel com
funcao de distribuicao dada por

6101 o -] (58]}, sem

A unificacao das trés familias das distribuicoes de valores extremos em
uma unica classe simplifica implementacoes estatisticas. Através da infe-
réncia sobre &, os dados determinam o tipo de comportamento da cauda e
nao ha necessidade de fazer julgamento prévio sobre qual familia de valores
extremos deva ser adotada. Por conveniéncia, temos o Teorema 5.2 em uma
versao modificada do Teorema 5.1.

Teorema 5.2. Se existem sequéncias de constantes (0p)nen € (fn)nen, com
on > 0, para todo n € N, tais que

lim ]P’(M < z) = G(z),

n—00 On

onde G é uma funcgdo de distribuicdo ndao degenerada, entio G(z) € membro
de uma familia GVE dada por

G(z) = exp{—[l +g('z;“>r/£}, 2 €A,

onde A={z€R:1+&(z—p)/o >0}, compeR, 0 R, como >0, e
EeR.

A seguir, apresentamos trés exemplos que mostram aplicacao do Teorema
5.2.
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Exemplo 5.1. Sejam X, X5, - variaveis aleatorias i.i.d. com distribuicao
£(1) cuja fungao de distribuicao é dada por F'(x) = 1—e~*, para todo = € R,
com z > 0. Neste caso, considerando ¢,, = 1 e u,, = In(n), para todo n € N,
temos que

Mn — Mn .
lim IP’(—M < z) = lim F"(z +In(n))
n—00 On n—00

= lim [1 — ¢~ EF)n
n—oo

- hm(l—e )
n—00 n

= exp(—e™?), (5.3)

para todo z € R. Portanto, a distribuicao limite é do tipo Gumbel, corres-
pondente a & = 0 na familia GVE.

Exemplo 5.2. Sejam X7, Xy, - varidveis aleatérias i.i.d. com distribuig¢ao
padrao de Fréchet cuja fungao de distribuicao é dada por F(x) = exp(—1/z),
para todo x € R, com z > 0. Considere o, = n e u, = 0, para todo n € N.
Entao,

(St ss) = e
= T}Lr&(exp{—l/(nz)})n
— exp(—1/2), (5.4)

para todo z € R, com z > 0. Portanto, neste caso o limite é também a
distribuicao padrao de Fréchet, com £ = 1 na familia GVE.

Exemplo 5.3. Sejam X, X,, - variaveis aleatorias i.i.d. com distribuicao
uniforme U (0, 1), cuja fungao de distribuigao é dada por F(z) = x, para todo
r € R, com0<x<1. Paratodo z € R, com z > 0, suponha quen > —z e
considere o, = 1/n e u, = 1, para todo n € N. Entao,

Mn - Mn . _
lim P(—M < z) = lim F*(n 'z +1)
n—00 On n—o00
= lim (1 + i)
n—oo n
= exp(2). (5.5)
Portanto, a distribuicao limite é do tipo Weibull, com ¢ = —1 na familia

GVE.
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Uma medida natural dos eventos extremos sao os valores de X; que exce-
dem um ponto inicial elevado u. Definimos a distribuicao de excessos acima
do ponto inicial © como a probabilidade condicional

F(y +u) — F(u)

Fuly) =P(X SutylX >u) = ——— F )

Ly>0. (56

Defini¢ao 5.1 (Distribuicao Generalizada de Pareto). A distribuicdo
generalizada de Pareto (GPD), G¢ : A — [0, 1], é definida por

Gelo) = { (e 20

ondeA:{xE]R:sz}sefZO,ouA:{:UeR:ngg—%}se§<0.

O Teorema 5.3 a seguir mostra que, para um alto valor de u, a distribuicao

de excessos (5.6) é bem aproximada pela distribuicdo generalizada de Pareto
(GPD).

Teorema 5.3. Seja (X1, Xo, -+, X,,) uma sequéncia de varidveis aleatdrias
independentes com funcao de distribuicao comum F', e seja

M, = max{Xy, -, X, }.

n

Denotamos por X wm termo arbitrdrio na sequéncia (X;)7_,

que F' satisfaz o Teorema 5.2. Entao,

e suponhamos

lim P(M,, < z2) =~ G(z),

n—00

oo (2]}

para algum p,o >0 e . Entao, para u suficientemente grande, a func¢ao de
distribuicao de X — u, condicionada em X > u, € aprorimadamente

onde

N

H(y)=1- <1 + %) , para todo y € B, (5.7)

onde B={yeR:y>0¢e(1+&y/5) >0}, com
=0+ &u—p). (5.8)

Demonstragao: Seja X uma variavel aleatoria com funcao de distribuicao
F'. Pelas suposicoes do Teorema 5.1, para n suficientemente grande,

F(2) %exp{ - [Hg(zj)}_ }
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para algum parametro p,o > 0 e £. Segue-se que

s

nln(F(z))z—ll%—ﬁ(Z;'u)} . (5.9)
Mas para valores grandes de z, uma expansao em série de Taylor implica
In(F(z)) ~ —(1 — F(2)). (5.10)
Substituindo (5.10) em (5.9),

1—F(u)zﬂ1+g(“;“>}

para u suficientemente grande. Similarmente, para y > 0,

1—F(u+y)z%[1+§(u+gj+u)}é.

i

Logo,
PX>u+ylX>u) =~ n_l[m]:é
n71[1+6(:—u)]—g
Euty—p) 7 —¢
= [1 + m}
i
_ [1+ g—y] : (5.11)
o
Portanto,

it

P(X§u+y|X>u)%1—[1+£Ty} ;
G

onde & =0 + &(u — p).
0

A seguir apresentamos alguns exemplos em termos da distribuicao de
exXCESSO0S.

Exemplo 5.4. Para uma variavel aleatéria com distribuicao exponencial,
sabemos que F(z) = 1 — e ®, para todo > 0. Pelo célculo direto, a
expressao (5.6) nos fornece

1-Flut+y) e @

= Flu) = = e Y, para todo y > 0.

Consequentemente, o limite da distribuicao de excessos é a distribuicao ex-
ponencial, correspondente a £ = 0 e ¢ = 1 na familia generalizada de Pareto.
Este é um resultado exato para todos os pontos u > 0.
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Exemplo 5.5. Para uma variavel aleatéria com distribuicao de Fréchet,
sabemos que F(z) = exp(—1/z), para todo > 0. Note que

(55)

e x 1 — ¢ wty

lim A ane—1>.(1+€)]
u

U—00 (1 + %)_1 U—>00 l—e"u

1
1— e ut
= lim (e—ly) - lim (1+£) =1.
U—00 1—eu U—00 u

Segue-se entao que a expressao (5.6) nos fornece

1 -1
1-F 1—e ut
(u+y) e y~(1+y)
u

1—F('U/) ]_—6_%

quando u — oo, para todo y > 0. Neste caso, o limite da distribuicao de
excessos corresponde a distribuicao de Pareto com £ =1 e ¢ = u.

Exemplo 5.6. Para uma varidvel aleatéria com distribui¢ao uniforme U (0, 1),
sabemos que F(r) = z, para 0 < x < 1. Segue-se que a expressao (5.6)
fornece
1-Flut+y) 1—(u+y) Y
1—Fu) — 1—-u 1—u’
para 0 < y < 1—u. Portanto, o limite da distribuicao de excessos corresponde
ao caso da distribuicao generalizada de Pareto com { = —-1ed =1 —u.

Para mais detalhes ver Embrechts et al. (1997) e Coles (2001).

5.1 Distribuicoes Estaveis

Distribuicoes estaveis sao uma classe rica de distribuicoes de probabilidade
que permitem caudas pesadas e tém fascinantes propriedades matematicas.
A classe foi caracterizada por Paul Lévy em seu estudo das somas de variaveis
aleatorias independentes e identicamente distribuidas em 1920. A inexistén-
cia de férmulas fechadas para as funcoes densidade e de distribuigao com
excegao de trés casos (Gaussiana, Cauchy e Lévy), foi a maior desvantagem
no uso de distribuicoes estaveis. No entanto, hoje existem programas com-
putacionais confidaveis para calcular as funcoes densidade, de distribuicao e os
quantis estaveis. Com estes programas, é possivel utilizar modelos estaveis
em uma variedade de problemas aplicados. Apresentamos, nesta secao, fatos
basicos das distribuigoes estaveis no caso univariado.

Uma importante propriedade de variaveis aleatorias com distribuicao nor-
mal ou Gaussiana é que a soma de duas varidveis é uma variavel aleatoria
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com distribui¢ao normal. Uma consequéncia é que se X é normal, entao para
X; e Xs, copias independentes de X, com a e b constantes positivas,

aX;+bXo 2 X +d (5.12)

para uma constante positiva c e algum d € R. O simbolo 2 significa igualdade
em distribuigdo. Em palavras, a equacao (5.12) diz que a forma de X é
preservada sob a adicao. Esta secao trata da classe de distribui¢oes com esta
propriedade.

Definicao 5.2 (Variavel Aleatéria Estavel). Uma variavel aleatéria X é
estdavel se X; e X5 sao copias independentes de X e se a e b sao contantes
positivas, entao vale a equagao (5.12) parac > 0 e d € R. A variavel aleatdria
X ¢é estritamente estdvel se vale a equagao (5.12) com d = 0 para todas as
escolhas de a e b. Uma variavel aleatoria é estdvel simétrica se é estavel e
simetricamente distribuida em torno de 0, isto é, X 2_Xx.

O teorema a seguir mostra a condicao que caracteriza uma variavel ale-
atoria estavel.

Teorema 5.4. A varidvel aleatdria X € estavel se e somente se, para todo
n > 1, existem « € (0,2] e constante real d,, € R tais que

Xy 4+ X, Zplox 44,

onde X1, -+, X, sao varidveis aleatorias independentes e sao copias idénti-
cas de X. A v.a. X € estritamente estavel se e somente se, d, = 0, para
todo n € N.

Demonstracao: Ver Nolan (2009), pagina 7. O

A seguir apresentamos uma definicao equivalente de variavel aleatéria
estavel. A funcao sinal serd usada na Definicao 5.3 e é definida por

-1, u <0,
sign(u) = 0, u=0 (5.13)
1, u>0.

Definicao 5.3. Uma variavel aleatéria X é estdvel se e somente se X z
aZ +b,onde 0 < a <2, -1 < <1 a>0b€eReZ éuma variavel
aleatoria com funcgao caracteristica

ey — f ST — B tan(E) ), o £ 1,
et =B6) = { U iy, a1 O

para todo t € R.
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As distribuigoes estaveis sao simétricas em torno de zero quando g = 0
e b = 0. Neste caso, a fungao caracteristica de aZ (ver Definigdo 5.3) tem a
forma simples dada por

ox(t) =e M para todo t € R.

Observacao 5.2. A Definicao 5.3 mostra que, em geral, distribuicoes es-
taveis exigem quatro parametros para serem descritas: indice de estabilidade
a € (0,2], parametro de inclinagdo § € [—1, 1], parametro de escala v > 0
e parametro de posicao 0 € R. Na literatura é usual denotar a classe das
distribuigoes estaveis por S, (8,7, 9).

Existem trés casos onde é possivel dar a expressao fechada para a funcao
densidade (ver Figura 5.1) e verificar diretamente que a varidvel aleatéria em
questao é estavel.

—_— Normal
Cauchy
<
<)
™
o
N
o
]
<]
o |
S

-10 -5 0 5 10

Figura 5.1: Fungoes Densidades das Distribuigoes NV(0, 1), C(1,0) e Lévy(1,
0).

Exemplo 5.7 (Distribui¢ao Normal ou Gaussiana). A varidvel aleatéria
X tem distribuigao N (i, 0?) se tem funcao densidade dada por

fx(z) = \/21—7m eXp{ — %} zeR.
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A funcao de distribuicao acumulada é dada por Fx(zr) = P(X < z) =
qbz(%), onde ¢z(+) é a fungao de distribui¢cdo acumulada de uma varidvel
aleatéria normal padronizada. A distribuigao N (i, o?) é estavel com a =

2,8 =0,a=0/v2,b=p, ou seja, a varidvel aleatéria X 2 S5(0,0/V/2, ).

Exemplo 5.8 (Distribuicao de Cauchy). A varidvel aleatéria X tem
distribui¢ao C(vy, ) se tem funcao densidade dada por

1 gl
= € R.
Jx(x) T2+ (x —§)%’ v
A distribui¢ao C(v,6) é estavel com o = 1,5 = 0,a = ,b = J, ou seja, a

varidvel aleatéria X 2 51(0,7,0).

Exemplo 5.9 (Distribuigao de Lévy). Considere a varidvel aleatéria X ~
Lévy(7, ) cuja funcao densidade é dada por

fx(x) = \/gm exp{ — ﬁ}, 0 <x < o0.

A distribuicao de Lévy é estavel com aw =1/2, 5 =1,a = 7,b = 4, ou seja, a

varidvel aleatéria X 2 Si(L, J).

Existem diferentes parametrizagoes para as distribuigoes estaveis. A (0)-
parametrizacdo é a mais usual em aplicagdes, que é uma variagdo da (M)-
parametrizacao de Zolotarev (1986). Dizemos X ~ S,(3,7,0;0) se a funcao
caracteristica de X ¢ dada por ¢x(t) = E(e"?)

{ exp (—7°[t]*[1 +if tan(%) (sign(t)) ((v([t) '~ = )] +idt), a#1,
exp (— v|t|[1 + iB2(sign(t))(In(|t]) + In(v))] + idt), a=1,
(5.15)

para todo t € R, onde sign(-) é dada pela expressao (5.13).

5.2 Estimadores para o Parametro «

O parametro mais importante para ser estimado em dados com caudas pe-

sadas é a sua taxa de decaimento a que determina a probabilidade da ocorrén-

cia dos valores extremos da distribuicao subjacente. Isto é, a é o parametro
tal que

. P(X >2)

lim ————= =1,

z—00 (O x—«

onde C é uma constante positiva. Diversos métodos vem sendo propostos

para a estimacao do parametro a. Geralmente, estao divididos em quatro
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categorias de métodos: baseados no estimador de Hill, baseados na maxima
verossimilhanca, baseados em quantis e baseados na funcao caracteristica.

Nesta secao, apresentamos alguns estimadores para o parametro a: o
estimador de Hill (ver Hill, 1975); uma versao suavizada do estimador de Hill,
proposta por Resnick e Starica (1997); o estimador de méaxima verossimilhan-
¢a (ver Nolan, 2001); o estimador baseado na funcao caracteristica empirica,
proposto por Press (1972) e o estimador de regressao baseado na funcao ca-
racteristica empirica (ver Koutrouvelis, 1981). Por fim, propomos um método
de estimacao para o parametro «, baseado na funcao caracteristica empirica,
utilizando o procedimento de encolhimento de wavelets (ver Capitulo 4).

No método proposto por Hill (1975), nao é necessario assumir uma forma
paramétrica para a funcao de distribuicao. Este método focaliza apenas no
comportamento da cauda. Entretanto, na pratica, o estimador de Hill é
dificil de ser utilizado, por duas principais razoes: vicio alto e sensibilidade
na escolha do numero de estatisticas de ordens utilizadas na estimacgao. O
estimador de Hill geralmente nao funciona para distribuicoes estaveis quando
a > 1.5 (ver Resnick e Starica, 1997 e McCulloch, 1997). Para descrever o
estimador de Hill, consideramos a definicao a seguir.

Definicao 5.4 (Estimador de Hill). Seja (X, --,X,) uma amostra
aleatdria. Considere as estatisticas de ordem como sendo

0< Xy < Xg << Xy

Para um ntimero positivo k, o estimador de Hill para « é definido por

Gy = (kz > (X)) - 1n<X<k+1>>>> : (5.16)

7=1
O estimador de Hill para a depende do inteiro k. Pode ser mostrado

(ver Embrechts et al., 1997) que se F(-) estd no dominio da distribuicao
generalizada de Pareto, entao &,(fn) é assintoticamente normal com variancia
assintotica dada por

avar(@]giz) =k 'a?
Definigao 5.5 (Variacao Regular). Uma fungao positiva L(-) mensuravel
a Lebesgue sobre (0, 00), é de variagdo lenta no oo se

L(tx)

=1
T—00 L(q})

, para todo t > 0. (5.17)

Denotamos L € Ry. Uma fungao positiva h(-) mensuravel a Lebesgue sobre
(0,00), é de variagdo lenta no oo com indice o € R se
h(tx)

zlggo h(@) =t*, paratodot > 0. (5.18)

Denotamos h € R,,.
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O Teorema 5.5, a seguir, descreve as principais propriedades assintoticas
do estimador de Hill.

Teorema 5.5. Seja { X, }ez um processo estritamente estaciondrio com fun-
¢ao de distribuicao marginal Fx (-) onde, para algum o > 0, e L € Ry tem-se
que
1 —Fx(x) =P(X >z)=a “L(x), para todo x> 0. (5.19)
)

Seja M) = ,(m o estimador de Hill dado na expressdo (5.16).

(a) (Consisténcia Fraca) Se o processo { X} ez, constituido por varid-
veis aleatorias i.i.d., € fracamente dependente e linear e se k — oo e
.k .
lim — =0, entao
n—oo N
o £ o
(b) (Consisténcia Forte) Se o processo { Xi}iez € constituido por varid-

veis aleatorias 1.1.d. e se lim — =0 e lim ———— = 00, entao
n—oo N n—o00 ln(ln( ))

a5 g, (5.20)

(¢) (Normalidade Assintdtica) Se o processo {Xi}iez € constituido por
varidveis aleatdrias i.i.d. e se as condi¢oes dadas nos itens (a) e (b)
sobre o k estdao satisfeitas, entao

VEG™ — o) 2 N(0,0?). (5.21)
Demonstracao: Ver Embrechts et al. (1997), pagina 336.
]

Para descrever a versao suavizada do estimador de Hill, proposta por
Resnick e Starica (1997), considere a seguinte definigao.

Defini¢ao 5.6 (Estimador de Hill Suavizado). Seja (Xi,---,X,) uma
amostra aleatéria. Considere as estatisticas de ordem como sendo

0<X(1) SX(Q) < .- SX(n).

Para um numero positivo k, o estimador de Hill suavizado para « é definido

por
~ (HS) _ 29
ak,u u - 1 k Z p,n7 (5 )
p=k+1

ondeu >1e éy}(ﬁ? ¢ o estimador de Hill dado na Definigao 5.4.
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Esta versao do estimador de Hill, tem propriedades assintéticas satis-
fatorias, mas as estimativas variam consideravelmente com a escolha de k e
de u.

Nolan (2001) descreve o método de maxima verossimilhanga, para estimar
todos os parametros de uma distribuicao estavel, e mostra que o estimador
de méaxima verossimilhanca para o parametro « é altamente eficiente quando
a estd proximo de 2, em contraste com o estimador de Hill nesta mesma
regiao.

Defini¢ao 5.7 (Estimador de Maxima Verossimilhanga). Seja uma
amostra aleatéria (X1, .-+, X,,) e © = {(«a, 5,7,0) : a € (0,2],5 € [-1,1],7 €
(0,00),6 € R} o espago dos parametros. Considerando a (0)-parametrizacao
usual, o estimador de madxima verossimilhanca para o vetor de parametros
0 = (o, 3,7,9) € © é obtido maximizando a fungao

L(6) = Zln(fﬂxi;m),

onde fx(-;0) é a fungao densidade da distribuigao estével.

Observacao 5.3.

a) Em geral, ndo sabemos a férmula fechada para a funcdo densidade de
distribuicoes estaveis, e temos que aproxima-la numericamente ou por inte-
gracao numérica direta, lidando com o aumento do tempo computacional.
O método de integragao direta, proposto por Nolan (1997) e Nolan (2001),
consiste de integracao numérica das férmulas de Zolotarev (1986), para as
funcoes densidade e de distribuicao.

b) Denotamos por e, 0 estimador de mdxima verossimilhanca para o
parametro «.. A variancia assintética para Ay, ¢ dada por

2

o4
avar(Qple) = —=2, (5.23)

n
onde o2 ¢ a primeira entrada da matrix inversa 4 x 4 da informacao de

Fisher (ver Definicdo A.2 no Anexo A).
Press (1972), baseou-se na funcao caracteristica empirica para estimar o
parametro « (ver Defini¢ao 5.9). Observe que, pela expressao (5.15), obtemos
lox ()] = exp(—v|t|¥), para todo t € R.

Portanto,
In(|px(t)]) = —7|t|*, para todot € R. (5.24)
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Dados tl,tg € R, tl 7é tg,

In(lox(t)]) = =7ta|* e In([ex (t2)]) = —ta]". (5.25)

Dividindo as duas equagoes, na expressao (5.25), obtemos

b[*_ (lpx (b))
ta In([px(t2)])
Portanto,
In(jex (t1)])
1“( (lex (22)]) D
O{ g

t
I (|1
Definicao 5.8 (Estimador Baseado na FCE). Seja (Xi,---,X,)" uma
amostra aleatoria. A funcdo caracteristica empirica é dada por

n

px(t) = % > et (5.26)

Jj=1

Dados t1,t5 € R, t; # to, um estimador para «, baseado na funcao carac-
teristica empirica, proposto por Press (1972), denotado por Gy, é definido

por
In(|@x (t1)])
hl( n(|Gx (t2)]) D

m(z)

Olfce =

onde |¢x(-)| é dado em (5.26).

Observacao 5.4.

a) Note que {¢x(t) }er € um processo estocastico e |@x(t)| < 1, para todo
t € R. Portanto, todos os momentos de ¢x(+) sao finitos, e para todo t € R
tem-se que ¢ x(t) é a média amostral de varidveis aleatérias independentes e
identicamente distribuidas. Logo, pela lei dos grandes nimeros, ¢px(-) é um
estimador consistente para @x(-).

b) Ainda é questao de estudo a escolha étima para t; e t5. Aqui consideramos
t1 = 0.2 e t5 = 0.8. Para detalhes sobre a escolha dos valores t; e ty, ver
Besbeas (2008).

c) A variancia assintética de dye. é dada por
2

o
avar(Ggee) = —=, (5.27)
n
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onde

» [ [ex )] — 20@x ()]
e 2flgx ()| In(Jgx (b)) In (|2])]°
[1+ [px(2t2)] — 2|@x (t2)]?]
2[|@x (t2) | In(|@x (t2)]) In (| 2])]°
[|ox (t1 + to)| + [Px (t1 — t2)| — 2]Dx (1)]|x ()]
[1ox ()| 6x (t2)| In(|@x (¢1)]) In(|@x (£2)]) [ In ‘t—ll ]

Observe que pela expressao (5.24) obtemos

In(—In(Jex(¢)]) = In(7) + aln(ft]), teR. (5.28)

A equagao (5.28) sugere estimar o parametro «, utilizando regressao linear
de y; = In(—In(|ex(t)])) versus z; = In(J¢;]), no modelo dado na expressao
(3.6), para um conjunto de pontos {¢;}7.,, onde a = In(y) e ¢; denota um
erro aleatdrio, para todo j € {1,--- ,m}.

Definigao 5.9 (Estimador Utilizando Regressao Baseado na FCE).
Seja (X1, -+, X,) uma amostra aleatéria. Dada uma sequéncia de pontos
{tj}}”:l, t; € R, o estimador baseado na funcao caracteristica para o, uti-
lizando regressao linear e denotado por dyeg, ¢ definido por

Z —In(|ox(%5)])))

Qg = - (5.29)

e a variancia de d., € dada por

Var (In(—In(|ex(t5)])))

m Y

> (x;—7)

J=1

Var(Gyeg) = (5.30)

. _ 1 . )
onde z; = In(|t;|), para todo j € {1,--- ,m}, T = EZ@“] e px(-) é dado
pela expressao (5.26).

Propomos, a seguir, um estimador para «, baseado no estimador de re-
gressao, utilizando o procedimento de encolhimento de wavelets (ver Secao
4.6).
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Definicao 5.10 (Estimador Baseado em Wavelets). Seja (X, -+, X,,)
uma amostra aleatéria. Dada uma sequéncia de pontos {t;}7,, t; € R , seja
¢ x(+) o sinal dado pela expressao (5.26). Para obtermos o estimador baseado
na funcao caracteristica para «, utilizando o procedimento de encolhimento
de wavelets, denotado por Auyave, € preciso seguir os seguintes passos:

1. Aplicar a transformada discreta de wavelet, com J niveis, para o sinal
|©x (+)|, obtendo coeficientes contaminados por ruidos dy, ds, - -+ ,d s, s ;.

2. Usar limiares para diminuir os coeficientes, tornando nulos aqueles
coeficientes abaixo de um determinado valor, nas escalas j mais finas,
para obtermos novos coeficientes dy = dx,0,(d1), -+ ,d;j = x,0,(d;). A
fungao encolhimento 6.(x) encolhe x para zero e é parametrizada por
¢ = Ao, onde A é o limiar (ver Definicdo 4.14) e o é uma estimativa da
escala do ruido.

3. Aplicar a transformada inversa discreta de wavelets usando os coefi-
cientes de detalhes dy, - - - ,d;, dj11,--- ,d s, s; para obter o estimador de
encolhimento de wavelets para o sinal |px(+)|. Denotamos por [@wave(*)|
o estimador de escolhimento de wavelets para |@x(+)].

Portanto, um estimador para «, aplicando o procedimento de encolhimento
de wavelets, é definido por

> (= T) (= (| Guae(t;)])))
Qwave = = m (531)
Z(%‘ — )’

e a variancia de Qyawe € dada por

Var(in) — Yo (2w (1)) 52

m

> (z;—7)?

j=1

, 1L 5 , :
onde Tj = ln(‘tjD? para ) € {17 7m}7 T = E.Zlmj, |90wave(')’ ¢ o esti-
j:
mador de encolhimento de wavelets para |px(-)].

Para detalhes sobre a escolha da sequéncia {t;}7_,, ver Besbeas (2008).
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5.3 Simulacoes

Para analisar o estimador dryave, proposto na Se¢ao 5.2, geramos séries tem-
porais a-estaveis simétricas de média 0, com 1000 replicagoes e tamanho
amostral n € {1000, 5000, 10000, 50000, 100000}. Calculamos o valor médio,
o vicio, erro quadratico médio (eqm) e variancia (var) e comparamos com 0s
resultados obtidos pelos estimadores Qe € Greg. Nesta andlise, nao utilizamos
o estimador A, por exigir tempo computacional muito grande.

Para obter o estimador Qyawe, consideramos a wavelet “s8”, o nivel J =
|logy(n) ], o limiar universal (ver Definigdo 4.14), a estimativa do nivel do
ruido o = —1 e a fungao de encolhimento dura (ver Observagao 4.13). Para
os estimadores Greg € Guave, consideramos a sequéncia de pontos {t; ?2010,
definida por t; = 0.1+ (j — 1)%%, para todo j € {1,2,---,2000}.

As Tabelas 5.1 a 5.5, apresentam os resultados das simulagoes. Note que
os estimadores Gce, Qreg € Qwave fOrnecem boas estimativas e sao similares,
mas o estimador . apresentou melhores resultados para a variancia e o
erro quadratico médio. Verificou-se menores valores da variancia e do erro
quadratico médio em quase todo o experimento.

Observa-se também nas Tabelas 5.1 a 5.5, que para todo a € {0.1,- -+, 2},
o tamanho amostral n nao altera muito nos resultados dos estimadores pro-
postos. Para todo n € {1000,5000, 10000,50000, 100000}, os estimadores
Offee, Oreg € Qiyave apresentaram estimativas similares, com variancia e erro
quadratico médio sempre préximos de zero.

Para todo a € {0.1,0.2,--- ,1.4}, em quase toda a andlise, o estimador
Qwave apresentou vicio, variancia e erro quadratico médio inferiores aos re-
sultados obtidos pelos estimadores Qce € Gieg, €quiparando-se a estes para o
préximo a 2.
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Tabela 5.1: Resultado da Estimacao de o, baseada em (e, Greg € Qwae,
para S,(0,1,0) com n = 1000.

[ @ “ Estimador “ & vicio var eqm

Gifce 0.0945 -0.0055 0.0022 0.0022

0.1 Greg 0.0945 -0.0055 0.0022 0.0022
Gwave 0.0973 | -0.0027 | 0.0003 | 0.0003

Gfce 0.1951 -0.0049 0.0023 0.0023

0.2 Greg 0.1950 -0.0050 0.0023 0.0023
Gwave 0.1970 | -0.0030 | 0.0006 | 0.0006

Gfce 0.3048 0.0048 0.0023 0.0024

0.3 Greg 0.3051 0.0051 0.0024 0.0024
Gwave 0.3036 0.0036 | 0.0008 | 0.0008

Gfce 0.4004 0.0004 0.0024 0.0024

0.4 Greg 0.4000 0.0000 0.0024 0.0024
Gwave 0.4014 0.0014 0.0011 0.0011

Afce 0.5018 0.0018 0.0024 0.0023

0.5 Greg 0.5016 0.0016 0.0024 0.0023
Gwave 0.5019 0.0019 | 0.0011 | 0.0011

Gfce 0.5976 -0.0024 0.0031 0.0031

0.6 Greg 0.5977 -0.0023 0.0031 0.0031
Awave 0.5997 -0.0003 0.0016 0.0016

Gfce 0.7038 0.0038 0.0031 0.0031

0.7 Greg 0.7036 0.0036 0.0031 0.0031
Gwave 0.7038 0.0038 | 0.0017 | 0.0017

Gifce 0.8070 0.0070 0.0033 0.0033

0.8 Greg 0.8069 0.0069 0.0033 0.0033
Gwave 0.8075 0.0075 | 0.0020 | 0.0020

Gfce 0.8919 -0.0081 0.0038 0.0039

0.9 Greg 0.8919 -0.0081 0.0038 0.0039
Gwave 0.8922 | -0.0078 | 0.0024 | 0.0024

Gfce 1.0026 0.0026 0.0032 0.0032

1.0 Greg 1.0026 0.0026 0.0032 0.0032
Gwave 0.9998 | -0.0002 | 0.0024 | 0.0024

Gfce 1.0988 -0.0012 0.0031 0.0031

1.1 Greg 1.0988 -0.0012 0.0031 0.0031
Bwave 1.0974 -0.0026 0.0022 0.0022

Afce 1.2017 0.0017 0.0034 0.0034

1.2 Greg 1.2019 0.0019 0.0034 0.0034
Gwave 1.2025 0.0025 | 0.0030 | 0.0030

Afeo 1.3052 | 0.0052 | 0.0033 | 0.0033

1.3 Greg 1.3050 0.0050 0.0033 0.0033
Awave 1.3070 0.0070 0.0028 0.0029

Afee 1.3981 | -0.0019 | 0.0029 | 0.0029

1.4 Greg 1.3984 -0.0016 0.0029 0.0029
Gwave 1.3977 | -0.0023 | 0.0024 | 0.0024

Gifce 1.5038 0.0038 0.0029 0.0029

1.5 Greg 1.5036 0.0036 0.0029 0.0029
Gwave 1.5041 0.0041 | 0.0027 | 0.0027

Gfce 1.5979 -0.0021 0.0039 0.0039

1.6 GQreg 1.5985 -0.0015 0.0040 0.0039
Gwave 1.5990 | -0.0010 | 0.0035 | 0.0035

Gfce 1.7023 0.0023 0.0037 0.0037

1.7 Greg 1.7024 0.0024 0.0037 0.0037
Gwave 1.7021 0.0021 | 0.0035 | 0.0035

Afeo 1.8022 0.0022 | 0.0023 | 0.0023

1.8 Greg 1.8024 0.0024 0.0023 0.0023
Gwave 1.8027 0.0027 0.0021 0.0021

Gfco 1.9005 0.0005 0.0015 0.0015

1.9 Greg 1.9004 0.0004 0.0015 0.0015
Gwave 1.9010 0.0010 | 0.0015 | 0.0015

Afeo 2.0014 | 0.0014 | 0.0001 | 0.0001

2.0 Greg 2.0014 0.0014 0.0001 0.0001
Gwave 2.0014 0.0014 | 0.0001 | 0.0001
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Tabela 5.2: Resultado da Estimacao de o, baseada em (e, Greg € Qwae,
para S,(0,1,0) com n = 5000.

[ oY “ Estimador “ & vicio var eqm

Gifce 0.1004 0.0004 0.0024 0.0023

0.1 Greg 0.1004 0.0004 0.0023 0.0023
Gwave 0.1000 0.0000 | 0.0003 | 0.0003

Gfce 0.2063 0.0063 0.0027 0.0027

0.2 Greg 0.2062 0.0062 0.0027 0.0027
Gwave 0.2012 0.0012 | 0.0005 | 0.0005

Gfce 0.2971 -0.0029 0.0021 0.0021

0.3 Greg 0.2972 -0.0028 0.0021 0.0021
Gwave 0.2991 | -0.0009 | 0.0007 | 0.0007

Gfce 0.4032 0.0032 0.0023 0.0023

0.4 Greg 0.4032 0.0032 0.0023 0.0023
Gwave 0.3995 -0.0005 0.0010 0.0010

Afoo 0.5020 0.0020 | 0.0024 | 0.0024

0.5 Greg 0.5020 0.0020 0.0024 0.0024
Grwave 0.5022 0.0022 | 0.0011 | 0.0011

Gfce 0.6049 0.0049 0.0033 0.0033

0.6 Greg 0.6051 0.0051 0.0033 0.0033
Awave 0.6000 0.0000 0.0018 0.0018

Gfce 0.7025 0.0025 0.0029 0.0029

0.7 Greg 0.7027 0.0027 0.0029 0.0029
Gwave 0.6997 | -0.0003 | 0.0017 | 0.0017

Gifce 0.7949 -0.0051 0.0029 0.0029

0.8 Greg 0.7947 -0.0053 0.0029 0.0029
Gwave 0.7944 | -0.0056 | 0.0020 | 0.0020

Gfce 0.8963 -0.0037 0.0031 0.0031

0.9 Greg 0.8963 -0.0037 0.0031 0.0031
Gwave 0.8981 | -0.0019 | 0.0020 | 0.0020

Gfce 1.0031 0.0031 0.0028 0.0028

1.0 Greg 1.0029 0.0029 0.0028 0.0028
Gwave 1.0017 0.0017 | 0.0021 | 0.0021

Gfce 1.1006 0.0006 0.0032 0.0032

1.1 Greg 1.1008 0.0008 0.0032 0.0032
Gwave 1.1000 0.0000 | 0.0025 | 0.0025

Afce 1.2058 0.0058 0.0038 0.0038

1.2 Greg 1.2057 0.0057 0.0037 0.0038
Gwave 1.2055 0.0055 | 0.0027 | 0.0027

Gfee 1.3069 0.0069 0.0034 0.0035

1.3 Greg 1.3069 0.0069 0.0034 0.0034
Awave 1.3049 0.0049 0.0026 0.0026

Afee 1.4002 | 0.0002 | 0.0031 | 0.0031

1.4 Greg 1.4002 0.0002 0.0031 0.0031
Gwave 1.4018 0.0018 | 0.0027 | 0.0027

Gifce 1.4994 -0.0006 0.0033 0.0033

1.5 Greg 1.4996 -0.0004 0.0033 0.0033
Gwave 1.498 | -0.0020 | 0.0030 | 0.0030

Gfce 1.5995 -0.0005 0.0032 0.0032

1.6 GQreg 1.5995 -0.0005 0.0032 0.0032
Gwave 1.6000 0.0000 | 0.0029 | 0.0029

Gfce 1.7000 0.0000 0.0031 0.0031

1.7 Greg 1.7004 0.0004 0.0032 0.0031
Gwave 1.7022 0.0022 | 0.0030 | 0.0030

Afoo 1.8053 0.0053 | 0.0021 | 0.0021

1.8 Greg 1.8054 0.0054 0.0021 0.0021
Gwave 1.8066 0.0066 0.0020 0.0020

Ao 1.9022 0.0022 | 0.0013 | 0.0013

1.9 Greg 1.9023 0.0023 0.0013 0.0013
Gwave 1.9022 0.0022 | 0.0014 | 0.0014

GQfce 1.9999 -0.0001 0.0001 0.0001

2.0 Greg 2.0000 0.0000 0.0001 0.0001
Awave 1.9999 -0.0001 0.0001 0.0001
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Tabela 5.3: Resultado da Estimacao de o, baseada em (e, Greg € Qwae,
para para S,(0,1,0) com n = 10000.

[ « “ Estimador “ & vicio var eqm
Gifce 0.1012 0.0012 0.0026 0.0026
0.1 Greg 0.1014 0.0014 0.0026 0.0025
Gwave 0.0980 | -0.0020 | 0.0003 | 0.0003
Gfce 0.2033 0.0033 0.0026 0.0026
0.2 Greg 0.2033 0.0033 0.0026 0.0026
Gwave 0.2014 0.0014 | 0.0006 | 0.0006
Gfce 0.3011 0.0011 0.0023 0.0023
0.3 Greg 0.3012 0.0012 0.0023 0.0023
Gwave 0.3005 0.0005 | 0.0008 | 0.0008
Gfce 0.3948 -0.0052 0.0024 0.0024
0.4 Greg 0.3948 -0.0052 0.0024 0.0024
Gwave 0.3998 | -0.0002 | 0.0008 | 0.0008
Afce 0.4988 -0.0012 0.0028 0.0027
0.5 Greg 0.4989 -0.0011 0.0027 0.0027
Gwave 0.5013 0.0013 | 0.0012 | 0.0012
Afee 0.5940 | -0.0060 | 0.0027 | 0.0027
0.6 Greg 0.5942 -0.0058 0.0027 0.0027
Awave 0.5953 -0.0047 0.0015 0.0015
Gfce 0.7035 0.0035 0.0028 0.0028
0.7 Greg 0.7036 0.0036 0.0028 0.0028
Gwave 0.7040 0.0040 | 0.0018 | 0.0018
Gifce 0.8005 0.0005 0.0030 0.0030
0.8 Greg 0.8008 0.0008 0.0030 0.0030
Gwave 0.8007 0.0007 | 0.0019 | 0.0019
Gfce 0.8986 -0.0014 0.0032 0.0032
0.9 Greg 0.8991 -0.0009 0.0032 0.0032
Gwave 0.9005 0.0005 | 0.0021 | 0.0021
Gfce 0.9967 -0.0033 0.0033 0.0033
1.0 Greg 0.9967 -0.0033 0.0033 0.0032
Gwave 0.9968 | -0.0032 | 0.0024 | 0.0024
Gfce 1.0917 -0.0083 0.0034 0.0034
1.1 Greg 1.0917 -0.0083 0.0034 0.0034
Gwave 1.0925 | -0.0075 | 0.0024 | 0.0025
Afce 1.2023 0.0023 0.0035 0.0035
1.2 Greg 1.2024 0.0024 0.0035 0.0035
Gwave 1.2033 0.0033 | 0.0027 | 0.0027
Afeo 1.2969 | -0.0031 | 0.0037 | 0.0037
1.3 Greg 1.2972 -0.0028 0.0037 0.0036
Awave 1.2968 -0.0032 0.0030 0.0030
Afeo 1.4043 | 0.0043 | 0.0036 | 0.0036
1.4 Greg 1.4041 0.0041 | 0.0036 | 0.0036
Gwave 1.4035 0.0035 | 0.0029 | 0.0029
Gifce 1.5095 0.0095 0.0038 0.0039
1.5 Greg 1.5095 0.0095 0.0038 0.0039
Gwave 1.5063 0.0063 | 0.0032 | 0.0032
Gfce 1.5981 -0.0019 0.0038 0.0038
1.6 GQreg 1.5983 -0.0017 0.0038 0.0038
Gwave 1.5985 | -0.0015 | 0.0033 | 0.0033
Gfce 1.6923 -0.0077 0.0033 0.0033
1.7 Greg 1.6921 -0.0079 0.0033 0.0033
Gwave 1.6952 -0.0048 0.0031 0.0031
Afce 1.8027 0.0027 0.0027 0.0027
1.8 Greg 1.8026 0.0026 0.0026 0.0026
Gwave 1.8032 0.0032 | 0.0027 | 0.0026
Ao 1.9014 0.0014 | 0.0017 | 0.0017
1.9 Greg 1.9016 0.0016 0.0017 0.0017
Gwave 1.9017 0.0017 | 0.0015 | 0.0015
GQfce 1.9998 -0.0002 0.0001 0.0001
2.0 Greg 1.9998 -0.0002 0.0001 0.0001
Awave 1.9998 -0.0002 0.0001 0.0001
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Tabela 5.4: Resultado da Estimacao de o, baseada em (e, Greg € Qwae,
para S,(0,1,0) com n = 50000.

[ « “ Estimador “ & vicio var eqm

Gifce 0.0995 -0.0005 0.0024 0.0024

0.1 Greg 0.0995 -0.0005 0.0024 0.0023
Gwave 0.1007 0.0007 | 0.0002 | 0.0002

Gfce 0.2037 0.0037 0.0030 0.0030

0.2 Greg 0.2039 0.0039 0.0030 0.0030
Gwave 0.1993 | -0.0007 | 0.0005 | 0.0005

Gfce 0.2962 -0.0038 0.0026 0.0026

0.3 Greg 0.2962 -0.0038 0.0026 0.0026
Gwave 0.2986 | -0.0014 | 0.0007 | 0.0007

Gfce 0.3997 -0.0003 0.0020 0.0020

0.4 Greg 0.3999 -0.0001 0.0020 0.0020
Gwave 0.4019 0.0019 | 0.0010 | 0.0010

Afce 0.5048 0.0048 0.0027 0.0027

0.5 Greg 0.5048 0.0048 0.0026 0.0027
Gwave 0.5017 0.0017 | 0.0013 | 0.0013

Gfce 0.599 -0.0010 0.0029 0.0029

0.6 Greg 0.5992 -0.0008 0.0029 0.0029
Awave 0.6002 0.0002 0.0016 0.0016

Gfce 0.6982 -0.0018 0.0029 0.0029

0.7 Greg 0.6984 -0.0016 0.0029 0.0029
Gwave 0.6989 | -0.0011 | 0.0017 | 0.0017

Gifce 0.8036 0.0036 0.0030 0.0030

0.8 Greg 0.8039 0.0039 0.0030 0.0030
Gwave 0.8036 0.0036 | 0.0018 | 0.0018

Gfce 0.8977 -0.0023 0.0027 0.0027

0.9 Greg 0.8980 -0.0020 0.0027 0.0027
Gwave 0.8988 | -0.0012 | 0.0018 | 0.0018

Gfce 0.9972 -0.0028 0.0031 0.0031

1.0 Greg 0.9972 -0.0028 0.0031 0.0031
Gwave 0.9984 | -0.0016 | 0.0024 | 0.0024

Gfce 1.1115 0.0115 0.0032 0.0033

1.1 Greg 1.1114 0.0114 0.0032 0.0033
Gwave 1.1095 0.0095 | 0.0024 | 0.0025

Afce 1.1971 -0.0029 0.0031 0.0031

1.2 Greg 1.1974 -0.0026 0.0031 0.0031
Gwave 1.1977 | -0.0023 | 0.0024 | 0.0024

Afeo 1.2940 | -0.0060 | 0.0035 | 0.0035

1.3 Greg 1.2940 -0.0060 0.0035 0.0035
Awave 1.2963 -0.0037 0.0029 0.0029

Afce 1.4066 0.0066 0.0040 0.0040

1.4 Greg 1.4066 0.0066 0.0040 0.0040
Gwave 1.4080 0.0080 | 0.0033 | 0.0033

Gifce 1.5013 0.0013 0.0037 0.0037

1.5 Greg 1.5018 0.0018 0.0037 0.0037
Gwave 1.5027 0.0027 | 0.0034 | 0.0034

Gfce 1.6019 0.0019 0.0033 0.0033

1.6 GQreg 1.6019 0.0019 0.0033 0.0033
Gwave 1.6029 0.0029 | 0.0027 | 0.0027

Gfce 1.7022 0.0022 0.0027 0.0027

1.7 Greg 1.7021 0.0021 0.0027 0.0027
Gwave 1.7034 0.0034 | 0.0024 | 0.0024

Afce 1.8004 0.0004 0.0030 0.0029

1.8 Greg 1.8006 0.0006 0.0030 0.0029
Gwave 1.8009 0.0009 0.0029 0.0029

Gfco 1.8975 -0.0025 0.0016 0.0016

1.9 Greg 1.8977 -0.0023 0.0016 0.0016
Gwave 1.8968 | -0.0032 | 0.0016 | 0.0016

Afce 2.0018 0.0018 0.0001 0.0001

2.0 Greg 2.0019 0.0019 0.0001 0.0001
Awave 2.0018 0.0018 0.0001 0.0001
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Tabela 5.5: Resultado da Estimacao de o, baseada em (e, Greg € Qwave,
para S,(0,1,0) com n = 100000.

[ « “ Estimador “ & vicio var eqm

Gifce 0.1037 0.0037 0.0021 0.0021

0.1 Greg 0.1037 0.0037 0.0021 0.0021
Gwave 0.1014 0.0014 | 0.0003 | 0.0003

Gfce 0.2041 0.0041 0.0022 0.0022

0.2 Greg 0.2040 0.0040 0.0022 0.0022
Gwave 0.1979 | -0.0021 | 0.0005 | 0.0005

Gfce 0.2963 -0.0037 0.0028 0.0028

0.3 Greg 0.2959 -0.0041 0.0028 0.0028
Gwave 0.2991 | -0.0009 | 0.0007 | 0.0007

Gfce 0.4011 0.0011 0.0027 0.0027

0.4 Greg 0.4008 0.0008 0.0027 0.0027
Gwave 0.4011 0.0011 | 0.0010 | 0.0010

Afce 0.5007 0.0007 0.0028 0.0028

0.5 Greg 0.5007 0.0007 0.0028 0.0028
Gwave 0.5005 0.0005 | 0.0013 | 0.0013

Afee 0.6014 | 0.0014 | 0.0030 | 0.0030

0.6 Greg 0.6013 0.0013 0.0030 0.0030
Gwave 0.6013 0.0013 | 0.0016 | 0.0016

Gfce 0.7033 0.0033 0.0035 0.0035

0.7 Greg 0.7038 0.0038 0.0036 0.0036
Gwave 0.7029 0.0029 | 0.0020 | 0.0020

Gifce 0.8066 0.0066 0.0030 0.0030

0.8 Greg 0.8064 0.0064 0.0030 0.0030
Gwave 0.8054 0.0054 | 0.0019 | 0.0019

Gfce 0.8974 -0.0026 0.0028 0.0028

0.9 Greg 0.8973 -0.0027 0.0028 0.0028
Gwave 0.8974 | -0.0026 | 0.0020 | 0.0020

Gfce 0.9957 -0.0043 0.0031 0.0031

1.0 Greg 0.9955 -0.0045 0.0030 0.0030
Gwave 0.9978 | -0.0022 | 0.0021 | 0.0021

Gfce 1.0983 -0.0017 0.0036 0.0035

1.1 Greg 1.0986 -0.0014 0.0036 0.0035
Gwave 1.0971 | -0.0029 | 0.0026 | 0.0026

Afce 1.2108 0.0108 0.0038 0.0039

1.2 Greg 1.2109 0.0109 0.0038 0.0039
Gwave 1.2077 0.0077 | 0.0031 | 0.0031

Afeo 1.2982 | -0.0018 | 0.0030 | 0.0030

1.3 Greg 1.2980 -0.0020 0.0030 0.0030
Awave 1.3003 0.0003 0.0024 0.0024

Afeo 1.4022 | 0.0022 | 0.0033 | 0.0033

1.4 Greg 1.4016 0.0016 0.0033 0.0033
Gwave 1.4031 0.0031 | 0.0026 | 0.0026

Gifce 1.5047 0.0047 0.0038 0.0038

1.5 Greg 1.5047 0.0047 0.0038 0.0038
Gwave 1.5051 0.0051 | 0.0034 | 0.0034

Gfce 1.5989 -0.0011 0.0031 0.0031

1.6 GQreg 1.5991 -0.0009 0.0031 0.0031
Gwave 1.6010 0.0010 | 0.0029 | 0.0029

Gfce 1.7024 0.0024 0.0032 0.0032

1.7 Greg 1.7023 0.0023 0.0032 0.0032
Gwave 1.7020 0.0020 | 0.0032 | 0.0032

Afoo 1.8059 0.0059 | 0.0024 | 0.0024

1.8 Greg 1.8058 0.0058 0.0024 0.0024
Gwave 1.8071 0.0071 0.0022 0.0022

Afoo 1.9039 0.0039 | 0.0014 | 0.0014

1.9 Greg 1.9039 0.0039 0.0013 0.0014
Gwave 1.9050 0.0050 | 0.0013 | 0.0013

Afce 1.9992 -0.0008 0.0001 0.0001

2.0 Greg 1.9992 -0.0008 0.0001 0.0001
Awave 1.9991 -0.0009 0.0002 0.0002
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Capitulo 6

Analise em Sequéncias de DNA

Neste capitulo analisamos o parametro de longa dependéncia através de dife-
rentes transformagoes em seqiiéncia de DNA (ver Crato et al., 2011). Anali-
samos a longa dependéncia em sequéncias de DNA utilizando a metodologia
de mudanga de regimes, proposta por Liu (2000). Por fim, estudamos as
distribuicoes de distancias das regioes codantes e nao codantes em sequéncias
de DNA (ver Crato et al., 2011).

6.1 Longa Dependéncia Através de Diferentes
Transformacoes

Uma sequéncia de DNA é composta de bases A (adenina), C (citosina), T
(timina) e G (guanina). Para aplicar métodos numéricos a uma sequéncia
de nucleotideos ¢é necessario transforméa-la em uma sequéncia numérica. Do
ponto de vista bioldgico, é comum aplicar a regra SW “strong-weak pairing”,
a qual transforma C e Gem 1 e A e T em 0. Podemos igualmente fazer
a transformagao de acordo com o alfabeto da purina-pirimidina (regra RY),
que é A=G=1e C=T=—1. Esta regra descreve como as purinas (A e
G) e as pirimidinas (C e T) sao descritas ao longo da sequéncia.

Guharay et al. (2000) consideram as quatro bases A, C, G, T em um
tetraedro onde cada letra é equidistante das demais e as componentes dos
vetores somam zero, isto é, transforma A em (0.75,—0.25, —0.25, —0.25), C
em (—0.25,0.75, —0.25,-0.25), G em (—0.25,—0.25,0.75,—0.25) e T em
(—0.25,—-0.25,—0.25,0.75).

Cristea (2003) propde a seguinte representagdo para uma sequéncia de
nucleotideos: considera quatro vetores de mesmo tamanho, onde cada um
é simétrico aos demais, i.e., orientado para os cantos de um tetraedro, e
os vetores sao colocados em correspondéncia com os nucleotideos, na qual
destaca-se que os vértices de um tetraedro regular sao subconjuntos dos vér-
tices de um cubo. Portanto, esta regra transforma A em (1,1,1), C em
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(-1,1,-1), Gem (—1,—1,—1) e T em (1,—1,—1).

Para analisar a longa dependéncia consideramos a sequéncia de DNA
AL163202, correspondente a uma parte do cromossomo 21 do Homo sapiens
(com 340,000 pares de bases). Consideramos os estimadores CZ\N, dAGPH, CZDFA e
JWS, descritos na Se¢ao 2.2 e no Capitulo 3, calculados para as séries numéri-
cas obtidas para as possiveis transformacoes f : {A,C,G, T} — {0,1,2,3}.
Note que temos um total de 4* diferentes transformacoes, nas quais algumas
sao equivalentes. Por exemplo, {1,0,0,0}, {2,0,0,0}, {3,0,0,0} e {4,0,0,0}
tem necessariamente as mesmas correlagoes e estimativas espectrais. Neste
sentido, elas constituem uma classe de equivaléncia de transformacoes. Na
Tabela 6.1 escolhemos aquelas que sao representantes de cada classe, ou seja,
escolhemos as transformacoes relevantes. Embora cada transformacao apre-
sente uma propriedade diferente da sequéncia, note que todas elas apresen-
tam a caracteristica de longa dependéncia. Para cada sequéncia, testamos a
hipétese Hy : d = 0 versus H; : d # 0, cuja estatistica do teste é dada por

g dizdn 4 , je{W,GPH,DFA},

~ ~

Var(d,) Var(d;)

A

que tem funcao de distribuigao A(0,1), onde Var(d) é a variancia do esti-
mador d, com nivel de significancia de 5%, para todos os estimadores pro-
postos.

Tabela 6.1: Estimadores para o parametro d, para a sequéncia de DNA
AL163202, usando 30 diferentes transformacoes.

[ {ACGT}] dw | doen | dora [ {ACGT} | dw | depn | dora |

(0,0,0,1) ][ 0.0766 | 0.4016 | 0.1073 || (0,1,1,1) | 0.0749 | 0.3015 | 0.1133
(0,0,1,0) |/ 0.0593 [ 0.2660 | 0.1033 || (0,1,1,2) | 0.0923 | 0.3665 | 0.0872
(0,1,0,0) |[ 0.0597 | 0.2581 | 0.0955 || (0,1,1,3) | 0.0901 | 0.3664 | 0.0892
(0,0,1,1) |/ 0.0804 | 0.3836 | 0.0649 || (0,0,2,3) | 0.0823 | 0.3980 | 0.0744
(0,1,0,1) || 0.0965 | 0.3060 | 0.0817 || (0,2,0,3) | 0.0947 | 0.3453 | 0.08%4
(0,1,1,0) | 0.0382 | 0.3137 | 0.1748 || (0,0,3,1) | 0.0652 | 0.2613 | 0.0776
(0,0,1,2) |/ 0.0820 | 0.4016 | 0.0820 || (0,0,3,2) | 0.0750 | 0.3377 | 0.0633
(0,1,0,2) || 0.0915 | 0.3606 | 0.0931 || (0,1,2,1) | 0.0559 | 0.2988 | 0.1247
(0,1,2,0) |/ 0.0422 [ 0.3081 | 0.1602 || (0,1,2,2) | 0.0809 | 0.3561 | 0.0870
(0,0,1,3) | 0.0808 | 0.3976 | 0.0907 || (0,1,2,3) || 0.0880 | 0.3875 | 0.0812
(0,1,0,3) || 0.0871 | 0.3840 | 0.0982 || (0,1,3,1) | 0.0526 | 0.2843 | 0.1211
(0,1,3,0) | 0.0464 | 0.2931 | 0.1446 || (0,1,3,2) | 0.0696 | 0.3180 | 0.0908
(0,0,2,1) |/ 0.0704 | 0.2863 | 0.0680 || (0,1,3,3) | 0.0816 | 0.3772 | 0.0779
(0,2,0,1) | 0.0855 | 0.2489 | 0.0790 || (0,2,1,2) | 0.0907 | 0.3066 | 0.0951
(0,2,1,0) |/ 0.0425 | 0.3024 | 0.1534 || (0,2,1,3) | 0.0954 | 0.3407 | 0.0888

Melhor do que considerar transformacgoes arbitrarias, a abordagem do
envelope espectral (ver Stoffer et al., 1993) seleciona as transformagoes que
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enfatizam a caracteristica periddica da sequéncia de DNA. Consideramos
também o estimador ciwg, ver Definicao 2.25, para uma andlise utilizando
esta abordagem, onde obtivemos dws = 0.0722. No entanto, nao colocamos
este resultado na Tabela 6.1 pois ele é um valor tinico para todas as transfor-
macoes. Para todos os estimadores apresentados na Tabela 6.1, inclusive o
czws, rejeita-se Hy ao nivel de significancia de 5%. Através da Tabela 6.1 ob-
servamos que, entre os quatro estimadores propostos para o parametro d, os
Valores mais. altos foram sempre obtidos pelo estimador dGPH Os estimadores
dw, dws e dDFA sao da mesma ordem de valor. No entanto, a caracteristica
mais importante, é que para todos os estimadores utilizados, rejeita-se Hy ao
nivel de significancia de 5%, isto é, a sequéncia de DNA AL163202 apresenta
longa dependéncia.

6.2 Mudanca de Regime

Nesta secao apresentamos o processo de mudanca de regime, proposto por Liu
(2000), e suas propriedades. Apos a apresentagao desta teoria, analisamos
diferentes sequéncias de DNA sob este ponto de vista.

Na literatura existem diferentes transformagoes que aplicam métodos
numéricos a uma sequéncia de DNA (ver Peng et al., 1992; Stanley et
al., 1999; Guharay et al., 2000; Cristea, 2003; Garcia e José, 2005; Lopes
e Nunes, 2006; Podobnik et al., 2007 e Crato el al., 2010b). Se consi-
deramos a abordagem de transformacao numérica arbitraria para os nu-
cleotideos {A,C, T, G} e depois utilizamos a anélise espectral, o resultado
ird depender de cada transformacao em particular. Portanto, nao sabemos
se a existéncia de longa dependéncia em sequéncia de DNA é induzida pela
transformacao. Nosso objetivo é analisar a longa dependéncia em véarias se-
quencias de DNA utilizando a metodologia de mudanca de regimes proposta
por Liu (2000). Nesta metodologia, se a duracao dos regimes de uma série
temporal tem uma distribui¢ao de cauda pesada com parametro a € (0,2),
entao a série temporal apresenta a caracteristica de longa dependéncia, e
se aplicar qualquer transformacao linear que preserva a propriedade de va-
riancia finita na série temporal, igualmente preserva a propriedade de longa
dependéncia.

Definigao 6.1 (Processo com Mudanga de Regimes). Sejam wg, wy, - - -
varidveis aleatorias independentes e identicamente distribuidas, com média
zero e variancia finita o2, onde a varidvel aleatdria wy, é constante no k-ésimo
regime. Seja Ii(-) a funcao indicadora para o evento onde wy, sobrevive do
periodo k até t, ou seja,

1, sek<t<k+1T,
[k<t):{0 c.c '
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onde T} é o tempo em que o k-ésimo regime termina, chamamos de k-ésima
duragdo de regime. Assumimos que wy é independente de Tj. Seja {W;}ien
um processo dado por

W, =Y wpLi(t), teN,
k=0

entao {W, }ien é chamado um processo com mudanga de regime.

Observagao 6.1. A hip6tese de média zero na Defini¢ao 6.1 é somente por
conveniéncia analitica. Podemos elimina-la sem fazer dano ao argumento.

O teorema a seguir mostra que, sob o mecanismo de mudanca de regime
com indice «, o processo com mudanca de regime tem longa dependéncia

COIIlel—%.

Teorema 6.1. Seja {W,}en um processo com mudanga de regime. Suponha
que os tempos de mudanga de regimes {1} }renufoy sdo i.i.d. com distribuicao
de cauda pesada na forma de

]P)(Tk > t)

it toh(t)

onde 1 < a < 2 e h(:) € fung¢ao com pouca variagao. Entao, o processo
com mudanca de regime tem longa dependéncia com parametro de longa de-
pendéncia dado pord=1— 5.

Demonstracao: Ver Liu (2000), pagina 144.
[l

O proximo teorema mostra que a longa dependéncia é preservada, quando
é aplicada qualquer transformacao linear que preserva a propriedade de va-
ridncia finita no processo {W; };en com mudanga de regimes.

Teorema 6.2. Seja {W;}7_, uma série temporal obtida de um processo com
mudanga de regimes {W; }ren. Suponha que as duragoes de regimes {Tj }renu{oy
sao i.i.d. com func¢ao de distribuicao com cauda pesada

]P(Tk > t)

T O R

onde 1 < a < 2 e h(-) € funcao com pouca variagdo. Entdo, qualquer
transformacao linear que preserva a propriedade de variancia finita no pro-
cesso {When com mudancga de regimes, igualmente preserva a propriedade
de longa dependéncia com mesma magnitude d =1 — 5.

Demonstracao: Ver Liu (2000), pdgina 145. O
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Nesta secao, consideramos a seguinte definicao, para uma série temporal
que representara uma sequéncia de DNA.

Definigao 6.2 (Série Temporal de uma Sequéncia de DNA). Dada
uma sequéncia de DNA {n;}!' |, a série temporal {W;}}_,, obtida desta se-
quencia, é dada por

W, = f(n), (6.1)

onde f(-) é qualquer transformacao linear que preserva a propriedade de
variancia finita.

Consideramos que a mudanca de regime ocorre em uma sequéncia de
DNA, quando hd uma mudanga na base da sequéncia. Seja {wy}}, os m
diferentes regimes da sequéncia de DNA. Os regimes sao relacionados a uma
variavel de estado latente w, que toma o valor wy no k-ésimo regime. Seja
{T}}, as duracoes de regimes para a sequéncia de DNA. Nesta secao, in-
vestigamos a propriedade de longa dependéncia, focalizando nossa atencao
no parametro estavel o da série temporal {7} }}", para varias sequéncias de
DNA.

Exemplo 6.1. Seja uma parte de uma sequéncia de DNA de tamanho n = 16
dada por
{ni}i%, = {{C AAA T AAAAAA C A C A T}
S L A N
w1 w2 w3 wyq ws We wr wg w9

Considerando que a mudanca de regime em uma sequéncia de DNA, ocorre
quando hd uma mudanga na base nesta sequéncia, entao os {wy})_, sdo os
9 diferentes regimes da sequéncia {n;}:%,. Observe que a série temporal das
duragoes destes 9 regimes, para a sequéncia {n;}15,, é dada por {T}.})_, =
{1,3,1,6,1,1,1,1,1}.

Para analisar a longa dependéncia, consideramos sequéncias de DNA,
apresentadas na Tabela 6.2, correspondentes a partes do cromossomo 21 (de
AL163202 até AL163210 na Tabela 6.2) da espécie Homo sapiens, as partes
do cromossomo X da espécie Homo sapiens (de AC004673 até AY286122 na
Tabela 6.2) e a sequéncia completa do cromossomo 1 da espécie Leishmania
braziliensis (AM494938). Estas sequéncias estao disponiveis em “FEuropean
Bioinformatics Institute” (EBI, http://www.ebi.ac.uk/). Para algumas se-
quencias apresentadas na Tabela 6.2, a Figura 6.2 mostra histogramas das
duragoes de regimes {7}/, das respectivas sequéncias de DNA. Podemos
observar distribuicao com cauda pesada em todos os graficos da Figura 6.2.
Uma caracteristica notéavel na distribuicao de duracao de regimes ¢é o decai-
mento da cauda cuja taxa de decaimento é dada pelo parametro a. Pelo
Teorema 6.1, dada uma série temporal {T;}7, de uma sequéncia de DNA,
se 1 < a < 2, entao a sequéncia de DNA apresenta a caracteristica de longa
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dependéncia. E, pelo Teorema 6.2, qualquer transformagao linear f(-) apli-
cada na sequéncia de DNA, que preserva variancia finita do processo todo,
igualmente preserva a propriedade de longa dependéncia. Para a analise da
taxa de decaimento da cauda, consideramos os estimadores due; Qfee; Otreg ©
Qwave ; dados na Secao 5.2.
Para todos os estimadores na Tabela 6.2, testamos as hipéteses Hy : o = 2
versus Hi : o < 2. A estatistica do teste para os estimadores é dada por
7 _ a—a« 7
var(&)

onde Z tem distribui¢ao N(0,1) e var(a) é a variancia (ou variancia assin-
tética) do estimador ¢&, dadas pelas expressoes (5.23), (5.27), (5.30) e (5.32),
respectivamente. Para todos os estimadores apresentados na Tabela 6.2,
rejeita-se Hy ao nivel de significancia de 5%.

Observacao 6.2. Para a Tabela 6.2, consideramos as seguintes notagoes:
n : niamero de pares de bases da sequéncia de DNA;

m : tamanho da série temporal das duracoes de regimes {7} }7" ;.

Tabela 6.2: Estimadores dule, Qfce, Oreg € Owave Para o Indice «, das Séries
Temporais de Duragoes de Regimes, de Sequéncias de DNA.

[ Sequéncia [ n [ m [ émie | dmle | &fce | dice || Greg | dreg || Gwave | dwave ||
AL163202 340000 236804 1.9459 0.0270 1.7824 0.1088 1.7814 0.1092 1.7814 0.1092
AL163203 340000 237233 1.9440 0.0280 1.7728 0.1136 1.7731 0.1134 1.7731 0.1134
AL163204 340000 238266 1.9597 0.0200 1.8051 0.0974 1.8035 0.0982 1.8035 0.0982
AL163206 340000 236207 1.9514 0.0243 1.7881 0.1059 1.7881 0.1059 1.7881 0.1059
AL163207 340000 237473 1.9530 0.0235 1.7906 0.1047 1.7908 0.1045 1.7908 0.1045
AL163208 340000 237467 1.9545 0.0227 1.7939 0.1031 1.7940 0.1288 1.7940 0.1288
AL163209 340000 237083 1.9537 0.0231 1.7902 0.1049 1.7900 0.1049 1.7900 0.1049
AL163210 340000 235623 1.9434 0.0283 1.7708 0.1146 1.7704 0.1042 1.7704 0.1042
AC004673 236281 164946 1.9521 0.0239 1.7809 0.1095 1.7797 0.1101 1.7797 0.1101
AC073493 211422 148826 1.9482 0.0259 1.7764 0.1118 1.7744 0.1127 1.7744 0.1127
AL672277 131682 93399 1.9461 0.0269 1.7379 0.1311 1.7390 0.1304 1.7390 0.1304
AL672311 115998 83935 1.9526 0.0237 1.7608 0.1196 1.7546 0.1304 1.7546 0.1304
AL683807 189825 135315 1.9464 0.0268 1.7362 0.1319 1.7336 0.1331 1.7336 0.1331
AL683870 162377 117373 1.9595 0.0202 1.7729 0.1136 1.7723 0.1138 1.7723 0.1138
AL683871 175765 126088 1.9478 0.0261 1.7425 0.1288 1.7423 0.1288 1.7423 0.1288
AL732314 218723 156921 1.9505 0.0247 1.7454 0.1273 1.7431 0.1284 1.7431 0.1284
AL445312 170984 123196 1.9687 0.0156 1.8179 0.0911 1.8187 0.0906 1.8187 0.0906
AL450023 185532 131444 1.9510 0.0245 1.7629 0.1186 1.7617 0.1191 1.7617 0.1191
AL591435 138038 95527 1.9432 0.0284 1.7730 0.1135 1.7726 0.1136 1.7726 0.1136
AL929410 186649 130219 1.9457 0.0271 1.7820 0.1090 1.7836 0.1082 1.7836 0.1082
798255 169998 118328 1.9476 0.0262 1.7911 0.1044 1.7915 0.1042 1.7915 0.1042
AL732374 224187 156454 1.9381 0.0309 1.7335 0.1332 1.7316 0.1341 1.7316 0.1341
AY286122 422021 327376 1.9906 0.0004 1.8804 0.0598 1.8805 0.0597 1.8805 0.0597
AM494938 218723 180103 1.9576 0.0212 1.7386 0.1307 1.7392 0.1303 1.7392 0.1303

Podemos observar na Tabela 6.2, que Guie € (1,2), Qgee € (1,2), Greg €
(1,2) e Qyave € (1,2) a nivel de significancia de 5%, para todas as sequén-
cias de DNA aqui estudadas. Portanto, pelo mecanismo de mudanca de
regime proposto por Liu (2000), as sequéncias de DNA, dadas na Tabela
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Figura 6.1: Histogramas das Séries Temporais de Duracoes de Regimes de
Algumas Sequéncias de DNA Dadas na Tabela 6.2.

6.2, apresentam a caracteristica de longa dependéncia. Segue-se, pelo Teo-
rema 6.2, que qualquer transformacao linear f(-) aplicada na sequéncia de
DNA, que preserva variancia finita, igualmente preserva a propriedade de
longa dependéncia da sequéncia de DNA. Portanto, a longa dependéncia nas
vinte e quatro sequéncias de DNA da Tabela 6.2 é realmente propriedade da
sequéncia e nao da transformacao utilizada.
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6.3 Analise da Distribuicao do Comprimento

A regiao codante de uma sequéncia de DNA qualquer é a sequéncia de nu-
cleotideos que, apds transcricao e traducao, leva a sintese de uma proteina
com uma determinada sequéncia de aminodcidos. A regido nao codante de
uma sequéncia de DNA qualquer, localizada a montante da codante, inclui
elementos ou pequenas sequéncias, envolvidas na regulagao da transcrigao.
Nesta secao consideramos o estimador de Hill para analisarmos as distribui-
¢oes de distancias das regioes codantes e nao codantes em sequéncias de
DNA. Esta andlise nos ajuda a identificar diferencgas entre estas distribuigoes
e a identificar existéncia de longa dependéncia em regioes nao codantes de
sequéncias de DNA. Um problema comum na andlise de sequéncias de DNA
é como identificar regides codantes (cds) dispersas por toda a sequéncia e
separadas por regides nao codantes (ncds). Distinguindo a distribui¢ao para
cada uma destas regioes pode ser uma ajuda para encontrar e separar regioes
codantes e nao codantes em sequéncias de DNA.

Nosso interesse aqui encontra-se na modelagem probabilistica e na infe-
réncia estatistica para as partes extremas das caudas das distribuicoes de
X; para regides codantes (cds), e de Y; para regides nao codantes (ndcs), de
algumas sequéncias de DNA (ver Secao 6.3) estimando o parametro a.

Defini¢ao 6.3 (Sequéncia das Distancias de Regiao Codante ou nao
Codante). Seja {n;}}_, uma sequéncia de DNA. Ordenando as distancias
dos segmentos codantes (ou nao codantes), de acordo com sua ordem no
genoma, completo, a sequéncia obtida é chamada sequéncia das distancias de
regido codante (ou nao codante) ou sequéncia dos comprimentos de regido
codante (ou ndo codante).

Observagao 6.3. Pela Definicao 6.3, obtemos a série temporal {X;}{,
(analogamente, a série {Y;}7 ) derivada da sequéncia das distancias de regido
codante (ou ndo codante) dadas por

X; = adistancia do segmento codante na posicao t

Y, = a distancia do segmento nao codante na posicao t,

onde as distancias dos segmentos codantes (ou nmao codantes) significa o
numero de bases no segmento.

A Figura 6.2 mostra os histogramas das sequéncias das distancias de
regioes codantes e nao codantes, respectivamente, para o cromossomo 21 do
Homo sapiens. A cauda observada na Figura 6.2 ilustra quao dificil pode ser
atribuir probabilidades aos eventos extremos usando toda a série de dados.
Podemos notar diferencas entre os histogramas das sequéncia das distancias
de regiao codante e nao codante.

Nosso interesse ¢ analisar a distribuicao das regioes codantes e nao co-
dantes, considerando, respectivamente, as sequéncias das distancias de regiao
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codante e nao codante (ver Definigao 6.3). A Tabela 6.3 apresenta, respecti-
vamente, o estimador de Hill a.4s para a sequéncia das distancias de regiao co-
dante e Gpeqs para a sequéncia das distancias de regidao nao codante para todos
os cromossomos do Homo sapiens. Este conjunto de dados esta disponivel em
“Furopean Bioinformatics Institute” (EBI, http://www.ebi.ac.uk/). Como
cada sequéncia comeca e termina com segmento codante, sempre teremos
um segmento a mais (coluna 3) do que na regiao nao codante (coluna 5). O
parametro « avalia a taxa de decaimento da cauda, a qual determina a proba-
bilidade de ocorréncia de eventos extremos e a existéncia dos momentos para
a distribuicao subjacente. Aqui k¥ é dado por n’®, onde n é o tamanho da
amostra. A escolha de k = n®? foi baseada nas condicoes dada pelo Teorema
5.5.

Para todo o estimador de Hill &;, i € {cds,ncds}, apresentado na Tabela
6.3 com &; < 2, testamos as hipoteses Hy : a = 2 versus H; : a < 2. E para
todo o estimador de Hill &;, i € {cds, ncds}, apresentado na Tabela 6.3 com
Q; > 2, testamos as hipéteses Hy : o = 2 versus Hy : @ > 2. A estatistica
dos testes é dada por

7 G —a o
CWVar(a) %
Q;
= VE(——1),

que tem distribuigao N(0, 1), com nivel de significancia de 5%.

Pela Tabela 6.3, observamos que regioes codantes apresentam estimativas
para o parametro « geralmente maiores do que aquelas para as regioes nao co-
dantes. Apenas para dois casos (cromossomos 15 e 18) a primeira estimativa
¢ menor que a segunda correspondente. Embora seja necessario uma melhor
investigacao, podemos suspeitar que o parametro o é geralmente maior do
que 2 para regioes codantes e menor do que 2 para regioes nao codantes.

Observa-se na Tabela 6.3, que para as regioes codantes, o parametro «
é significativamente maior ou igual a 2. Logo, se a < 2 podemos suspeitar
que a distribuicao subjacente é a de uma regiao nao codante, nao valendo o
contrario.
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Tabela 6.3: Estimador de Hill para as sequéncias das distancias de regiao
codante (Gegs) € nao codante (dpeqs) para os cromossomos do Homo sapiens,

com k = [n%?].

[ Cromossomo [ Sequéncia H N2 de Codantes [ Qeds “ N2 de Nao Codantes [ Qneds ]
1 CMO000252 45119 2.6216* 45118 1.8538
2 CMO000253 35685 2.0099 35684 1.8062
3 CMO000254 27943 2.1347 27942 1.9630
4 CMO000255 16325 1.9904 16324 1.8526
5 CMO000256 19582 2.2984* 19581 2.0941
6 CMO000257 23586 2.3579* 23585 1.6658*
7 CMO000258 22096 2.4524* 22095 1.9517
8 CMO000259 14854 2.3956* 14853 2.0456
9 CM000260 18837 1.9965 18836 1.7615
10 CM000261 20235 2.2170 20234 1.7593
11 CMO000262 25522 2.2307 25521 1.8608
12 CM000263 25970 3.0919* 25969 2.2118
13 CMO000264 9149 1.7409 9148 1.7010
14 CM000265 15114 2.2924 15113 1.4330*
15 CM000266 15032 1.9473 15031 2.5036*
16 CMO000267 19098 1.9741 19097 1.7487
17 CMO000268 26740 2.2214 26739 1.8042
18 CM000269 7317 2.2275 7316 2.6834*
19 CMO000270 23421 2.6367* 23420 2.3779*
20 CMO000271 13203 2.4240* 13202 1.6034*
21 CMO000272 5243 2.1805 5242 1.6884
22 CMO000273 5243 2.1805 5242 1.6884
X CMO000274 15604 2.3963* 15603 1.5784*
Y CMO000275 361 2.1131 360 2.0556

Nota: * rejeita-se a hipdtese Hy ao nivel de significancia de 5%.

1500 2000 2500
|

1000
|

0 500
L |

[ T T
0 2000

T T T 1
4000 6000

@

o

o _

o

<

o

S

o

(32

o

S

S

N

o

S

o

—

c /b0

T T T T 1

0e+00 4e+05 8e+05

(b)

Figura 6.2: Histograma para Sequéncias das Distancias de: (a) Regides
Codantes e (b) Nao Codantes do Cromossomo 21 do Homo sapiens.
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Capitulo 7

Conclusao

Descrevemos, no Capitulo 3, o método da analise de flutuacoes destenden-
ciadas (DFA) e analisamos as propriedades estatisticas do estimador DFA,
para os casos em que a sequéncia dos erros {€;}72, no modelo de regressao,
tem funcao de distribuicao Gaussiana ou nao. Apresentamos condicao ne-
cessaria para que o estimador DFA tenha funcao de distribuicao Gaussiana
exata. Mostramos que |n”], para algum 0 < 3 < 1, é uma escolha 6tima
assintética para m = g(n) e, sob certas condigoes, provamos a normalidade
assintética do estimador DFA. Para investigar o efeito de g(n) = |n”], para
algum 0 < 8 < 1, no método da andlise de flutuacoes destendenciadas, ge-
ramos séries temporais obtidas de processos ARFIMA(0, d,0) e ruido Gaus-
siano fraciondrio (FGN). Consideramos diferentes valores para g(n), incluindo
n

aquele mais utilizado na literatura, dado por LTOJ' Em nosso experimento,

g(n) = Lno'ﬂ, parece gerar maior vicio para os estimadores Hppa € dppa.
Observamos que a escolha mais utilizada na literatura, g(n) = Ll% , gera
boas estimativas para os parametros H e d. No entanto, g(n) = Lnﬁ apre-
senta melhores resultados do que g(n) = ||, para d € {0.1,0.2,0.3,0.4} se
p € {0.5,0.6,0.7} e para H € {0.6,0.7,0.8,0.9} se 8 = 0.7. Para n suficien-
temente grande, a escolha g(n) = LnBJ, sob o ponto de vista computacional,
tem a vantagem de exigir um ntmero menor de regressores no método DFA.
Para n suficientemente grande, a escolha g(n) = Lnﬁj, para finalidades com-
putacionais, tem a vantagem de exigir um nimero menor de regressores no
método DFA.

No Capitulo 4, apresentamos um resumo sobre a teoria de wavelets e
descrevemos a metodologia de encolhimento de wavelets. Foi introduzida
a teoria dos valores extremos no Capitulo 5 onde definimos distribuicao a-
estdaveis, apresentamos alguns estimadores para o parametro o e propomos
um novo método de estimacao utilizando o procedimento de encolhimento
de wavelets, para obter o estimador Gyave. Para analisar o estimador Qyaye,
geramos séries temporais a-estaveis simétricas de média 0 e comparamos com
os estimadores baseados na funcao caracteristica empirica, Qe € Greg. Em
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quase todo o experimento, verificou-se menores valores da variancia e do erro
quadratico médio para o estimador G.aye-

A analise de diversas sequéncias de DNA, com o uso do software R-project,
foi apresentada no Capitulo 6. Na Secao 6.1, analisamos a longa dependéncia
em sequéncias de DNA utilizando diferentes transformagoes. As sequéncias
de DNA analisadas, utilizando os métodos de estimacao propostos na Secao
2, mostram a existéncia de longa dependéncia. Mas se consideramos a abor-
dagem de transformagcao numérica arbitraria para {A, C, T, G} e depois uti-
lizamos a andlise espectral, o resultado ira depender de cada transformacao
em particular. Portanto, para saber se a longa dependéncia em sequéncia de
DNA ¢ propriedade da sequéncia, ou se ela é induzida pela transformagao,
analisamos na Secao 6.2, a longa dependéncia em sequéncia de DNA utili-
sando a metodologia de mudanga de regimes, proposta por Liu (2000). Nesta
metodologia, se a duracao dos regimes de uma série temporal tem uma dis-
tribui¢ao de cauda pesada com parametro a € (1,2), entao a série temporal
apresenta a caracteristica de longa dependéncia, e se aplicar qualquer trans-
formacao linear que preserva a propriedade de variancia finita no processo,
a série temporal igualmente preserva a propriedade de longa dependéncia.
Através desta metodologia, as sequéncias de DNA analisadas, apresentaram
a caracteristica de longa dependéncia comprovando que esta é realmente uma
propriedade da sequéncia. Um problema comum na andlise de sequéncias de
DNA é como identificar regioes codantes (cds) dispersas por toda a sequéncia
e separadas por regides nao codantes (ncds). Distinguindo a distribui¢ao para
cada uma destas regioes pode ser uma ajuda para encontrar regioes codantes
e nao codantes em sequéncias de DNA. Entao, analisamos na Secao 6.3, as
distribuicoes de distancias das regioes codantes e nao codantes em sequéncias
de DNA e concluimos que se a@ < 2 podemos suspeitar, que a distribuicao
subjacente é a de uma regiao nao codante, nao valendo o contrario.

Por fim, concluimos que todas as técnicas apresentadas neste trabalho,
com o objetivo principal de analisar a longa dependéncia em série temporais,
envolvendo conceitos de analise de flutuacoes destendenciadas, distribuicoes
com caudas pesadas e encolhimento de wavelets, mostram a existéncia de
longa dependéncia em todas sequéncias de DNA aqui estudadas.

Como futuros trabalhos, pretendemos nos aprofundar nas questoes teori-
cas e aplicadas das técnicas e métodos aqui estudados.
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Anexo A

Neste anexo, apresentamos algumas propriedades adicionais para o método
DFA utilizando a func@o densidade da variavel aleatéria Y = In(F(l)) , onde
F(l) é dada pela expressao (3.3). Sob certas condigoes, calculamos a fungao
densidade da varidvel aleatéria Y = In(F'(l)) e mostramos que esta fungao
forma uma familia exponencial. Por fim, calculamos a variancia do estimador
H, dado na expressao (3.8), utilizando a informagao de Fisher (ver Definigao
A2).

Teorema A.l. Suponha que, para todo | € {4,5,--- ,g(n)}, as varidveis
aleatorias ZL, Z%, - - ,Z,%, dadas pela expressio (3.2), sejam independentes
e identicamente distribuidas com fungao de distribui¢io comum N(0,c?).
Entao, para todo | € {4,5,---,9(n)}, a varidvel aleatoria Y = In(F(l)) tem
funcao densidade dada por

(o7

/6 2y
(o) exp{2ay—Le}, para todo y € R, (A.1)

fr(y)=2-

n

- —
onde a = 4 eﬁ_%?.

Demonstragao: Seja X = F?(I) e Y = In(F(l)). Definindo Gy = (0, 00),

g(z) = 1 In(z) ¢ G = R, vemos que as condicoes do teorema do Método do
Jacobiano (ver Billingsley, 1995) estao satisfeitas. Assim,
fr(y) = fx(g7 W)Ig™") ()|, paratodoy € G. (A-2)

Como g~'(y) = €, (¢7")'(y) = 2¢* e F?(l) tem distribuicao I'(3, 5%) (ver
1
Defini¢ao 2.5), entao a funcao densidade de Y é dada por

B ala—1)y —pe2
— 9. 1 p2Aa—l)y,—Be 2y
fY(y) F(O{)e € €
= 2 b exp{2ay—pe*}, paratodoy € R, (A.3)
ING)
ondeaz%eﬁ:%. O
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Observacao A.1l. Apresentamos as expressoes de duas integrais que serao

necessarias na prova do Corolario A.1 a seguir.
(i) Ji7 In(v)v*tevdv = I'(w),
(i) f3° (o) tePdy = S22 ((1h(a) — In B)? + ((2,0)),

onde I'(+) é a fungdo matemdtica Gama e I'(-) sua derivada (ver Definigdo
2.1), ¥(+) é a fungao digama (ver Definigao 2.2) e ((-,-) é a fungao zeta de
Hurwitz (ver Definigdo 2.3). Para mais detalhes, ver Gradshteyn e Ryzhik
(2000), pagina 572.

Corolario A.1. Suponha que, para todo | € {4,5,--- ,g(n)}, as varidveis
aleatdrias Zt, 7%, -+, ZL, dadas pela expressio (3.2), sejam independentes
e identicamente distribuidas com fungao de distribui¢io comum N(0,c?).
Entao, para todo | € {4,5,--- ,g(n)},

Elln(F(1))] =

Var(n(F (1) = 3¢(2.3 ).

%, n=1- HJ, ['(-) € a fun¢ao matemdtica Gama e I"(+)
!
sua deriwada (ver Defini¢io 2.1), e ((-,-) € a fungdo zeta de Hurwitz (ver

Definicao 2.3).

onde&:%,ﬂz

Demonstracao: Seja Y = In(F(1)). Entao,

E(Y) = /_ Ooy(2- 2 exp{?ozy—Ber})dy

oo I'(a)
- Fﬂ(a) /_Oo 2y - exp{2ay—pBe™} dy. (A.4)

Pelo Teorema de mudanca de variavel obtemos que

EY) = %%/Oooln(u)ualeﬁudu. (A.5)
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Teorema A.2. Suponha que, para todo | € {4,5,---  g(n)}, as varidveis
aleatdrias Z1, 7%, -+, ZL, dadas pela expressio (3.2), sejam independentes
e identicamente distribuidas com funcio de distribuicao comum N(0,0?).
Seja € = (€1, ,€y) o0 vetor de erros no modelo de regressao linear dado
pela expressio (3.6). Assuma que €;, para todo j € {1,--- ,m}, € vari-
dvel aleatoria independente e identicamente distribuida com fungao de dis-
tribuicio N'(0,0%). Entdao, H, dado pela expressio (3.8), é um estimador
U.M.V.U. para o parametro H, com esperanca e variancia dadas, respectiva-
mente, por i
. N 9,0
EH)=H e Var(H):mC(—Q),
4 Z(.Tj — E)Z
j=1
onde ((-,-) € a funcao zeta de Hurwitz (ver Defini¢ao 2.3).

Demonstragao: Utilizando resultados do Teorema 3.6 e do Corolario A.1
tem-se que

Var(fly < YarnF@) _ ¢(23)
Z(%‘ -z 4 Z(Ij —z)?
ondeﬁzl[ﬂ. O

Definigao A.1 (Familia Exponencial de k£ Parametros). Uma familia de
distribui¢oes de um modelo {Py : 6 € ©} é dita ser uma familia exponencial
de k pardmetros, se existem funcoes reais ¢;(-), - -, cx(-) e d(+) sobre © C R¥,
fungoes reais T (+), - -+, Tx(-) e S(-) sobre R™, e um conjunto A € R™ tal que
a fungao densidade (ou fungao de probabilidade) é dada por

f(x,0) = exp{ Z c;j(0)T;(x) + d(8) + S(X)}IA(X), (A.10)

onde x = (z1, - ,x,) e 14(+) é a funcgao indicadora do conjunto A.

Observagao A.2. Na Definigao A.1, as fungoes ¢;(-), d(-), S(-) e Tj(-), para
todo j € {1,---,k}, ndo sado tnicas e o conjunto A ndo pode depender de 6.

Exemplo A.1. Seja {Py : 0 € O} a familia das distribui¢oes com fungao
densidade dada

a

B
I(a)

fr(y,0)=2- exp{2ay—pe*}, paratodoy € R, (A.11)
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onde © = {(«, 5) : a« > 0, > 0}. Logo, para todo y € R, tem-se que

fr(y,0) = 2- B()exp{%zy Be*}

_ exp{ { 5}}
:em{ < )+m(mwwﬁ}

= exp [ln<Ffa)) + 2ay — 6629] ) (A.12)
(i) Se a é desconhecido e f é conhecido, entao pela Definigao A.1, Py forma
uma familia exponencial de um parametro com

23

cla) =2, d(a)=In {m

}7 Ty) =y, S(y)=—Pe”, A=R.

(i) Se « é conhecido e 8 é desconhecido, entao pela Definigao A.1, Py forma
uma familia exponencial de um parametro com

26%
v(a)

(iii) Se a e B sdo desconhecidos, entao pela Definicao A.1, Py forma uma
familia exponencial de dois parametros com

(@) =5, de) =m| 25| 1) = s0) =20 A=

a(0) =2a, c(0)=-p, d)= ln{jg)}

Ti(y) =y, Taly)=¢*, Sy =0, A=R.
Observacao A.3. Considere as hipéteses de regularidade para uma familia

{Py : 0 € O} dadas por

H1) O conjunto A = {x € R™: f(x,0) > 0} C R™ nao depende de 6. Para

todox € A, 0 €O, % In(f(x,0)) existe e é finita.

H2) Se T é uma estatistica tal que Ey(|T']) < oo, para todo 6 € O, entao
as operagoes de integracao e diferenciacao por € podem ser trocadas por

ffooo e ffooo T(x)f(x,0)dx, isto é,

%{/_Z.../_ZT()() xedx] / / f(x,0)dz, (A.13)

sempre que o lado direito de (A.13) for finito.
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Proposigao A.1. Se f(x,0) = exp{c(0)T(x) + d(0) + S(x)}1a(x) € uma
familia exponencial de um parametro e c(6) tem derivada sobre © diferente
de zero, entao valem as hipoteses de reqularidade dadas na Observacao A.3.

Demonstracao: Ver Bickel e Doksum (1977), pagina 127. [

Definigao A.2 (Informacgao de Fisher). Seja {Py : 0 € ©}, uma familia de
distribuigoes com fungao densidade f(x,6). Suponhamos que vale a hipétese
H1, dada na Observacao A.3, entao a informacao de Fisher, o qual denotamos
por I(0), é definido por

1(0) = E(% In(f(X, 9)))2 - var(% In(f(X, 9))).

Teorema A.3 (Desigualdade da Informagao de Fisher). Sejam X =
(X1, -, X;n) uma amostra de uma populagao, com fungdo densidade f(x,0),
0 € © e T(X) uma estatistica tal que Varg(T(x)) < oo, para todo 6 € ©.
Denotamos Eg(T(X)) por £(0). Suponhamos que valem as hipdoteses H1 e H2
dadas na Observagio A.3 e 0 < I(f) < oo. Entao,

Vary(T(X)) >

onde I(0) € o nimero da informagdo de Fisher (ver Defini¢io A.2).
Demonstracao: Ver Bickel e Doksum (1977), pagina 129. [

Teorema A.4. Se {Py: 0 € ©} é uma familia exponencial de um parametro
dada na Defini¢ao A.1, onde c(0) tem derivada continua e diferente de zero,
entao T'(X) alcanga o limite da desigualdade de informagao.

Demonstracao: Ver Bickel e Doksum (1977), pagina 130. ]

Exemplo A.2. Seja {Py : § € O} a familia das distribuigbes com fungao den-
sidade dada pela expressao (A.11). No item (i) do Exemplo A.1, vimos que,
se a é desconhecido e (8 é conhecido, entao Py forma uma familia exponencial
de um parametro com

26%

cla) =2a, d(a)=In [7(04)

], Ty) =y, S(y)=—Pe”, A=R.

Note que a derivada de ¢(-) em relacdo a «, é constante e diferente de zero.
Logo, pela Proposicao A.1, valem as hipéteses H1 e H2, dadas na Observagao
A.3. Portanto, pelo Teorema A.4,

Var(Y) = (A.14)



onde {(a) = E(Y) e I(«) é o ntimero da informagcao de Fisher. Pelo Corolario
A.1, temos que,

£() = B0Y) = 3| 1~ 1u(s)| = 5lute) w3

segue-se que,
1 1

£(0) = 3'(0) = 5¢(2.0) (A.15)

Calculando o nimero da informacao de Fisher,

o) = Var( L))

v 2 (2 )
- Var(ln(ﬁ) - 2/((;“)) + 2Y>
— 4 Var(Y). (A.16)

Pelas expressoes (A.14), (A.15) e (A.16), obtemos que

& Var(Y) = [¢(2, )] (A.17)

Considere as hipdteses dadas no Teorema A.2. Entao, pelo Teorema 3.6 e
pela expressao (A.17), segue-se que

Var(ﬁ) _ mVar(Y) _ mC(Q, )
Z(% —1)? 4 Z(% — 1)’
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