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RESUMO 

 

 

O dióxido de carbono (CO2) e o metano (CH4) são os principais gases de efeito estufa 

emitidos por fontes antropogênicas. Por terem uma influência significativa na temperatura 

da superfície terrestre, esses gases são alvo de diferentes estratégias de mitigação que 

visam reduzir suas emissões. Considerando o grande volume de emissões das usinas 

termelétricas e das áreas de mineração de carvão, as regiões impactadas estão recebendo 

maior atenção em termos ambientais. O objetivo desta Tese foi quantificar o carbono 

estocado por ecossistemas adjacentes A áreas de extração de carvão e empreendimentos 

termelétricos, bem como a emissão de gases de efeito estufa por esses fragmentos 

florestais. Analisou-se os padrões de cobertura do solo obtidos por meio do Índice de 

Vegetação da Diferença Normalizada (NDVI), e realizou-se a classificação supervisionada 

em áreas impactadas por esses empreendimentos, relacionando-as com as emissões de 

gases de efeito estufa a partir de dados de sensoriamento remoto. Os resultados apontaram 

relação entre a distribuição de biomassa e carbono com a distribuição de atividades 

agrícolas e de energia, sendo estas as regiões que apresentam valores mais elevados de 

metano. Também quantificou-se o carbono armazenado nas áreas adjacentes aos 

empreendimentos termelétricos e áreas de mineração. Os resultados das variáveis 

biofísicas coletadas no campo mostram que a variação da biomassa e do carbono foi 

diferente nos diversos locais de amostragem, possivelmente devido ao manejo do solo e 

da vegetação em cada local. No sentido de integrar os fluxos terrestres e atmosféricos, 

também quantificamos o carbono emitido pelo solo, a fim de investigar o balanço de 

carbono terrestre. No geral, os resultados demonstram que a estrutura do solo no entorno 

da área de mineração é fortemente devastada e a proximidade com a termelétrica também 

afeta os fluxos de carbono. Há diferenças nos comportamentos dos gases de efeito estufa 

nos pontos amostrais sendo a maior emissão de CO2 na área mais próxima à termelétrica 

e a maior absorção de CH4 neste mesmo ponto. Este estudo mostra que a coleta de dados 

in situ é de suma importância para analisar e quantificar padrões de emissão e absorção 

de gases de efeito estufa em áreas relacionadas às atividades de mineração e queima de 

carvão mineral. 

 

Palavras-chave: Sensoriamento Remoto. Carbono. Mineração. 

 

 



 
 

ABSTRACT 

 

 

Carbon dioxide (CO2) and methane (CH4) are the main greenhouse gases emitted by 

anthropogenic sources. Because they have a significant influence on the temperature of the 

Earth's surface, these gases are the focus of different mitigation strategies aimed at reducing 

their emissions. Considering the large volume of emissions from thermal power plants and 

coal mining areas, the impacted regions are receiving greater attention in environmental 

terms. The aim of this thesis was to quantify the carbon stored by ecosystems adjacent to 

coal mining areas and thermal power plants, as well as the greenhouse gas emissions from 

these forest fragments. Land cover patterns were analyzed using the Normalized Difference 

Vegetation Index (NDVI), and supervised classification was carried out in areas impacted 

by these projects, relating them to greenhouse gas emissions using remote sensing data. 

The results showed a relationship between the distribution of biomass and carbon and the 

distribution of agricultural and energy activities, these being the regions with the highest 

methane values. The carbon stored in areas adjacent to thermoelectric projects and mining 

areas was also quantified. The results of the biophysical variables collected in the field show 

that the variation in biomass and carbon was different at the various sampling sites, possibly 

due to the treatment of the soil and vegetation at each site. To integrate terrestrial and 

atmospheric fluxes, we also quantified the carbon emitted by the soil in order to investigate 

the terrestrial carbon balance. Overall, the results show that the soil structure around the 

mining area is heavily devastated and the proximity to the thermal power plant also affects 

carbon fluxes. There are differences in the behavior of the greenhouse gases at the 

sampling points, with the highest CO2 emissions in the area closest to the thermoelectric 

plant and the highest CH4 absorption at the same point. This study shows that in situ data 

collection is extremely important for analyzing and quantifying greenhouse gas emission 

and absorption patterns in areas related to coal mining and burning activities. 

 

Keywords: Remote Sensing. Carbon. Mining. 
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ORGANIZAÇÃO DA TESE 

A Tese foi elaborada de acordo com a política e os procedimentos do PPGSR da 

Universidade Federal do Rio Grande do Sul com a inclusão de artigo publicado e 

submetidos. Este documento é composto por três capítulos, um capítulo introdutório, em 

seguida apresenta o referencial teórico e três artigos e por fim, fechamento do estudo. 

O capítulo 1 é composto pela introdução geral da Tese, contemplando além da 

introdução, os objetivos e a hipótese. 

O capítulo 2 são abordadas as principais bases teóricas compreendendo 

principalmente o emprego do sensoriamento remoto e a coleta de dados in situ para 

estimativa de biomassa e carbono na vegetação e nos solos, sendo o objeto de estudo 

áreas impactadas por mineração e combustão de carvão, bem como a metodologia 

empregada nesta pesquisa. Neste mesmo capítulo são apresentados os três artigos que 

compõem os resultados e discussão desta Tese. 

• Artigo 1: PAIM, B. L.; ALVES, R. C. M.; LIMA, B. D. Estimativa de biomassa e 

carbono a partir de técnicas de sensoriamento remoto em área sob influência 

de empreendimentos termelétricos e mineração. 

https://doi.org/10.26848/rbgf.v17.2.p1362-1374 

 

• Artigo 2: PAIM, B. L.; ALVES, R. C. M.; LIMA, B. D; FONTANA, D. C.; MORAES, 

O. L. L. Assessment of the relationship between biomass and carbon near coal 

mining and combustion areas. 

 

• Artigo 3: PAIM, B. L.; ALVES, R. C. M.; LIMA, B. D.; BAYER, C.; CAUMO, M. 

CO2 and CH4 flux dynamics in pastoral systems in an area near thermoelectric 

plants and coal mining. 

Os capítulos 3 e 4 apresentam as considerações finais da Tese. 
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1 INTRODUÇÃO 

As mudanças climáticas em geral têm preocupado muito a população mundial, pois 

advertem para um possível aumento global de eventos meteorológicos extremos (SANTOS 

et al., 2011). Diante das incertezas do futuro climático do planeta, no ano de 1988 foi criado 

pelo Programa Ambiental da Organização das Nações Unidas (UNEP) e pela Organização 

Mundial de Meteorologia (OMM), o Painel Intergovernamental de Mudanças Climáticas 

(IPCC). O IPCC considera cenários futuros e, por meio de análises de informações 

cientificas e dos resultados decorrentes de tais cenários, fornece um entendimento das 

potenciais mudanças do clima e dos respectivos impactos ambientais e socioeconômicos 

causados por tais mudanças. Há dois tipos principais de cenários: o de baixas emissões 

antropogênicas (otimista) e o de altas emissões (pessimista). O IPCC se encontra no seu 

sexto Relatório de Avaliação dos impactos das mudanças climáticas que leva em 

consideração principalmente os impactos dessas mudanças nos ecossistemas, na 

biodiversidade e nas comunidades animais e humanas e sua capacidade de se adaptarem 

às mudanças climáticas (IPCC, 2022). 

Atualmente existem muitos projetos e trabalhos desenvolvidos e em desenvolvimento 

para a região Amazônica, por ela ser umas das áreas de maior impacto ambiental, devido 

ao aumento do desmatamento, que acarreta a liberação de dióxido de carbono (CO2) e 

aumento da temperatura do ar (SANTOS et al. 2024); as queimadas, que além de 

aumentarem as emissões de CO2 para a atmosfera, podem afetar a atividade de descargas 

atmosféricas (raios) por meio de interações entre partículas de aerossóis e nuvens (NETO 

et al. 2023); e perda de biodiversidade consequência da degradação e perda florestal por 

desmatamento (AZUERO-PEDRAZA et al., 2024). Romero et al. (2020) ajustaram, para 

estimar volume, biomassa e carbono em árvores comerciais no sudoeste da Amazônia, 

equações alométricas a partir da comparação de múltiplos modelos lineares e não lineares 

buscando uma equação específica para a região, visto que as equações já existentes para 

outras regiões não a quantificavam de forma correta.  David et al. (2022) apresentam um 

aplicativo de estimativa de biomassa e carbono florestal utilizando como dados de entrada 

variáveis provenientes de quatro formações florestais brasileiras, e comparam os resultados 

obtidos com outras abordagens encontradas na literatura para estas estimativas. Fawcett 

et al. (2023), por meio de dados de estimativa de carbono e biomassa derivadas de imagens 

do satélite L-Band Vegetation Optical Depth e mapas de cobertura florestal, modelaram as 

perdas (desmatamento) e ganhos (regeneração) de carbono em floresta entre 2011 e 2019. 

Rangel Pinagé et al. (2023), utilizando imagens do PlanetScope, implementaram uma 
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estrutura de classificação probabilística para identificação de florestas intactas, exploradas 

e queimadas em três locais da Amazônia, e também estimaram a biomassa para essas 

classes usando LiDAR aerotransportado, comparando as incertezas de biomassa a partir 

das estimativas derivadas do LiDAR. 

Porém, existem outras áreas que podem fornecer informações bastante relevantes e 

ainda são pouco exploradas por estudos ambientais como, por exemplo, áreas impactadas 

por empreendimentos termelétricos e áreas de extração de carvão mineral. No estado do 

Rio Grande do Sul encontram-se em operação a Usina Termelétrica Presidente Médici 

(Fase C) e a Usina Termelétrica Pampa Sul, estando ainda em licenciamento novos 

empreendimentos termelétricos na região. Em regiões sob influência de usinas 

termelétricas e mineração há uma grande preocupação ambiental devido à queima de 

combustíveis fósseis e a emissão de gases na atmosfera. De maneira geral, esses 

processos geram emissões de gases de efeito estufa (GEE), principalmente dióxido de 

carbono (CO2) e metano (CH4) (PARANAÍBA et al., 2018). Apesar de muitos estudos 

descreverem estes fluxos de gases estufa ainda há uma escassez de análises que 

compreendam os diferentes compartimentos, avaliando não somente as emissões de 

carbono (C) à atmosfera, mas também outros processos ecológicos como a incorporação 

na biomassa dos fragmentos florestais nas adjacências. No sentido de integrar os fluxos 

terrestre (biosfera) e a atmosfera, o presente trabalho propõe, quantificar o carbono emitido, 

tanto pela extração do carvão mineral quanto pelas termelétricas e o quanto é estocado 

pelo meio ambiente e com isso gerar um modelo de estimativa de biomassa e taxas de 

incorporação de C nos fragmentos florestais a partir de imagens de índices de vegetação. 

Com essa abordagem pretende-se investigar o balanço de carbono terrestre empregando 

técnicas de sensoriamento remoto e geoprocessamento para estudar os processos 

atmosfera-biosfera em regiões influenciadas por empreendimentos termelétricos e áreas 

de exploração de carvão a céu aberto. 

 

1.1 Hipótese 

Parte-se do pressuposto de que a exploração de carvão mineral e empreendimentos 

termelétricos impactam áreas campestres em suas adjacências, afetando as concentrações 

de gases de efeito estufa nessas regiões; e que a avaliação dos processos de incorporação 

de carbono por essas áreas seja possível de ser quantificada a partir do estabelecimento 

de uma metodologia que incorpore medições in situ e sensoriamento remoto. 
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1.2 Objetivos 

Esta pesquisa tem como objetivo principal quantificar o carbono estocado por 

ecossistemas adjacentes a áreas de extração do carvão mineral e empreendimentos 

termelétricos no município de Candiota - RS, bem como a emissão de gases de efeito estufa 

por esses fragmentos campestres, buscando gerar um modelo de estimativa de biomassa 

e taxas de incorporação de carbono. 

Os objetivos específicos são: 

1. Analisar os padrões de cobertura do solo obtidos por meio de índices de 

vegetação; 

2. Realizar a classificação supervisionada em áreas impactadas por 

empreendimentos termelétricos e mineração, relacionando-as com as 

emissões de gases de efeito estufa a partir de dados de sensoriamento remoto; 

3. Avaliar os fluxos terrestres e quantificar o estoque de gases e de biomassa por 

fragmentos campestres; 

4. Desenvolver um modelo para estimar as taxas de incorporação de biomassa e 

carbono em pastagens naturais e plantadas próximas a projetos termelétricos 

e de mineração de carvão; 

5. Integrar os fluxos terrestres (biosfera) e a atmosfera, e quantificar o carbono 

emitido pelo solo; 

6. Investigar o balanço de carbono terrestre para estudar os processos atmosfera-

biosfera em regiões influenciadas por empreendimentos termelétricos. 
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2 DESENVOLVIMENTO 

2.1 Referencial teórico 

2.1.1 Biomassa e Carbono 

A biomassa é a quantidade de material de origem biológica, seja ela viva ou morta, 

animal ou vegetal (SANQUETTA e BALBINOT, 2004). Biomassa florestal é dividida em 

biomassa acima do solo e abaixo do solo, devido aos processos usados nas suas 

estimativas. Esta revisão abordará prioritariamente a biomassa acima do solo, identificada 

apenas como biomassa. 

Há diferentes métodos de estimativa de biomassa, diretos e indiretos. Os métodos 

diretos são conhecidos como métodos destrutivos, pois ocorrem quando os componentes 

vegetais são separados e pesados em campo, onde é obtida a biomassa verde, e 

posteriormente em laboratório, quando as amostras dessa vegetação são secas em estufa 

para obter-se o teor de umidade, que servirá para identificação da biomassa seca, 

(subtração do teor de umidade da biomassa verde) (WATZLAWICK, 2003). Os métodos 

indiretos são baseados em métodos diretos e utilizam equações alométricas (equações que 

permitem estimar variáveis biofísicas de uma vegetação em função de medidas in situ), 

estabelecidas em variáveis dendométricas (altura, diâmetro e volume do tronco) ou dados 

de sensoriamento remoto (QURESHI et al. 2012). 

 As equações alométricas de biomassa podem ser equações lineares ou não lineares. 

A utilização de modelos não lineares é justificada devido ao comportamento não linear das 

variáveis naturais (SANTOS, 1996), porém apresenta algumas desvantagens pela maior 

complexidade de estimar seus parâmetros. Já os modelos lineares são modelos mais 

simples, e seus erros são facilmente minimizados através de métodos estatísticos. Na 

Tabela 1 são apresentados dois exemplos de equações alométricas para estimativa de 

biomassa florestal, sendo uma aritmética e outra logarítmica. Por outro lado, a estimativa 

de biomassa de vegetação não arbórea é realizada a partir do cálculo do estoque de 

carbono na vegetação, com base nos valores de matéria seca e úmida da amostra. 
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Tabela 1 - Equações alométricas para estimativa de biomassa florestal. 

Equações Alométricas Autor do Modelo 

𝑌 =  𝑏0 + 𝑏1𝐷𝐴𝑃2 + 𝑏2𝐷𝐴𝑃2𝐻 + 𝜀𝑖 Sanqueta et al. (2004) 

𝑙𝑛𝑌 = 𝑏0 + 𝑏1𝑙𝑛𝐷𝐴𝑃 + 𝑏2𝑙𝑛𝐻 + 𝑙𝑛𝜀𝑖 Higuchi et al. (1998) 

onde: Y = biomassa da matéria seca total; DAP = diâmetro; H = altura; bi = coeficientes; ɛ = erro. 
Fonte: Elaboração própria. 

 

Métodos para estimativa de biomassa através de técnicas de sensoriamento remoto 

são eficientes, possuem ampla cobertura espacial e necessitam de dados sobre a biomassa 

florestal obtidos através de métodos diretos (destrutivos) (DONG et al. 2003).  

A determinação dos valores de carbono fixados em grandes áreas de cobertura 

vegetal somente por métodos diretos se torna inviável, o que tem levado a um aumento do 

uso de técnicas de sensoriamento remoto para a estimativa desses valores (NEEFF et al. 

2005). Devido à dificuldade de mensurar a biomassa abaixo do solo essas pesquisas focam 

apenas na biomassa acima do solo (LU, 2006) que representa cerca de 55% de carbono 

estocado em um ecossistema florestal (QURESHI et al. 2012). 

 

2.1.2 Estimativa de Biomassa e Carbono (através de CO2 e CH4) por meio de técnicas de 

sensoriamento remoto 

A biomassa vegetal, como dito anteriormente, pode ser estimada através do uso de 

sensoriamento remoto. Muitos trabalhos utilizam dessa técnica utilizando diferentes tipos 

de dados espectrais, como os obtidos através de sensores remotos ativos, que emitem sua 

própria energia; e sensores ópticos (passivos), não emitem energia, mas coletam a energia 

emitida ou refletida naturalmente pelo alvo. Diversos autores apresentam que o uso de 

dados ópticos de sensoriamento remoto associados a pesquisas de campo gera estimativas 

de biomassa e estoque de carbono de ótima precisão (BAKER et al. 2010, LE MAIRE et al. 

2011). 

Nos trabalhos já desenvolvidos há um destaque ao uso de índices de vegetação, que são 

propostos para explorar as características espectrais da planta, principalmente nas regiões 

espectrais do visível e infravermelho próximo. Esses índices são medidas sem unidades e 

resultado de transformações radiométricas a partir de bandas espectrais de imagens 

orbitais, e são utilizados para estimar e comparar dados biofísicos adquiridos em campo, 

como biomassa e carbono (SILVA, 2015). 
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Um dos índices mais amplamente utilizados na literatura é o Índice de Vegetação da 

Diferença Normalizada (NDVI – Normalized Difference Vegetation Index), que foi proposto 

por Rouse et al. (1973) para reduzir o impacto da dispersão/espalhamento atmosférico 

usando uma diferença normalizada entre duas bandas do espectro (THENKABAIL et al., 

2000): a do infravermelho próximo e a do vermelho (Equação 1). Os valores desse índice 

variam de -1 a +1, sendo os valores mais elevados indicadores de áreas com maiores 

Índices de Área Foliar (IAF) e os valores mais baixos indicadores de áreas com menor 

densidade de vegetação. O NDVI é um bom preditor de biomassa verde, tanto úmida 

quanto seca, porém satura em valores muito altos de IAF. 

𝑁𝐷𝑉𝐼 =
𝜌𝑁𝐼𝑅 − 𝜌𝑅𝐸𝐷

𝜌𝑁𝐼𝑅 + 𝜌𝑅𝐸𝐷
 (1) 

Onde: 

ρNIR = reflectância banda espectral do infravermelho próximo 

ρRED = reflectância banda espectral do vermelho 

Visando suprir essa desvantagem apresentada no NDVI, Huete et al. (2002) 

desenvolveu o Índice de Vegetação Melhorado (EVI – Enhanced Vegetation Index) que 

otimiza o sinal da vegetação, o que melhora a sensibilidade de detecção em áreas com 

maiores valores de densidades de vegetação. Esse índice leva em consideração as 

mesmas componentes do NDVI em seu algoritmo, somadas aos fatores de ajuste do solo 

e coeficientes para ajuste do efeito da atmosfera, além de incluir a banda do azul (Equação 

2). 

𝐸𝑉𝐼 =
𝐺 ∗ 𝜌𝑁𝐼𝑅 − 𝜌𝑅𝐸𝐷

𝜌𝑁𝐼𝑅 + 𝐶1 ∗ 𝜌𝑅𝐸𝐷 − 𝐶2 ∗ 𝜌𝐵 + 𝐿
 (2) 

Onde: 

G = fator de ganho; 

𝜌B = refletância banda espectral do azul; 

L = ajuste de fundo do dossel vegetal; 

C1 e C2 = coeficientes de ajuste da influência dos aerossóis. 

Para a interferência de carbono, Gamon et al. (1992) propôs o Índice de Reflectância 

Fotoquímica (PRI - Photochemical Reflectance Index), que é sensível às mudanças nos 

pigmentos carotenoides na folhagem (ALMEIDA e ROCHA, 2018), o que funciona como um 
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indicativo da taxa de CO2 armazenada pela folha por unidade de energia absorvida. O PRI 

é resultado da relação entre as bandas espectrais do verde e do azul (Equação 3). 

𝑃𝑅𝐼 =
𝜌𝐺 − 𝜌𝐵

𝜌𝐺 + 𝜌𝐵
 (3) 

Onde: 

ρG = refletância banda espectral do verde. 

O índice CO2Flux surge então da relação do PRI com o NDVI, o que torna possível 

integrar as feições de absorção decorrentes do sequestro de carbono. Baptista (2003) ao 

utilizar esse índice para mapeamento e sequestro de carbono em ambientes tropicais 

ressaltou que os dados de PRI devem ser reescalonados para valores positivos gerando 

um novo índice, o sPRI (Equação 4). 

𝑠𝑃𝑅𝐼 =
𝑃𝑅𝐼 + 1

2
 (4) 

O índice espectral CO2Flux é então obtido através da multiplicação do índice NDVI 

com o índice sPRI (Baptista, 2003) (Equação 5). 

𝐶𝑂2𝐹𝑙𝑢𝑥 = 𝑁𝐷𝑉𝐼 ∗ 𝑠𝑃𝑅𝐼 (5) 

A partir do estudo de Baptista (2003), o CO2Flux vêm sendo amplamente utilizado 

na mensuração de carbono em diferentes tipos de vegetação, correlacionando dados 

espectrais e biofísicos (MARTINS, 2013; SILVA, 2015; ALMEIDA et al., 2018). Este método 

é amplamente utilizado para as estimativas de CO2 por sensoriamento remoto, porém há 

outro importante gás de efeito estufa presente na atmosfera e que desempenha um 

importante papel nas mudanças climáticas: o metano (CH4), que pode ser estimado em 

escala local e global, e resolução espacial relativamente alta. 

Observações por sensoriamento remoto em escala global de CH4 e também de CO2 

são possíveis desde 2002, através de medições de instrumentos hiperespectrais a bordo 

de alguns satélites como o Envisat, lançado em 2002 pela Agência Espacial Européia (ESA) 

que possui a bordo o sensor SCanning Imaging Absorption spectroMeter for Atmospheric 

CartograpHY (SCIAMACHY); o Aqua da NASA com o sensor AIRS (Atmospheric Infrared 

Sounder), também lançado em 2002; o Greenhouse gases Observing SATellite (GOSAT), 

lançado em 2009,  que possui o sensor TANSO-FTS, que fornece observações globais de 

gases de efeito estufa de alta qualidade mas possui cobertura espacial bastante esparsa e 

quantifica, por uma média plurianual, as emissões de CH4 em uma escala de 100-1000 km 

(JACOB et al., 2016); o satélite LeoStar-2 que possui um único sensor a bordo, o Orbiting 



18 
 

Carbon Observatory-2 (OCO-2) da NASA, lançado em 2014 (FRANKENBERG et al., 2015); 

e o mais recente, o Sentinel 5 Precursor (S5-P) com o sensor TROPOspheric Monitoring 

Instrument (TROPOMI), lançado em 2017, com resolução de 7x7 km², até agosto de 2019, 

e 7x5,5 km², a partir de agosto de 2019, que quantifica as emissões diárias de metano. De 

acordo com Magro et al. (2021), esse instrumento realiza observações nas regiões 

espectrais ultravioleta-visível (270–500 nm), infravermelho próximo (675–775 nm) e 

infravermelho de onda curta (SWIR - Short-Wave Infrared) (2305–2385 nm), que cobrem 

bandas de absorção de CH4 e Oxygen-A (760 nm), que são utilizadas para obtenção da 

coluna de ar seco usada no cálculo das frações molares médias de ar seco da coluna de 

XCH4 (LUDEWIG, 2023). 

Nos últimos anos diversos estudos foram realizados utilizando dados espaciais de 

CH4, como o de Kozicka et al. (2021), onde foram utilizados dados do sensor TROPOMI 

para dimensionar mudanças espaciais e temporais de metano sob áreas de cultivo de arroz 

irrigado, que são fortemente associadas a emissões deste gás. Neste e em outros trabalhos 

(ZHANG et al., 2022; TRENCHEV et al., 2023) que utilizam dados do sensor TROPOMI, os 

dados da taxa média de mistura de ar seco da coluna de CH4 (ppb) são os produtos de 

Nível 3 do satélite Sentinel-5P. O processamento dos dados geralmente envolve 

estatísticas de análise de correlação e autocorrelação espacial, como no estudo de Zhang 

et al. (2022), que correlacionaram a densidade populacional com os dados de concentração 

de CH4. 

Para detectar tendências a longo prazo e variações sazonais na concentração de 

CH4 um modelo de tendência linear, já utilizado para detecção de tendência de outros 

componentes atmosféricos, é aplicado ao CH4 com uso de dados de sensoriamento remoto 

(WU et al., 2019) (Equação 6): 

𝑌𝑖 = 𝐴 + 𝐵𝑋𝑖 + 𝐶𝑠𝑖𝑛(𝐷𝑋𝑖 + 𝐸) + 𝑀𝑖 (6) 

Onde: 

Yi = concentração mensal de CH4 (ppb/mês); 

Xi = número de meses; 

Mi = resíduo (diferença entre o modelo e os valores medidos); 

A, B, C, D e E = parâmetros de ajuste; 
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A + BXi = função linear que representa a tendência linear das concentrações de CH4 durante 

o período a ser analisado, A representa o valor no início do período e B é a mudança na 

inclinação dos valores mensais; 

Csin (DXi+E) = componente sazonal da concentração anual, C representa a amplitude, D 

frequência (fixado em π⁄6, pois é necessário, no mínimo, o período de um ano) e E mudança 

de fase. 

Medições do sensor AIRS e TROPOMI e do satélite GOSAT também são 

amplamente utilizadas para analisar e monitorar a distribuição e transmissão das 

concentrações de CH4 na atmosfera na China (YANG et al., 2017; WU et al., 2019; ZHANG 

et al., 2022). Estes sensores possuem uma contribuição significante para estudos de fluxos 

de carbono, porém por serem sensores passivos, as medições sofrem influência de 

camadas de aerossóis presentes na atmosfera e de finas nuvens de gelo, que 

posteriormente necessitam ser corrigidas por complexos algoritmos de recuperação. Para 

mitigar essa limitação dos sensores passivos, o satélite franco-alemão MERLIN (Methane 

Remote Sensing Lidar Mission) (PIERANGELO et al., 2016), com data de lançamento 

prevista para 2024, terá a bordo um sensor ativo para medição de CH4, o Lidar Methane 

Integrated Path Differential Absorption (IPDA), que medirá as concentrações globais de 

metano para quantificar e localizar fontes de emissão e compreender melhor sua variação. 

Em escala local existem campanhas que utilizam sensores espectrais de alta 

resolução espacial, como o radiômetro LHR (Laser Heterodyne Radiometer), acoplados a 

lasers de diodo operando na região espectral NIR para realizar medições da coluna e da 

razão de mistura de ar seco de CO2 e CH4 atmosféricos (WANG et al., 2020). Uma 

campanha experimental assim ocorreu na China durante 6 meses e os dados obtidos foram 

validados com dados do Satélite GOSAT. A campanha CO2 e Metano (CoMet) realizada 

em 2018 na Bacia de Carvão da Alta Sibéria no sul da Polônia (KRAUTWURST et al., 2021), 

através do instrumento Methane Airborne MAPper (MAMAP) de sensoriamento remoto 

passivo, obteve medições da coluna de CO2 e CH4 em escala regional, o que permitiu o 

fornecimento de dados de gases de efeito estufa (FIX et al., 2018) em um dos maiores 

pontos de emissão de CH4 da Europa (KRAUTWURST et al., 2021).   

As medições da concentração de carbono na atmosfera por sensoriamento remoto 

no espaço fornecem informações para avaliar mudanças espaciais e temporais da 

concentração de gases de efeito estufa em escala global, o que compensa a deficiência de 

medições mais próximas a superfície terrestre (WU et al., 2019). 
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2.1.3 Trocas gasosas entre superfície terrestre e atmosfera 

A técnica com uso de câmara de solo estática que contabiliza somente o fluxo de 

carbono do solo, consiste em delimitar uma pequena área contendo vegetação ou não 

utilizando uma câmara e desta forma restringir a circulação de ar em seu interior no 

momento da realização das medidas da variação na concentração de gases (COSTA et al., 

2006). A coleta das amostras por esta técnica se dá de forma manual, e posteriormente o 

material coletado é enviado para análise laboratorial ou quantificado in situ através do uso 

de modelos automáticos. Ambos tratamentos utilizam analisador por infravermelho ou 

cromatografia gasosa (COSTA et al., 2006). As câmaras podem ser fechadas ou abertas 

(COSTA et al., 2006), sendo mais comum o uso das câmaras fechadas por não haver a 

renovação do ar e assim as mudanças de concentração do gás serem contínuas 

(DENMEAD et al., 1993). 

A confecção das câmaras manuais deve ser realizada de forma padronizada e com 

materiais que minimizem o máximo possível as interações com o ambiente externo. Alguns 

cuidados devem ser tomados durante as coletas, armazenamento e transporte das 

amostras para evitar ou ao menos reduzir erros e possíveis contaminações, dentre eles: a 

realização das coletas em um período do dia que represente a média diária do dia, 

geralmente entre 9:00 – 11:00 horas como horário médio local (MINAMIKAWA et al., 2012); 

pré-evacuação de frascos de vidro (Vials) utilizados para armazenamento das amostras e 

manutenção destes a baixa temperatura até a análise; não perturbação do solo e plantas 

em torno e no interior das câmaras durante todo o período de coletas (tanto no ato da coleta 

como nos dias anteriores e posteriores). 

Medições de fluxos por este método foram empregadas em diferentes culturas, como 

arroz, trigo, soja, milho, aveia, entre outras. Costa et al. (2008) ao aplicarem esse método 

para a cultura de arroz irrigado quantificaram a emissão média diária de CH4 e identificaram 

uma emissão entre 25,6 e 11 mg CH4 m-2 h-1. Yao et al. (2009) compararam o uso de 

câmaras manuais e automáticas para medição dos fluxos de N2O (óxido nitroso), CO2 e 

CH4 em um sistema de cultivo rotacional de arroz-trigo, e identificaram que ambos os 

métodos são adequados para medições diárias e sazonais desses fluxos. Piva et al. (2014) 

avaliaram o impacto da integração lavoura-pecuária, utilizando a metodologia de câmaras 

estáticas, identificaram que os fluxos de CH4 não foram afetados pelos sistemas de manejo 

do solo e que não ocorreu sequestro de carbono orgânico do solo suficiente para 

compensar as emissões de N2O. Veeck et al. (2018) ao realizarem uma análise dos fluxos 

noturnos de CO2 do solo em área de cultivo de soja, por meio do método de câmara 
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automática e com o método de Covariância dos vórtices turbulentos, identificaram que a 

umidade do solo é um fator importante no controle das emissões de CO2 e que o fluxo 

acumulado é maior no solo do que na atmosfera. Amadori et al. (2022), com o objetivo de 

avaliar as emissões de N2O e CH4 do solo em um sistema rotacional de milho-aveia, 

identificaram um consumo anual de CH4, cerca de -1,82 kg CH4 ha-1 que compensou 

aproximadamente 1,4% da emissão de N2O. 

 

2.1.4 Empreendimentos Termelétricos 

Uma usina termelétrica gera energia elétrica de duas formas: queima de combustível fóssil 

(não-renovável) ou biomassa (renovável). Essa queima de combustível aquece um volume 

de água que transforma-se em vapor, o qual gira uma turbina que aciona um gerador 

elétrico. Assim a eletricidade é gerada a partir da energia cinética obtida pela passagem do 

vapor d’água pela turbina que a transforma em energia elétrica. 

Existem três tipos de combustíveis fósseis: petróleo, gás natural e carvão mineral ou 

natural.  O carvão mineral é formado a partir da matéria orgânica de vegetais depositados 

em áreas conhecidas como bacias sedimentares e é responsável por aproximadamente 

40% da energia gerada no mundo todo, o que representa mais de um terço da geração 

global de eletricidade (IEA, 2021). De acordo com o Relatório de Estatísticas e Informação 

de Carvão 2020 da International Energy Agency (IEA), a produção de carvão aumentou 

1,5% em todo o mundo em 2019 e o consumo reduziu 1,2%. Na queima do combustível é 

liberada na atmosfera uma certa quantidade gás carbônico e água, e essa quantidade varia 

de acordo com as características do combustível utilizado. A emissão de CO2 aumenta com 

o teor de carbono presente no combustível e com a quantidade queimada, o que representa 

a sua capacidade de geração de energia em Megawatt (MW). Licks (2010) coletou dados 

de diferentes termelétricas a carvão de capacidade instalada de 20 MW até 857 MW e suas 

respectivas emissões de carbono. Para uma capacidade de geração de energia de 20 MW, 

446 MW e 857 MW, a emissão de carbono é de aproximadamente 27 Gg C ano-1, 447 Gg 

C ano-1 e 940 Gg C ano-1, respectivamente (LICKS, 2010). 

De acordo com dados da Agência Nacional de Energia Elétrica (ANEEL), no Brasil existem 

em operação dez usinas termelétricas movidas a carvão, a maioria localizada na região sul 

do país. Essa é uma região em destaque na produção de carvão devido a sua proximidade 

com jazidas como a Figueira-Sapopema (PR), Sul-Catarinense (SC), Santa Terezinha, 

Charqueadas, Baixo Jacuí e Candiota (RS) (GOMES et al., 2003), sendo a de Candiota a 
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principal do país, correspondendo a cerca de 38% dos recursos totais de carvão brasileiro 

(BORBA, 2001; GOMES et al, 2003). 

No município de Candiota – RS encontram-se em operação segundo a ANEEL, duas usinas 

termelétricas movidas a carvão: a Usina Termelétrica Candiota III (Fase C), operada pela 

Âmbar Energia, com potência instalada de 350 MW e em operação desde o ano de 2011; 

e a Usina Termelétrica Pampa Sul, operada pela Starboard e Perfin, com potência instalada 

de 345 MW e em operação desde 2019. Segundo dados da pesquisa realizada pela 

Sistema de Estimativas de Emissões Gases de Efeito Estufa (SEEG Brasil) o município 

emitiu no ano de 2018 mais de 2 milhões de toneladas de CO2 através da queima de 

combustíveis, o que garante seu lugar entre os quinze primeiros na classificação geral dos 

municípios brasileiros que mais emitiram CO2 no setor de energia e o primeiro no estado 

do Rio Grande do Sul (SEEG, 2022).  

O SEEG estima as emissões de GEE para todos os municípios brasileiros de forma 

simplificada, por isso indica as principais tendências de emissões nos diferentes setores, o 

que pode causar um distanciamento de resultados obtidos através de pesquisas, 

levantamentos e inventários locais (SEEG, 2022). De acordo com as diretrizes do IPCC 

para inventários nacionais de CO2, é necessário que seja realizada a contabilização das 

emissões e remoções antrópicas de GEE (IPCC, 2006). O SEEG, por utilizar uma 

abordagem mais conservadora, opta por priorizar a divulgação dos dados com emissões 

brutas. As estimativas de emissões brutas de gases de efeito estufa não consideram as 

remoções de CO2 pelas mudanças de uso do solo, por exemplo. Quando há desconto das 

remoções, as estimativas são dadas como emissões líquidas. 

 

2.1.5 Processo de exploração de carvão mineral 

A poluição atmosférica ligada às atividades de mineração se faz presente em todas 

as fases do empreendimento termelétrico. Sabe-se que a vida útil de uma mina em geral é 

de dezenas de anos e os problemas causados permanecem na região pelo mesmo tempo 

da mina e muitas vezes até por mais. O processo de mineração produz emissões de vários 

tipos de poluentes, com destaque para os óxidos de carbono, nitrogênio e enxofre (CHEN 

et al., 2005). Essas emissões de gases de efeito estufa na mineração do carvão dependem 

de diversos fatores desde a geologia do depósito até a classificação do carvão, sendo a 

classificação mais alta geralmente a com maior teor de CH4 (AYDIN et al., 2012).  
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Há dois processos de exploração de carvão: a mineração a céu aberto e a mineração 

subterrânea (TIWARY, 2001). A mineração a céu aberto apresenta um método onde as 

camadas de solo superficiais, bem como formações sedimentares que cobrem o carvão, 

são removidas para que posteriormente seja realizado o processo de lavra do carvão, 

sendo este método de lavra geralmente pouco emissor de gás metano (UNECE, 2022). Já 

na mineração subterrânea, o carvão é explorado através do método câmara e pilares ou 

pelo método de lavra com caimento no teto. A exploração de carvão na jazida de Candiota, 

controlada pela Companhia Riograndense de Mineração (CRM), se dá através da 

mineração a céu aberto, pois esse é um método mais seguro para os trabalhadores e como 

as reservas são bastante superficiais, de até 50 metros de profundidade (CRM, 2021), a 

extração dessa forma é facilitada. 

No processo de mineração de carvão a céu aberto, o processo é iniciado com a 

extração de toda a cobertura vegetal que cobre a jazida até que ela seja exposta. Somente 

após essa extração a mineração começa a acontecer de fato, bem como o transporte do 

carvão até o empreendimento. As atividades envolvidas neste processo seguem uma 

sequência: (1) perfuração e detonação da rocha e do carvão; (2) extração, carregamento e 

transporte de rochas e resíduos de carvão; (3) preparação do carvão; (4) carregamento, 

transporte e armazenamento do carvão; e (5) uso final do carvão em termelétricas para a 

geração de energia (ESPITIA-PÉREZ, 2016).  

Durante a mineração do carvão, substâncias como material particulado, 

hidrocarbonetos e metais traços são liberados na atmosfera. Alguns compostos também 

são gerados e emitidos, como óxidos de enxofre, óxidos de nitrogênio e o monóxido de 

carbono, esse último gerado a partir da combustão espontânea do carvão na armazenagem 

e nos rejeitos (PEUKER e FAGUNDES, 2006). 

As principais fontes de emissão de gases no processo de mineração são através do 

consumo de energia e de combustível utilizado no transporte do carvão, processos que 

correspondem a 90% dos gases oriundos dessa atividade (IBRAM, 2014). Em estudos 

recentes realizados na China (ZHANG et al., 2022) identificou-se como fonte de emissão 

de metano, além de áreas de aterro sanitário e campos de arroz, áreas de mineração de 

carvão a céu aberto, relacionando os altos valores de CH4 encontrados às emissões 

antrópicas por atividades energéticas que mantém as concentrações na área de estudo em 

níveis elevados. De acordo com a Environmental Protection Agency – US EPA (2012), a 

China é responsável por aproximadamente 50% do total de emissão global de metano, 

sendo considerada a maior emissora de CH4 por mineração de carvão. Na Europa, a Bacia 
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de Carvão da Alta Silésia ao sul da Polônia, e na Rússia a região de Kemerovo (TRENCHEV 

et al., 2023), também são alvos de avaliação de emissão de metano, bem como outros 

gases causadores do efeito estufa, por serem as maiores áreas de mineração de carvão da 

Europa e da Rússia. A região carbonífera da Europa é um dos pontos de maior emissão 

desse gás na região (KRAUTWURST et al., 2021), e diferentemente da área de mineração 

do estudo realizado na China, a lavra do carvão nesta bacia se dá de forma subterrânea. 

Globalmente, áreas de mineração de carvão são responsáveis por cerca de 350 Mt CH4 

ano-1 (SAUNOIS et al., 2020) e de acordo com Kholod et al. (2020) essas áreas são menos 

estudadas quando comparadas com os setores de gás e petróleo. 

 

2.2 Metodologia 

2.2.1Localização e caracterização da área de estudo 

A área de estudo (Figura 1) localiza-se na região sul do Estado do Rio Grande do Sul 

e abrange aproximadamente 935 km2 que engloba totalmente o município de Candiota. A 

área é representada na Figura 1. 
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Figura 1 - Área de estudo com destaque para as Centrais Geradoras Termelétricas (UTEs) 

e áreas de mineração consideradas no estudo. 

Encontra-se em operação na região a Usina Termoelétrica Candiota III Fase C, de 

propriedade da Âmbar Energia. O complexo termoelétrico realiza a queima do carvão 

mineral oriundo da Mina de Candiota, operada pela Companhia Riograndense de 

Mineração (CRM). A Fase C possui potência de 350 MW (CGT ELETROSUL, 2024). Em 

relação ao monitoramento da qualidade do ar a empresa conta com três estações na região 

(Candiota, Aeroporto e Três Lagoas). 

Outra usina que se encontra em operação na região é a Usina Termelétrica Pampa 

Sul, operada pela Starboard e Perfin, com 345 MW de potência instalada. Essa usina iniciou 

sua operação comercial em junho de 2019 e possui autorização de operação por 25 anos, 

a partir de janeiro de 2019 (PAMPA SUL, 2024). Está usina utiliza como combustível para 

a geração de energia o carvão mineral proveniente da Mina Seival, a qual é operada pela 

Seival Sul Mineração (SSM), empresa pertencente ao pertencente ao grupo Copelmi 

Mineração. 

A área de estudo está inserida no bioma Pampa, Ecorregião Campos Sulinos, e 

abrange formações florestais e campestres. Dentre essas, foram identificadas, conforme a 
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classificação apresentada no Manual Técnico da Vegetação Brasileira (IBGE, 2012), as 

seguintes formações: Estepe; Savana-Estépica; Floresta Estacional; e Áreas das 

Formações Pioneiras Vegetação com Influência Fluvial e/ou Lacustre. A região em torno 

dos empreendimentos termelétricos é coberta predominantemente por vegetação nativa, 

cerca de 65% do total. O restante corresponde a áreas antropizadas. Contudo, cabe 

destacar que parte expressiva desta vegetação nativa está alterada, visto que há tempos a 

vegetação campestre da região se transformou em áreas de pasto natural. 

O clima da região, segundo Alvares et al. (2013), é do tipo Cfa: subtropical (Zona C), 

úmido (f) e com verão quente (a), de acordo com os critérios da classificação climática de 

Köppen (1936). Neste, a letra “f” indica precipitação pluvial mensal bem distribuída ao longo 

do ano; e a letra “a” se refere à temperatura média do mês mais quente ser maior ou igual 

a 22 °C e a temperatura média do mês mais frio estar entre -3 e 18 °C. 

 

2.2.2Mapeamento da área a partir de Análise de Imagens Baseada em Objetos Geográficos 

Foi utilizado o método de classificação a partir de Análise de Imagens Baseada em 

Objetos Geográficos (Geographic Object-Based Image Analysis - GEOBIA), utilizando o 

algoritmo de classificação Random Forest (RF) para a identificação e classificação dos 

padrões e características da composição e uso do solo na região de interesse. Nesse 

método, a unidade de processamento são grupos de pixels, denominados de regiões, que 

posteriormente serão classificados pelo algoritmo. 

Para a classificação foram utilizadas imagens orbitais do satélite Sentinel-2A, nas 13 

bandas do sensor MSI (Multispectral Instrument). A qualidade das classificações dos 

resultados obtidos foi avaliada por meio da Acurácia Geral e Índice Kappa, obtidos através 

da Matriz Confusão. 

Por meio do Índice Kappa é possível classificar o nível de precisão do método utilizado, 

conforme Tabela 2. 

Tabela 2 - Intervalo de aceitação dos resultados do Índice Kappa (LANDIS e KOCH, 1977). 

Índice Kappa (K) Característica 

K ≤ 0,2 Ruim 

0,2 < K ≤ 0,4 Razoável 

0,4 < K ≤ 0,6 Bom 

0,6 < K ≤ 0,8 Muito bom 
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K > 0,8 Excelente 

 

2.2.3Experimento de campo 

A escolha do local das coletas de material vegetal, solo e gases, foi definida em função 

da acessibilidade, da disponibilidade de infraestrutura e transporte, da direção 

predominante do vento e da proximidade com os empreendimentos termelétricos e de 

mineração, além de contemplar toda a extensão da área de estudo. Foram selecionadas 

três áreas amostrais: Ponto 1 (Fazenda Copelmi) - oposto ao vento predominante; Ponto 2 

(Mina - CRM) - mina de carvão; e Ponto 3 (Sítio – UTE) - próximo à usina, na direção do 

vento predominante (Figura 2).   Nos pontos amostrais a composição vegetal é descrita por 

espécies de gramíneas: Ponto 1, com maior dominância de Lolium Multiflorum Lam. 

(azevém-italiano) e Lolium Perene (azevém-perene) (Figura 2a).; Ponto 2, com maior 

dominância de Urochloa Decumbens (capim-braquiária) (Figura 2b).; e Ponto 3, com maior 

dominância de Andropogon Lateralis (capim caninha) (Figura 2c). 

 

Figura 2 - Composição vegetal dos pontos amostrais (a) Ponto 1 (Fazenda Copelmi), (b) 

Ponto 2 (Mina - CRM) e (c) Ponto 3 (Sítio – UTE). 

Para coleta das amostras de tecido vegetal foi empregado o método área fixa 

(SANQUETTA et al., 2014) e definidas quatro parcelas em cada área, com 25 m de 

comprimento e 10 m de largura, totalizando 12 parcelas. A coleta de vegetação foi feita 

aleatoriamente em cada parcela de campo selecionada posicionadas com o uso de GPS, 

de acordo com a metodologia proposta por (SALMAN et al., 2006), onde a partir do “método 

do quadrado”, utilizando um quadro de madeira de 50 x 50 cm (0,25 m²), o material vegetal 

foi cortado rente ao solo. 
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O material vegetal então foi armazenado e pesado, para obtenção da biomassa verde, 

e posteriormente encaminhado a estufas para obtenção da biomassa seca. O material foi 

seco a uma temperatura de 40° até atingir peso constante, e quantificado em relação a sua 

massa. As amostras de biomassa seca foram então moídas e analisadas quanto aos teores 

de carbono por combustão seca em analisador CN (Flash 2000 IRMS, Thermo Fisher 

Scientific). As coletas foram realizadas nas estações de primavera e inverno, 

respectivamente em 14 de outubro de 2022 e 28 de julho de 2023. Os processos que 

compõem esta etapa da pesquisa são apresentados na Figura 3. 

 

Figura 3  - Metodologia aplicada para posterior obtenção de biomassa e carbono dos pontos 

amostrais. (1) coleta da vegetação por meio do método do quadrado; (2) pesagem da 

vegetação antes e após secagem em estufa; (3) moagem das amostras em moinho e 

posterior em cilindro, (4) preparo das amostras para envio laboratorial.  

Os fluxos de CO2 e CH4 do solo para a atmosfera foram acompanhados durante as 

duas campanhas de amostragem, nas estações de primavera e inverno, utilizando a técnica 

de câmaras estáticas (fechadas) (Figura 4). Para a medição dos gases, utilizaram-se 

câmeras cilíndricas de PVC (25 cm de diâmetro x 20 cm de altura) instaladas nas parcelas 

selecionadas, em cada parcela foram posicionadas quatro câmaras estáticas no solo a uma 

profundidade de 5 cm. As coletas se deram no período da manhã (9h-11h) para minimizar 

a variação diurna da temperatura e umidade do ar. 
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Posteriormente as câmaras foram fechadas com tampa de PVC com septo na parte 

superior, que restringe os fluxos de ar do solo para a atmosfera. As amostras de gases 

então retiradas da câmara em intervalos de 0, 15, 30 e 45 minutos após o fechamento das 

câmaras, com seringas de 20 mL equipadas com válvulas de três vias, após transferidos 

para frascos evacuados para transporte e armazenamento até serem encaminhadas a 

laboratório para análise de CO2 e CH4. A temperatura do solo (TS, °C) e a umidade do solo 

(URS, %, m³ m-3) na camada de solo se 0-5 cm também foram medidas em cada tempo de 

amostragem do gás. 

As concentrações de CO2 e CH4 foram determinadas por cromatografia gasosa em 

equipamento GC Trace 1310 (Thermo Scientific), equipado com detector de captura 

eletrônica para CO2 e detector de ionização de chama para CH4. Como controle de 

qualidade da análise de GC, foi utilizada uma curva padrão de concentração de gás, com 

quatro concentrações padrão de CO2 e CH4 (misturas padrão fornecidas pela Praxair-White 

Martins), e para cada 20 amostras, uma amostra padrão também foi analisada para verificar 

a precisão das medições. Os processos que compõem esta etapa da pesquisa são 

apresentados na Figura 4. 

 

Figura 4 – Metodologia aplicada para obtenção dos fluxos de CO2 e CH4 no solo, (1) base 

metálica preenchida com água; (2) câmara instalada para coleta das amostras de gás; (3) 

coleta das amostras; (4) transferência das amostras coletadas em campo para os vials e 

armazenamento até serem enviadas ao laboratório para análise. 
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As amostras compostas de solo foram coletadas no dia 14 de outubro de 2022, em 

condição de campo nativo e pastagem plantada no Ponto 1 (Fazenda Copelmi); Ponto 2 

(Mina - CRM); e no Ponto 3 (Sítio – UTE), nas camadas de 0-10 cm (superfície) e 10-20 cm 

(subsuperfície) de profundidade, posteriormente mantidas em refrigeração a 

aproximadamente 4 °C. Nas três unidades amostrais definidas (50 x 20 m) a área foi 

percorrida em “zig-zag ” para que fossem coletadas cerca de 15 subamostras. Após, as 

subamostras foram homogeneizadas, seguindo a metodologia proposta pela EMBRAPA 

SOLOS (1997). O material foi armazenado em sacos plásticos até o momento da secagem 

ao ar em estufa a 40 °C, até peso constante, destorroado, passado em peneira com malha 

de 2 mm para obtenção da fração terra fina seca ao ar e moído em gral de ágata, de acordo 

com Fruett et al. (2022). Cerca de 50 mg de cada amostra foram submetidos à combustão 

seca em analisador de carbono (Flash 2000 IRMS, Thermo Fisher Scientific) para 

determinação do carbono orgânico total (COT). Os processos que compõem esta etapa da 

pesquisa são apresentados na Figura 5. 

 

Figura 5 – Metodologia aplicada para obtenção do carbono orgânico total do solo nos três 

pontos amostrais. (1) coleta das amostras de solo com uso de trado holandês; (2) preparo 

das amostras para secagem em estufa; (3) passagem das amostras secas em peneira e 

moídas em gral de ágata; (4) preparo das amostras para envio ao laboratório. 
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2.2.4Estimativa do estoque de Carbono em superfície 

Um importante gás de efeito estufa presente na atmosfera e que desempenha um 

importante papel nas mudanças climáticas é o CH4, que pode se estimado em escala local 

e global com resolução espacial relativamente alta. 

O produto XCH4 utilizado neste estudo foi o fornecido pelo TROPOMI (TROPOspheric 

Monitoring Instrument), sensor multiespectral a bordo do satélite Sentinel-5P (Sentinel-5 

Precursor) (Apituley et al., 2021), que possui resolução espacial de 7 km e período de 

revisita de 17 dias. Foram adquiridos dados de 2019 a 2022, por meio da plataforma Google 

Earth Engine, cuja data mais antiga disponível para XCH4 é fevereiro de 2019. Os dados 

foram filtrados com condição de confiabilidade maior que 0,5.  Posteriormente os mapas de 

concentração espacial de CH4 foram realizados no software ArcMap (ArcGIS). 

Para a correlação com os dados biofísicos e a geração das equações de regressão 

foram utilizados dados ópticos provenientes de séries temporais do Sentinel 2. A correlação 

estatística foi estabelecida entre as bandas espectrais, Red (B4) e Red Edge 1 (B5), e os 

índices de vegetação,  NDVI (Normalized Difference Vegetation Index), NDRE (Normalized 

Difference Red Edge Index), sPRI (Photochemical Reflectance Index - reescalonado para 

valores positivos), CO2flux (integração do sPRI com o NDVI (BAPTISTA, 2003)) e 

CO2flux_NDRE (calculado a partir do índice NDRE), com os valores das variáveis biofísicas 

coletadas em campo. Foram analisados os dados de peso de biomassa fresca, biomassa 

seca, e carbono orgânico obtidos em laboratório em relação aos índices de vegetação 

aplicados sobre as imagens do sensor Sentinel-2, no mesmo período ou próximo.  

Os valores da resposta espectral para cada índice de vegetação foram obtidos através 

da média dos pixels correspondentes as amostras obtidas em cada uma das unidades 

amostrais. A estimativa de biomassa e carbono orgânico a partir dos dados espectrais foi 

realizada através de análises de correlação entre os dados coletados em campo e 

analisados em laboratório e a resposta espectral dos índices de vegetação. Posteriormente, 

foi feita uma análise de regressão linear gerando um modelo estatístico empírico, tendo 

como variável dependente a biomassa e o carbono da vegetação quantificada em cada 

unidade amostral e como variável independente os valores dos índices de vegetação. 

Realizaram-se testes estatísticos para selecionar os índices com contribuição mais 

significativa para compor os modelos de regressão, bem como testes (Mean Absolut Error 

- MAE; Mean Squared Error - MSE; Coefficient of Determination – R²) para validação das 
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regressões e análise de erros. Pretendendo-se com estes modelos, inferir sobre a biomassa 

e estoques de carbono da vegetação. 

 

2.3 Resultados e discussões 

A produção cientifica decorrente da tese foi realizada em formato de artigos científicos 

conforme normas do Programa de Pós-Graduação em Sensoriamento Remoto, listados a 

seguir: 

• Artigo 1: PAIM, B. L.; ALVES, R. C. M.; LIMA, B. D. Estimativa de biomassa e 

carbono a partir de técnicas de sensoriamento remoto em área sob influência 

de empreendimentos termelétricos e mineração. 

https://doi.org/10.26848/rbgf.v17.2.p1362-1374 

 

• Artigo 2: PAIM, B. L.; ALVES, R. C. M.; LIMA, B. D; FONTANA, D. C.; 

MORAES, O. L. L. Assessment of the relationship between biomass and 

carbon near coal mining and combustion areas. 

 

 

• Artigo 3: PAIM, B. L.; ALVES, R. C. M.; LIMA, B. D.; BAYER, C.; CAUMO, M. 

CO2 and CH4 flux dynamics in pastoral systems in an area near thermoelectric 

plants and coal mining. 
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2.3.1 Artigo 1: PAIM, B. L.; ALVES, R. C. M.; LIMA, B. D. Estimativa de biomassa e 

carbono a partir de técnicas de sensoriamento remoto em área sob influência de 

empreendimentos termelétricos e mineração.  

https://doi.org/10.26848/rbgf.v17.2.p1362-1374 
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R E S U M O 

O uso de técnicas utilizando imagens e dados de sensoriamento remoto para a obtenção de índices de vegetação já é 

amplamente difundido para aplicações em ecossistemas vegetais, o que auxilia na tomada de decisões. Da mesma forma, 

o emprego de classificadores de cobertura do uso do solo também está se tornando popular em meio a pesquisas na área 

de análise de dados ambientais, pois possibilita a identificação espacial de diversos tipos de coberturas de solo, incluindo 

infraestrutura urbanas e mineração, que posteriormente podem ser relacionadas com emissões de gases na atmosfera. O 

objetivo deste trabalho foi analisar os padrões de cobertura do solo obtidos por meio do NDVI, e realizar a classificação 

supervisionada em áreas impactadas por empreendimento termelétricos e mineração, relacionando-as com as emissões de 

gases de efeito estufa a partir de dados de sensoriamento remoto.  O estudo analisou a aplicação do algoritmo de 

classificação supervisionada Random Forest, o qual apresentou excelentes resultados estatísticos, com índice Kappa de 

0,83. O mapeamento das classes de uso do solo obtido permitiu uma avaliação em termos de ocupação e uso na área de 

estudo, dados posteriormente comparados com o comportamento do CO2Flux, bem como com as emissões de metano 

estimadas pelo sensor TROPOMI. Os resultados apontaram relação entre a distribuição de biomassa e carbono com a 

distribuição de atividades agrícolas e de energia, sendo estas as duas regiões que apresentam valores mais elevados de 

metano. Em contrapartida, os valores de CO2Flux foram maiores em áreas classificadas como Floresta e Vegetação 

campestre. 

Palavras-chave: sensoriamento remoto, classificação supervisionada, carbono, mineração. 

 

Estimating biomass and carbon using remote sensing techniques in an area 

under the influence of thermoelectric and mining projects 
 
A B S T R A C T 

The use of techniques using remote sensing images and data to obtain vegetation indices is already widespread for 

applications in plant ecosystems, which helps in decision-making. Similarly, the use of land use cover classifiers is also 

becoming popular in environmental data analysis research, as it provides spatial identification of different types of land 

cover, including urban infrastructure and mining, which can later be related to gas emissions into the atmosphere. The 

aim of this work was to analyze the land cover patterns obtained using NDVI, and to perform supervised classification in 

areas impacted by thermal power plants and mining, relating them to greenhouse gas emissions using remote sensing 

data.  The study analyzed the application of the Random Forest supervised classification algorithm, which showed 

excellent statistical results, with a Kappa index of 0.83. The mapping of land use classes obtained allowed an assessment 

to be made in terms of occupation and use in the study area, data which was then compared with the behavior of CO2Flux, 

as well as with methane emissions estimated by the TROPOMI. The results revealed a relationship between the 

distribution of biomass and carbon and the distribution of agricultural and energy activities, these being the two areas 

with the highest methane values. On the other hand, CO2Flux values were higher in areas classified as forest and grassland 

vegetation. 

Keywords: remote sensing, supervised classification, carbon, mining.  
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Introdução 

O desenvolvimento de técnicas de 

geoprocessamento, incluindo o sensoriamento 

remoto, é uma importante ferramenta no 

planejamento ambiental, pois possibilita que 

fenômenos e características do ambiente como uso 

e cobertura do solo sejam representados de forma 

ampla, tanto espacial quanto temporal (Beamish et 

al., 2020). O sensoriamento remoto fornece dados 

espaciais e temporais para monitoramento da 

superfície terrestre que permitem a geração de 

índices de vegetação associados à produção e 

estoque de biomassa vegetal e porcentagem de uso 

e cobertura do solo. 

Dentre os diversos índices de vegetação 

existentes, o Índice de Vegetação de Diferença 

Normalizada (NDVI), amplamente utilizado na 

literatura, é um bom preditor de biomassa verde, 

tanto úmida quanto seca e expressa de forma 

eficiente o estado e os atributos da vegetação 

(Huang et. al, 2020). Para a estimativa de biomassa 

é necessário também a utilização de índices 

sensíveis a senescência foliar, como é o caso do 

Índice de Reflectância Fotoquímica (PRI), 

desenvolvido para observação das condições 

fisiológicas da vegetação (Ryu et. Al, 2021). O uso 

combinado desses dois índices gera informações 

uteis em um sistema de monitoramento de 

vegetação, biomassa e cobertura do solo. 

A classificação do uso e da cobertura do 

solo através do emprego de índices de vegetação é 

realizado a partir da identificação dos padrões de 

energia eletromagnética refletida pela superfície 

terrestre convertida em classes. Essa classificação 

pode ser supervisionada ou não supervisionada, 

sendo esta primeira amplamente utilizada para 

análise de dados e imagens, sendo aplicada em 

inúmeros trabalhos com o objetivo de estudar tipos 

diferentes de cobertura de solo (Santos et. al, 2019; 

Bizon et. al, 2020; Carvalho et. al, 2021; Hamud et. 

al, 2021). Nos últimos anos diversos algoritmos de 

classificação supervisionada foram desenvolvidos, 

dentre eles estão o K-nearest  neighbor (KNN), 

Support  Vector  Machine (SVM), Classification 

and Regression Tree (CART) e o Random Forest 

(RF), que têm sido usados para mapeamento de 

paisagens em diferentes ambientes, desde áreas 

costeiras (Zhang et al., 2020) até regiões de dunas 

na América do Sul (Currihuinca et al., 2021) e de 

trunda no Círculo Polar Ártico (Liu et al., 2023), 

além do mapeamento de culturas e espécies (Lima 

et al., 2023). Dentre esses algoritmos, o RF tem 

apresentado melhor acurácia quando comparado 

aos demais. Em sua pesquisa de avaliação de 

algoritmos de classificação supervisionada, Wang 

et al. (2019) obtiveram valor de acurácia de 

aproximadamente 91%, superior aos demais 

algoritmos testados (KNN e SVM). Já Lou et al. 

(2020) aplicando métodos de classificação de 

imagens na China, obtiveram mais de 70% de 

precisão geral para todos os cenários aplicados no 

estudo, utilizando imagens de diferentes sensores, 

com uso do algoritmo RF. Similarmente, Bizon et 

al. (2020) ao mapearem a região sul do Brasil, mais 

precisamente o estado de Santa Catarina, também 

concluíram que o classificador possui um alto 

desempenho na classificação de imagens. 

Considerando a sua boa acurácia, a partir deste 

método é possível identificar espacialmente os 

tipos de cobertura do solo em uma dada região, 

como por exemplo, áreas de vegetação, agricultura, 

infraestrutura urbana e mineração, que 

posteriormente podem ser relacionadas com 

emissões de gases na atmosfera. 

O processo de mineração produz a emissão 

de vários tipos de poluentes na atmosfera dentre os 

quais destacam-se os óxidos de carbono. De acordo 

com Saunois et al. (2020), a mineração do carvão é 

responsável por aproximadamente um décimo do 

total das emissões antropogênicas de metano (CH4) 

no mundo, que é gerado a partir da combustão 

espontânea do carvão no armazenamento e nos 

rejeitos (Peuker e Fagundes, 2006). As emissões de 

metano provenientes da mineração são 

influenciadas por diversos fatores, como, geologia 

do local de extração, método de extração e a 

classificação do carvão, a qual quanto mais alta, 

maior o teor de metano (Trenchev et al., 2023). 

Também por meio de técnicas que utilizam 

sensoriamento remoto, é possível compreender a 

distribuição, tanto espacial quanto temporal das 

concentrações atmosféricas desse poluente. Para 

tal, pesquisadores utilizam dados fornecidos por 

diferentes sensores e plataformas para estudar as 

variações espaço-temporais do metano na 

atmosfera, como por exemplo dados do Sentinel-

5P (Kozicka et al., 2021; Zhang et al., 2022) e os 

obtidos pela sonda Atmospheric Infrared Sounder 

(AIRS) a bordo do satélite Aqua (Wu et al., 2019). 

De acordo com Ni et al. (2023) a principal 

diferença entre esses dois produtos está no 

comprimento de onda do espectro eletromagnético, 

enquanto o TROPOMI utiliza espectro do 

infravermelho de onda curta, mais sensível perto da 

superfície o AIRS utiliza espectro do 

infravermelho termal, apresentando boa 

sensibilidade na troposfera média-alta. 

Entender como as principais fontes e 

sumidouros de CO2 e CH4 se comportam é 

fundamental para a implementação de projetos que 

visam mitigar os efeitos desses gases frente ao 

aquecimento global e as mudanças climáticas visto 
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que o Brasil, e em destaque o estado do Rio Grande 

do Sul, estabeleceram sua meta de neutralidade de 

carbono em 2021, esperando reduzir pela metade 

as emissões de gases de efeito estufa até 2030 e 

atingir zero emissões líquidas de carbono até 2050 

(RS, 2021).  

Neste contexto, o objetivo deste trabalho 

foi analisar os padrões de cobertura do solo obtidos 

por meio do NDVI, sensível a biomassa de 

vegetação, e realizar a classificação supervisionada 

em áreas impactadas por empreendimentos 

termelétricos e mineração a céu aberto, 

relacionando-as com as emissões de gases de efeito 

estufa a partir de dados de sensoriamento remoto.  

Material e métodos  

Área de Estudo 

A área de estudo concentra-se em 

Candiota, na região sul do estado do Rio Grande do 

Sul, e abrange 935 km². O local está inserido no 

bioma Pampa, Ecorregião Campos Sulinos, e 

abrange formações florestais e campestres. Cabe 

destacar que parte expressiva desta vegetação 

nativa está alterada, visto que há tempos a 

vegetação campestre foi transformada em área de 

pastagem.

 

 
Figura 1. Área de estudo com destaque para as UTEs e áreas de mineração consideradas no estudo. 

 

O clima da região, segundo Alvares et al. 

(2013), é do tipo Cfa: subtropical (Zona C), úmido 

(f) e com verão quente (a), de acordo com os 

critérios da classificação climática de Köppen 

(1936). Neste, a letra “f” indica precipitação 

pluvial mensal bem distribuída ao longo do ano; e 

a letra “a” refere-se à temperatura média do mês 

mais quente ser maior ou igual a 22 °C e a 

temperatura média do mês mais frio estar entre -3 

e 18 °C. 

 

Mapeamento da área a partir de Análise de Imagens 

Baseada em Objetos Geográficos  

O método escolhido para a classificação foi 

o de Análise de Imagens Baseada em Objetos 

Geográficos (Geographic Object-Based Image 

Analysis - GEOBIA), utilizando o algoritmo de 

classificação Random Forest (RF) para a 

identificação e classificação dos padrões e 

características da composição e uso do solo na 

região de interesse. Nessa metodologia, a unidade 

de processamento são grupos de pixels, 

denominados de regiões, que posteriormente são 

classificados pelo algoritmo.  

Utilizou-se imagens orbitais do satélite 

Sentinel-2A (dado de maior resolução espacial 

disponível para a área de estudo), nas 13 bandas do 

sensor MSI (correção atmosférica aplicada a 

produtos de ortoimagem Nível-1C). Aplicou-se um  



Revista Brasileira de Geografia Física v.17, n.2 (2024) 1362-1374. 

Paim, B. L.; Alves, R. C. M.; Lima, B. D. 
1365 

 

filtro de nuvens de >10%, disponibilizando um 

total de 405 imagens entre os anos de 2019 e 2022. 

Realizou-se o recorte da área de estudo com a 

importação da delimitação gerada em formato 

vetorial shapefile. A seguir, para a classificação 

supervisionada, foi usada a técnica de 

segmentação, onde as imagens foram segmentadas 

em regiões espectralmente diferentes com o uso do 

algoritmo SNIC (Simple Non-Interative 

Clustering), modo de segmentação baseado em 

clusters amplamente utilizado devido as melhorias 

em eficiência computacional, consumo de memória 

e qualidade quando comparado ao seu antecessor, 

SLIC (Simple Linear Interative Clustering) 

(Achanta et al. 2017). Os parâmetros utilizados na 

aplicação do algoritmo de segmentação foram: 

seeds (grade regular de sementes), size (5), 

compactness (0), connectivity (2) e 

neighborhoodSize (0).  

Coletou-se segmentos que representassem 

cada classe de uso e cobertura do solo. As seis 

classes estipuladas foram: Água, Floresta, 

Vegetação campestre, Agricultura, Infraestrutura 

urbana e Mineração. A determinação das classes de 

uso e cobertura do solo foi baseada na classificação 

de Weber (2018) para uso e cobertura vegetal do 

estado do Rio Grande do Sul em 2015, e 

confirmada através de análise exploratória 

realizada com o auxílio das imagens de alta 

resolução disponíveis no Google Earth. Na classe 

Água reuniu-se os rios, lagos, pequenos açudes e 

córregos. A classe Floresta foi composta por 

formações florestais nativas e plantadas; a classe 

Vegetação campestre por pastagens naturais que 

ainda não foram substituídas por outros usos e 

pastagem plantada. A classe Agricultura reuniu 

áreas de plantio para produção agrícola, 

principalmente cultivos de arroz e soja, enquanto a 

classe Infraestrutura urbana compreendeu o 

sistema rodoviário pavimentado e as áreas 

correspondentes à cidade de Candiota, como vilas, 

bairros e áreas urbanas isoladas. Por fim, a classe 

Mineração correspondeu às áreas de exploração de 

atividade mineral nas Minas Candiota e Seival, 

locais esses que possuem predomínio não agrícola 

(IBGE, 2012) (Tabela 1). Neste mapeamento, 

visando um melhor resultado, foram coletados 

2588 pontos, sendo 70% desses pontos utilizados 

para calibração e 30% para validação da 

classificação RF, sendo essa porcentagem tomada 

como verdade terrestre. 

 

 

Tabela 1. Classe de uso e cobertura do solo na área de estudo. 

Classe  Descrição  

Água Rios, lagos e córregos  

Floresta Formação florestal 

Vegetação campestre Pastagem natural e plantada 

Agricultura  Arroz e soja  

Infraestrutura urbana  Áreas urbanas e rodovias pavimentadas  

Mineração  Mina Candiota e Mina Seival  

Os dados de entrada para o classificador 

RF foram: amostras de treinamento; bandas B2 

(496,6 nm – 492,1 nm), B3 (560 nm – 559 nm), B4 

(664,5 nm – 665 nm), B5 (703,9 nm – 703,8 nm), 

B6 (740,2 nm – 739,1 nm),  B7 (782,5 nm – 779,7 

nm), B8 (835,1 nm – 833 nm), B8A (864,8 nm – 

864 nm), B9 (945 nm – 943,2 nm), B11 (1613,7 nm 

– 1610,4 nm) e B12 (2202,4 nm – 2185,7 nm) do 

Sentinel-2A e o NDVI, amplamente utilizado já 

que produz uma melhora significativa na precisão 

da classificação (Singh et al., 2016); e a imagem de 

segmentação. A avaliação da qualidade dos 

resultados obtidos foi realizada por meio da 

Acurácia Geral e do Índice Kappa (Landis e Koch, 

1977), este último que quantifica o nível de 

precisão do método conforme (Tabela 2), ambos 

obtidos através da Matriz de Confusão. 
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Tabela 2. Intervalo de aceitação dos resultados do Índice Kappa. 

Índice Kappa  Característica  

K ≤ 0,2  Ruim  

0,2 < K ≤ 0,4  Razoável  

0,4 < K ≤ 0,6  Bom  

0,6 < K ≤ 0,8  Muito Bom  

K > 0,8  Excelente  

Estimativa de biomassa e carbono a partir de 

técnicas de sensoriamento remoto 

Foram utilizadas imagens orbitais do 

satélite Sentinel-2A pré-processadas da mesma 

forma que as utilizadas para a classificação 

supervisionada. 

A reflectância fotoquímica da vegetação 

foi estimada com base no Índice de Reflectância 

Fotoquímica (PRI - Photochemical Reflectance 

Index), sensível às mudanças nos pigmentos 

carotenoides na folhagem, o que serve como 

indicativo da eficiência do uso da luz fotossintética 

ou da taxa de dióxido de carbono armazenada pela 

folhagem por unidade de energia absorvida. Em 

geral este índice é utilizado para estudos de estresse 

e produtividade da vegetação e tem seus valores 

variando de -1 a 1 (Gamon et al., 1992; Canavesi et 

al., 2010). O PRI é resultado da relação entre as 

bandas espectrais do verde e azul (Equação 1). 

 

𝑃𝑅𝐼 =  
𝜌𝐺 − 𝜌𝐵

𝜌𝐺 + 𝜌𝐵
 (1) 

 

Onde, ρG é a refletância da banda espectral 

do verde; ρB é a refletância da banda espectral do 

azul. 

Os valores do índice PRI foram 

reescalonados para valores positivos, gerando o 

novo índice sPRI (Equação 2). 

 

𝑠𝑃𝑅𝐼 =  
𝑃𝑅𝐼 + 1

2
 (2) 

 

O índice CO2flux é então calculado para 

estimar o fluxo de dióxido de carbono a partir da 

multiplicação do sPRI com o NDVI (Baptista, 

2003) (Equação 3). 

 

𝐶𝑂2𝑓𝑙𝑢𝑥 = 𝑁𝐷𝑉𝐼 ∗ 𝑠𝑃𝑅𝐼 (3) 

Este método é amplamente utilizado pra 

estimativas de CO2 por sensoriamento remoto, 

porém há outro importante gás de efeito estufa 

presente na atmosfera e que desempenha um 

importante papel nas mudanças climáticas: o CH4, 

que pode se estimado em escala local e global com 

resolução espacial relativamente alta. 

O produto XCH4 utilizado neste estudo foi 

o fornecido pelo TROPOMI (TROPOspheric 

Monitoring Instrument), sensor multiespectral a 

bordo do satélite Sentinel-5P (Sentinel-5 

Precursor) (Apituley et al., 2021), que possui 

resolução espacial de 7 km e período de revisita de 

17 dias. Foram adquiridos dados de 2019 a 2022, 

por meio da plataforma Google Earth Engine, cuja 

data mais antiga disponível para XCH4 é fevereiro 

de 2019. O período de verão foi definido entre os 

meses de dezembro a fevereiro, outono entre os 

meses de março a maio, inverno entre junho e 

agosto e a primavera entre setembro e novembro. 

Os dados foram filtrados com condição de 

confiabilidade maior que 0,5.   

 

Resultados e discussão 

 

Mapeamento da área a partir de GEOBIA 

O mapa temático com os resultados da 

aplicação do método GEOBIA é apresentado na 

Figura 2. As áreas em azul representam a classe 

Água, em verde escuro a classe Floresta, em verde 

claro a classe Vegetação campestre, em laranja a 

classe Agricultura, em vermelho a classe 

Infraestrutura urbana e em cinza as áreas que 

correspondem a classe Mineração. 
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Figura 2. Classificação realizada pelo método Randon Forest. 

 

A Tabela 3 apresenta os resultados obtidos 

através da aplicação dos cálculos do coeficiente 

Kappa e Acurácia global utilizados para avaliar a 

exatidão da classificação mapeada.  

O resultado da avaliação da acurácia da 

classificação em imagens de média resolução 

espacial teve resultado excelente segundo a Tabela 

2 de concordância de Landis e Koch (1977) visto 

que o resultado foi superior a 0,8, o que representa 

um mapeamento bastante fiel e condizente com a 

realidade. De acordo com Carvalho (2021), o 

método Random Forest é um algoritmo 

amplamente utilizado para classificação da 

cobertura do solo. Em seu trabalho de avaliação de 

algoritmos de classificação supervisionada 

utilizando o Google Earth Engine, os autores 

obtiveram valor de 0,9910, também classificado 

como excelente. 

 

 

Tabela 3. Valores estatísticos de Acurácia Global e Coeficiente Kappa. 

Estatística  

Acurácia Global  0,9831  

Índice Kappa  0,8267  

A Acurácia do produtor tem como objetivo 

medir o quanto uma determinada área foi 

classificada corretamente pelo pesquisador, 

enquanto a Acurácia do usuário avalia a 

confiabilidade do mapa, medindo o quanto ele 

representa a verdade terrestre (Banko, 1998). Os 

resultados percentuais para estes dois fatores são 

apresentados na Tabela 4. 

 

 

Tabela 4. Valores de Acurácia do Produtor e Acurácia do usuário para cada classe de uso e cobertura do solo. 

Classes  Acurácia do Produtor (%)  Acurácia do Usuário (%)  

Água 100  100 
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Floresta 100 100 

Vegetação campestre 96 97 

Agricultura  97 96 

Infraestrutura urbana  83 100 

Área de mineração  100 96 

É possível notar que as classes Água e 

Floresta apresentaram maiores precisões na 

classificação em ambos os fatores de Acurácia 

avaliados, resultados esses obtidos devido a 

homogeneidade presente nas duas classes, o que 

facilita a identificação dos alvos. A classe 

Vegetação campestre apresentou precisão superior 

a 90%. 

A classe Infraestrutura urbana apresentou o 

menor percentual de acurácia do produtor, 83%. 

Isso pode estar relacionado à resolução espacial de 

20 metros do Satélite Sentinel-2A, além da 

semelhança das respostas espectrais dos alvos 

presentes na superfície terrestre e/ou ainda pelo 

fato das áreas de mineração estarem localizadas 

próximas aos limites rurais-urbanos, o que 

contribui para que haja uma mistura no 

processamento das classes. Mesmo assim, devido 

aos percentuais obtidos nas demais classes 

mapeadas, identifica-se uma alta eficiência de 

classificação pelo método GEOBIA, sendo 

evidente a precisão obtida nas classificações das 

classes Água, Floresta, Vegetação campestre e 

Agricultura. 

A partir das classes avaliadas também 

foram obtidas as porcentagens de cobertura de solo 

por cada uma, bem como a área em km² (Tabela 5). 

Os resultados obtidos a partir da aplicação do 

classificador mostram que na área de estudo a 

predominância da classe Agricultura (40,3%) é 

maior o que as áreas de Vegetação campestre 

(30,9%) que representam o bioma natural da 

região. Além disso, a Agricultura cobre também 

maior área do que a principal fonte de renda do 

município de Candiota que são as áreas de 

mineração (1,3%) e empreendimentos 

termelétricos, classificados como Infraestrutura 

urbana. 

Apesar de as classes que representam a 

antropização (Agricultura, Infraestrutura urbana e 

Mineração) não cobrirem 50% do território do 

município, essas classes apresentam valor alto em 

relação à Vegetação campestre, demonstrando que 

a área sofre significativo impacto de ação humana. 

 

 

Tabela 5. Quantitativo da área das classes. 

Classe Área (%) Área (km²) 

Água  1 8,95 

Floresta 26 243,05 

Vegetação campestre 30,9 288,92 

Agricultura 40,3 376,69 

Infraestrutura urbana 0,6 5,66 

Mineração 1,3 12,04 

Estimativa de biomassa e carbono 

A classificação gerada para o município de 

Candiota foi utilizada para identificar 

espacialmente áreas de mineração considerando 

que nestas áreas há liberação uma certa quantidade 

de compostos poluentes na atmosfera tanto em 

forma gasosa como particulada, tais como 

hidrocarbonetos, óxidos de enxofre e nitrogênio, 

metano e monóxido de carbono. A Figura 3 

apresenta os resultados para a distribuição do 

CO2Flux, assumindo valores na faixa de 0,88 e –

0,45, e do XCH4 médio, com valores na faixa de 
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1829 ppb na primavera e 1808 ppb no outono de 

2019 a 2022. É possível identificar que a média 

anual de XCH4 apresenta valores mais elevados nas 

áreas norte e central do município, e mais baixos 

no extremo sul. Em contrapartida, os valores do 

índice de CO2Flux são mais elevados onde os de 

metano são menores, indicando uma área de maior 

sequestro de carbono pela vegetação. As áreas de 

infraestrutura urbana, a maioria das áreas agrícolas, 

de mineração e outras atividades antropogênicas, 

com os empreendimentos termelétricos que 

consomem grande quantidade de combustíveis 

fósseis, se encontram distribuídas no centro e norte 

do município, justamente onde foram observados 

altos valores de XCH4, indicando uma distribuição 

espacial do poluente consistente com a distribuição 

de áreas impactadas por ação antrópica. De acordo 

com estudo recente, as emissões antropogênicas de 

metano derivadas de atividades agropecuárias 

contribuíram com mais de 89% do total de 

emissões de metano na área de estudo no ano de 

2019 (SEEG, 2022), o que explica os valores 

elevados de XCH4 relacionados às regiões de forte 

atividade agrícola. 

Ao analisar as respectivas áreas com dados 

de CO2Flux é possível identificar baixos valores de 

sequestro de carbono devido à proximidade com 

áreas de infraestrutura urbana, mineração e áreas 

agrícolas com solo exposto, principalmente quando 

comparadas à região sul, que apresenta mais áreas 

de vegetação natural, está sob menor influência de 

atividades humanas (Figura 2) e apresenta valores 

mais elevados de CO2Flux (Figura 3). Sendo assim, 

as distribuições espaciais de XCH4 e CO2Flux 

apresentam um padrão semelhante, porém inverso. 

Os resultados obtidos corroboram um estudo 

realizado por Gong et al. (2021) que indicou que 

85% das emissões de metano estão relacionadas a 

atividades antrópicas, além de outros trabalhos que 

também apresentam uma relação positiva entre os 

dados derivados de satélite e as emissões de metano 

(Wu et al., 2019; Wang et al., 2020; Kozicka et al., 

2021; Zhang et al., 2022). 

 

 
Figura 3. Distribuição de CO2Flux e CH4 na área de estudo entre 2019 e 2022. (a) Classificação realizada 

pelo método Randon Forest, (b) CO2Flux anual, (c) CH4 anual. 

 

A distribuição dos dados de XCH4 e 

CO2Flux na área de estudo nas diferentes estações 

do ano é apresentada na Figura 4. A variação 

sazonal é evidente, sendo notável que as 

distribuições de XCH4 e CO2Flux nas diferentes 

estações apresenta comportamento semelhante 

com a distribuição anual. No geral, a concentração 

de metano é maior nos meses mais quentes 

(primavera e verão) e menor nos mais frios. Os seus 

máximos estão concentrados na região central do 

município, onde há forte atividade agrícola e 

concentra-se boa parte da infraestrutura urbana, 

enquanto seus baixos valores são observados na 

estação de inverno. A região mais ao norte do 
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município tem seus valores máximos de XCH4 no 

inverno e na primavera e apresenta pouca variação 

nas outras estações. A região extremo sul do 

município possui um padrão que independe da 

estação do ano, o que provavelmente está 

relacionado à existência de vegetação nativa e 

pouca interferência humana. 

 

 

 
Figura 4. Distribuição de CO2Flux e CH4 na área de estudo entre 2019 e 2022. (a) CO2Flux verão, (b) CH4 

verão, (c) CO2Flux outono, (d) CH4 outono, (e) CO2Flux inverno, (f) CH4 inverno, (g) CO2Flux primavera, 

(h) CH4 primavera. 

 

Para identificar as características de 

variação temporal das condições de CH4 e CO2Flux 

na área de estudo foram selecionadas duas áreas 

representativas: Uma área de mineração (próxima 

à Mina Candiota) e uma área de Agricultura (região 

ao norte do município). Os resultados para esta 

análise são apresentados na Figura 5. 
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Figura 5. Variação temporal de CO2Flux e CH4 na área de estudo. (a) CH4 Mineração, (b) CO2Flux 

Mineração, (c) CH4 Agricultura, (d) CO2Flux Agricultura. 

 

A partir dos padrões obtidos, podem ser 

identificadas algumas características. Enquanto 

observa-se um crescimento de XCH4 em diferentes 

taxas, observa-se um decréscimo de CO2Flux em 

ambas as regiões. O crescimento de taxas de 

metano é semelhante nas duas áreas quando 

comparadas regiões de Mineração e de Agricultura. 

O aumento médio para a região de Mineração foi 

cerca de 9,4 ppb de CH4 por ano, e na região 

intitulada Agricultura, cerca de 9,3 ppb ao ano. A 

diferença entre os valores máximo e mínimo de 

XCH4 ao longo de um ano é de aproximadamente 

84 ppb na região de Mineração e de cerca de 66 ppb 

na região de Agricultura. Wuebbles (2002) indica 

que práticas agrícolas, uso de energia e distribuição 

da população humana estão entre os fatores 

responsáveis pelas variações de metano ao longo 

do ano. 

Ao analisarmos a variação sazonal, o 

XCH4 tem seus maiores valores na primavera e 

verão, apresentando maior pico em janeiro de 2022 

(~1905 ppb) na área de Mineração, fenômeno 

consistente com as observações de satélite. A baixa 

concentração de metano observada no inverno 

deve-se à sazonalidade das emissões de zonas de 

agricultura. 

Já o CO2Flux presenta um comportamento 

bem diferente. Além do decréscimo ao longo dos 

três anos analisados, ao compararmos as duas 

regiões a sazonalidade encontra-se mais presente 

na região de Agricultura. O CO2Flux inicia seu 

decréscimo no mês de dezembro, início do verão 

(sazonalidade mais presente na região de 

Agricultura). Ao longo de um ano a variação de 

CO2Flux é de aproximadamente 0,14 na região de 

mineração e de cerca de 0,24 na região de 

Agricultura. 

 

Conclusões  

Este trabalho teve como um dos objetivos 

realizar a classificação supervisionada de uso do 

solo em áreas impactadas por práticas de 

exploração e queima de carvão a partir de dados de 

sensoriamento remoto.  Os resultados da 

classificação, com o uso de GEOBIA e de técnicas 

de segmentação de imagens, mostrou-se eficiente. 

Devido à extensão agrícola da área de estudo ser 

predominante e as áreas de mineração e 

infraestrutura urbana serem menores no 

processamento das classes e pela semelhança das 

respostas espectrais dos alvos, essa última, 

apresentou menor acurácia. Contudo, devido aos 

percentuais obtidos nas demais classes mapeadas 

identificou-se uma alta eficiência de classificação 

pelo método empregado, sendo evidente a precisão 

obtida nas classificações das demais classes 

mapeadas.  

O presente trabalho também apresentou 

um estudo sobre a distribuição temporal e espacial 

das concentrações de carbono na área de estudo. Os 

resultados encontrados apontaram que a 

distribuição de XCH4 é mais alta no centro e no 
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norte de Candiota, e mais baixa ao sul. Diante dos 

dados obtidos pôde-se concluir que a distribuição 

espacial de XCH4 tem relação com a distribuição 

de atividades agrícolas e de produção de energia. 

Além disso, o XCH4 é geralmente mais alto no 

verão e mais baixo no inverno. Ao analisar as duas 

regiões com os dados de XCH4, observou-se que 

em geral o XCH4 apresenta uma sazonalidade 

temporal, com ciclo de um ano, atingindo seus 

maiores valores no verão e menores no inverno. 

Porém algumas médias mensais das observações de 

XCH4 encontraram-se fora do padrão sazonal, e 

precisarão ser mais bem exploradas através de 

medições in loco das emissões e sumidouros de 

gases de efeito estufa em torno dos 

empreendimentos. 

O crescimento e o decréscimo anual e a 

amplitude de XCH4 e CO2Flux, respectivamente, 

variam em função das diferentes regiões indicando 

a dependência entre as variáveis e as atividades 

antrópicas. 
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ABSTRACT 

The aim of this study is to quantify the carbon stored in the environment of mining areas. 

Although many studies describe the incorporation of forest fragments into biomass, there is 

still a lack of approaches that assess the ecological processes of biomass and carbon 

incorporation near the areas of interest in this study. Based on these estimates, a model is 

constructed to estimate biomass and carbon incorporation rates in natural pastures and 

afforested areas. The method combines in-situ measurements and the use of remote 

sensing techniques using spectral bands and vegetation indices. The results of the 

biophysical variables collected in the field show that the variance of biomass and carbon 

was different at the different sampling sites, possibly due to soil and vegetation management 

at each site. In terms of seasons, it was found that there was no statistically significant 

difference between the means of the two variables analyzed. 

 

1. INTRODUCTION 

Geoprocessing and remote sensing are important tools for environmental planning. 

These techniques provide data with unique spatial and temporal coverage that are extremely 

useful for monitoring the Earth's surface, as they allow the processing of vegetation indices 

related to the production and abundance of plant biomass. Several authors have used 

remote sensing to estimate biomass values, using different types of spectral data from active 

and passive remote sensors as sources. It is well known that remote sensing data combined 

with field data provide very accurate estimates of biomass and carbon stocks. (BAKER et 

al. 2010, LE MAIRE et al. 2011). 

Previous work has emphasized the use of vegetation indices, which are proposed to 

infer from the spectral properties of vegetation to its biophysical parameters. These indices 

are the result of radiometric transformations of spectral bands of orbital images and can be 

useful for the calculation and comparison of biophysical data collected in the field, such as 

biomass and carbon (SILVA, 2015). One of the most commonly used indices in the literature 

is the NDVI (Normalized Difference Vegetation Index), which was proposed by Rouse et al. 

(1973) to reduce the effects of atmospheric scattering by using the normalized difference 

between two spectral bands, the near infrared and the red band (THENKABAIL et al., 1999). 

For carbon interference, Gamon et al. (1992) proposed the PRI (Photochemical Reflectance 

Index), which responds to changes in carotenoid pigments in the foliage that serve as an 

indicator of the efficiency of utilization of active photosynthetic light or the rate of carbon 

dioxide stored by the foliage per unit of absorbed energy. The CO2Flux index is then 

obtained by integrating the PRI with the NDVI (RAHMAN et al., 2000), which makes it 



50 
 

possible to take into account the absorption characteristics resulting from carbon 

sequestration. 

Projected and ongoing climate change is affecting carbon sequestration by 

vegetation due to the challenges associated with changing weather patterns and the 

frequent occurrence of extreme weather events associated with soil and vegetation 

degradation. Terrestrial ecosystems sequester about 30% of CO2 emitted by human 

activities annually (TERRER et al., 2021; FRIEDLINGSTEIN et al., 2020), and an accurate 

estimate of aboveground vegetation biomass is essential for ecosystem monitoring and 

control (Li et al., 2021). The use of spectral bands is then used in research to predict carbon 

stocks and plant biomass (HUA et al., 2021) to map the aboveground biomass of crops, 

forests and pastures, which is essential in the field of agricultural remote sensing (FANG et 

al., 2021). 

Although many studies describe the incorporation of forest fragments into biomass 

(SHARIFI et al., 2023; MUNYATI et al., 2022; LI et al., 2021; VELOSO et al., 2020), there is 

still a lack of approaches that assess the ecological processes of biomass and carbon 

incorporation in the vicinity of extraction areas. With the aim of assessing terrestrial fluxes, 

this work proposes to quantify the carbon stored by the environment and, from this, to 

develop a model to estimate biomass and carbon incorporation rates in natural and planted 

pastures near thermoelectric projects and coal mining using spectral bands and vegetation 

indices, as mining activities strongly affect soil quality and plant growth, as they can alter 

soil microbial activity and significantly inhibit plant growth. 

 

2. METHODOLOGY 

 

2.1Study area 

The study area (Figure 1) is located in the municipality of Candiota in the southern 

region of the Brazilian state of Rio Grande do Sul and covers 935 km². The area is located 

in the Pampa biome, the Campos Sulinos ecoregion, and includes forest and grassland 

formations. It is worth noting that much of this native vegetation is being altered, as the 

grassland vegetation has been progressively replaced for many years by cultivated 



51 
 

pastures, agricultural crops and afforestation. According to MapBiomas (2023), the Pampa 

biome has already lost about 32% of its original vegetation cover since 1985. 

 

Figure 6: Delimitation of the study area and location of the sampling points. Municipality of Candiota, RS. 

 

According to Alvares et al. (2013), the climate of the region is of type Cfa: subtropical 

(zone C), humid (f) and with hot summers (a), according to the criteria of the Köppen climate 

classification (1936). The letter “f” means that the monthly precipitation is distributed 

throughout the year and there is no dry season. The letter “a” means that the average 

temperature of the warmest month is above or equal to 22 °C and the average temperature 

of the coldest month is between -3 and 18 °C. 

 

2.2Field Campaings: Measurement of aboveground biomass, sample selection, 

preparation and analysis 

The selection of sampling points was based on prevailing wind direction and proximity 

to thermoelectric and mining projects, as well as accessibility and availability of infrastructure 

and transportation. Three sampling areas were selected: Point 1 (Copelmi Farm) - facing 

the prevailing wind direction; Point 2 (CRM) - coal mine; and Point 3 (Site – UTE) - near the 

plant, facing the prevailing wind direction (Figure 1). At the sampling points, the plant 
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composition is described by grass species: Point 1, with a greater dominance of Lolium 

Multiflorum Lam. (Italian ryegrass) and Lolium Perene (Perennial ryegrass) (Figure 2a), at 

this point the vegetation was managed by cutting back the grass to feed the animals; point 

2, with a greater dominance of Urochloa Decumbens (Signal grass) (Figure 2b), at this point 

there was no vegetation management, the grass grew freely without any kind of vegetation 

or soil contro; and point 3, with a greater dominance of Andropogon Lateralis (Caninha 

grass) (Figure 2c), a point of native field condition, with the presence of animals, but without 

herd control. 

 

 

Figure 7: Plant composition of the sampling sites (a) point 1 (Copelmi Farm), (b) point 2 (CRM) and (c) point 3 

(Site – UTE). 

 

For the collection of plant tissue samples, the fixed plot method (SANQUETTA et al., 

2014) was used and four plots of 25 m in length and 10 m in width were defined in each 

area, for a total of 12 plots. Vegetation was collected randomly in each field plot selected 

according to the method proposed by (SALMAN et al., 2006), where the plant material was 

cut at ground level using a 50 x 50 cm (0.25 m²) wooden frame, applying the "quadrat 

method". 

The field campaings were carried out in the spring and winter seasons, on October 

14, 2022 and July 28, 2023, respectively. These periods were chosen to check for possible 

fluctuations in biomass and carbon between the two seasons. In each campaign, 12 

samples were taken, 1 per sample point, with a total of 24 samples in the study. 

The plant material was stored in paper bags and weighed to obtain the green biomass 

and then transferred to greenhouses with air circulation to obtain the dry biomass. The 

material was dried at a temperature of 40° until it reached a constant weight and quantified 
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in terms of mass. The dry biomass samples were then ground and analyzed for carbon 

content by dry combustion in a CN analyzer (Flash 2000 IRMS, Thermo Fisher Scientific). 

The equivalent carbon content was calculated from a conversion rate multiplied by the 

carbon stock (Equation 1), as described by the IPCC (2003). The carbon contents were 

analyzed using descriptive and bivariate statistics. 

 

𝐶𝑂2𝑒𝑞 = 𝐶 ∗  
44

12
 (1) 

 

where 𝐶𝑂2𝑒𝑞 is the Carbon equivalent (%), C is the Carbon content (%) and 44 and 

12 are the atomic mass of CO2 and Carbon respectively. 

 

2.3Estimation of biomass and carbon from spectral data 

The estimate of the surface carbon stock was obtained from optical data from time 

series of the MSI (Multispectral Instrument) sensor on board the Sentinel-2A platform. These 

estimates were generated by applying models between the optical data (spectral bands and 

vegetation indices) and the surface biomass and carbon stock parameters of the field plots. 

In this study, the average of data from satellite images obtained up to ±4 days after the 

ground measurements was used, a method similar to that of Gargiulo et al. (2023). Table 1 

shows the field survey data and the images used for the correlation analysis. 

 

Table 1: Acquisition periods and images for the extraction of spectral data and correlations with biophysical 

data. 

Source Spring Summer 

Sentinel-2a images 
2022/10/14 2023/07/28 

2022/10/12 – 2022/10/15 2023/07/21 – 2023/07/28 

 

The images were subjected to a pre-processing procedure in which an atmospheric 

correction was applied to convert the reflectance values from the top of the atmosphere into 

surface reflectance values. 

A linear regression analysis was then performed to create a statistical model in which 

the biomass or carbon of the vegetation quantified in each sampling unit was the dependent 

variable and the values of the spectral bands and/or vegetation indices were the 

independent variable. 
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Two spectral bands and five spectral indices were tested. The spectral bands tested 

were the Red (B4) and Red Edge 1 (B5) bands of Sentinel-2A and the vegetation indices 

NDVI (Normalized Difference Vegetation Index), NDRE (Normalized Difference Red Edge 

Index), sPRI (Photochemical Reflectance Index - rescaled to positive values), CO2Flux 

(integration of sPRI with NDVI (BAPTISTA, 2003)) and CO2Flux_NDRE (calculated from the 

NDRE index). Statistical tests were performed to select the bands and indices with the most 

significant contribution to the composition of the regression models, as well as tests (mean 

absolute error - MAE; mean square error - MSE; coefficient of determination - R²) to validate 

the regressions and analyze errors. 

 

 

3. RESULTS 

 

3.1Biomass and Carbon Estimation 

The values of total dry biomass stored at the studied sites ranged from 49.32 to 

115.04 g/m² in spring (Table 2), with an average of 78.00 ± 33.65 g/m². In winter, the biomass 

ranged from 69.85 to 91.63 g/m², showing less variability than in spring, but with an increase 

in biomass content during this period, which averaged 80.74 ± 10.89 g/m². This increase is 

not to be expected, as lower biomass is expected in winter. However, what may have 

contributed to this increase was the increase in biomass at Point 2 (CRM). 

Table 2 shows a slight temporal and spatial variation – about 40% C. Carbon contents 

varied between 39.34 and 42.41%, with an average of 41.40 ± 1.71% in spring and in winter 

they were lower on average, 40.35 ± 1.02%, which is due to the reduction of biomass and 

thus carbon in Point 1 (Copelmi Farm). In Point 2 (CRM) the biomass is higher in winter and 

in Point 3 (Sítio - UTE) it is the same in both periods. This pattern could be due to the 

botanical composition, because at this point, where the biomass has stabilized, the 

vegetation is predominantly composed of natural pasture, in contrast to the other two points 

where there was a decrease and an increase and the vegetation is composed of planted 

pasture. 

 

Table 2: Values of the biophysical variables at the three sampling points in the two sampling periods. 

Municipality of Candiota, period October 2022 and July 2023. Mean values marked with the same lowercase 

letter in the rows do not differ from each other according to Tukey's test with a probability of 5%. Variances 

marked with the same capital letter in the rows do not differ from each other with a probability of 5% using 

Levene's test. 
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Sample 

Unit 

Carbon content 

(%) 

Biomass total 

(g/m²) 

Carbon stock 

(g/m²) 
CO2eq (g/m²) 

Spring Winter Spring Winter Spring Winter Spring Winter 

Point 1 39,42 40,35 115,04 80,74 45,35 32,58 421,81 296,05 

Point 2 42,36 39,34 49,32 91,63 20,89 36,04 180,84 335,96 

Point 3 42,41 41,37 69,64 69,85 29,53 28,90 255,35 256,13 

Average 41,40a 40,35a 78,00b 80,74b 31,92c 32,51c 286,00d 
296,05

d 

SD 1,71 1,02 33,65 10,89 12,40 3,57 123,37 39,92 

CV 4,14A 2,52A 43,14B 13,49B 38,86C 10,98C 43,14D 13,48D 

 

 

Variations in biomass stocks were more significant compared to carbon content with 

coefficients of variation of 43.14% (spring) and 13.49% (winter). This factor determined the 

greatest variation in carbon stocks, which ranged from 20.89 to 45.35 g/m² in the sample 

units, with an average of 31.92 ± 12.40 g/m² in spring. This carbon stock corresponds on 

average to the removal of 286 g CO2eq/m² of carbon dioxide. According to the IPCC (2006), 

the organic carbon content of natural and planted pastures is usually around 47% and is 

therefore similar to the average value determined in this study, which was only 5.6% below 

the known value in spring and 6.65% in winter. 

The biomass values found in this study are in the range of the values of other authors 

for pasture areas. Choi et al. (2023) found an average of 66.5 g/m² aboveground biomass 

when analyzing the aboveground and belowground biomass of planted pasture over three 

years. Amarsaikhan et al. (2023) determined an average of 77.08 g/m² of biomass for 

pastureland in a forest steppe area in July, summer in Mongolia. Guerini Filho et al. (2019) 

found 347.20 g/m² biomass for natural pasture in an experimental area with a rotational 

grazing system (a management system that divides the pasture into paddocks). 

Many factors, both natural and man-made, can influence the growth of vegetation 

and thus the state of biomass at the selected study site. Kumari et al. (2019), comparing 

reclamation sites in coal mines, found that the above-ground biomass and carbon content 

of legumes was significantly higher than that of grasses. Vegetation with a larger amount of 

plant biomass respires more intensively and favors the photosynthesis process of the plant 

(RADOZ et al., 2023), which consequently favors the uptake of atmospheric CO2 by the 

vegetation. 
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Using the test for homogeneity of variances, also called Levene's test, which is often 

used for comparisons between two or more groups (LEVENE, 1960; BROWN and 

FORSYTHE, 1974), it was found that no significant differences were observed in the 

variances of carbon content, biomass and carbon collected between seasons (p>0.05). 

However, the variance of biophysical variables differed among sampling sites, i.e. there was 

no homogeneity, possibly due to soil and vegetation management activities at each site 

(p<0.05). 

Using the Tukey test, a statistical test for comparing mean values, it was found that 

there was no statistically significant difference between the spring and winter mean values 

for the biophysical variables. No changes in land cover and land use were observed at the 

sampling sites during the two field studies. Crops grown on the planted pastures include 

ryegrass (Lolium multiflorum), a fast-growing annual or perennial grass native to Europe but 

grown in many regions of the world, both in dry and rainy areas (KIM et al., 2019). In 

southern Brazil, ryegrass is of great importance in livestock farming (GRAMINHO et al., 

2019). Due to its rapid growth, strong regenerative capacity, high yield and great 

adaptability, it is often used as a pioneer plant for the restoration of vegetation in mining 

areas (CHEN et al., 2023). According to Bo et al. (2022), it is one of the plants with the 

highest production of fresh biomass and dry matter, which also sequesters carbon and 

increases the stability of soil aggregates (KEMESYTE et al., 2023). 

The lower biomass at Point 1 is possibly due to winter, when reduced sunlight and 

lower temperatures lead to lower vegetation growth. The yield of ryegrass is sensitive to 

climate variability; drought episodes in spring, when it is normally in the phenological phase 

of flowering and seed formation, can lead to low productivity (KIM, 2019), and this sensitivity 

to drought is a characteristic of grass species (JERONIMO et al.; 2014). According to 

Kostrzewska et al. (2020), this sensitivity to water scarcity reacts mainly with low tillage, 

which can lead to lower biomass. At Point 3, where biomass values are similar between 

seasons, the ground cover is a natural pasture native to this pampas biome. 

 

3.2 Comparison of spectral data with biophysical variables 

The basic statistics of the values of the vegetation indices and the Sentinel-2A 

spectral bands obtained in the plots and during the sampling periods are shown in Table 3. 

The value of the coefficient of variation CV (%) was higher for band 5 (red edge) than for 

band 4 (red), indicating a greater heterogeneity in the spectral values of this band. Among 

the spectral indices, the CO2Flux_NDRE index, calculated from the combination of the 

NDRE and sPRI indices, was the one with the greatest heterogeneity. The vegetation index 
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NDVI was more sensitive to variations in biomass, with maximum and minimum values of 

0.72 and 0.44, respectively (Table 3). 
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Table 3: Spectral band values and vegetation indices for the three sampling sites in the two sampling periods. Municipality of Candiota, period October 2022 (Spring) 

and July 2023 (Winter). Average, maximum and minimum values and variability statistics (SD - standard deviation and CV - coefficient of variation) observed in the 

indices and bands of the Sentinel-2A sensor in the plots and sampling periods. 

Sample 

Unit 

red red edge NDVI NDRE sPRI CO2Flux CO2Flux_NDRE 

Spring Winter Spring Winter Spring Winter Spring Winter Spring Winter Spring Winter Spring Winter 

Point 1 0,16 0,05 0,22 0,08 0,46 0,67 0,32 0,50 0,55 0,59 0,25 0,39 0,18 0,29 

Point 2 0,13 0,03 0,17 0,05 0,45 0,58 0,34 0,45 0,53 0,52 0,24 0,30 0,18 0,23 

Point 3 0,17 0,05 0,23 0,10 0,44 0,72 0,31 0,50 0,55 0,62 0,25 0,44 0,17 0,32 

Maximum 0,17 0,05 0,23 0,10 0,46 0,72 0,34 0,50 0,55 0,62 0,25 0,44 0,18 0,32 

Minimum 0,13 0,03 0,17 0,05 0,44 0,58 0,31 0,45 0,53 0,52 0,24 0,30 0,17 0,23 

Average 0,15 0,04 0,21 0,08 0,45 0,65 0,32 0,48 0,55 0,58 0,25 0,38 0,18 0,28 

SD 0,02 0,01 0,03 0,03 0,01 0,07 0,02 0,03 0,01 0,05 0,01 0,07 0,01 0,04 

CV 12,71 22,50 16,72 38,19 1,79 10,88 5,75 6,03 2,47 8,48 3,43 18,93 3,34 15,36 
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The correlation matrix in Table 4 shows the degree of association between the 

biophysical variables observed in the field and the spectral variables by the person's 

correlation coefficient (r). It can be seen that the biophysical variables show a weak, medium 

and moderate correlation with the spectral bands and the vegetation indices. The high 

correlation between the biomass and carbon variables (r = 0.99) should be emphasised, 

which was to be expected since the carbon value used in this analysis was derived from the 

dry weight of the biomass multiplied by the carbon content, the latter showing low variability. 

 

Table 4: Correlation matrix between biophysical variables (Biom – biomass; Carb – carbon) and spectral bands 

and indices. 

 Biom Carb NDVI NDRE sPRI CO2Flux 
CO2Flux_ 

NDRE 
red 

red 

edge 

Biom 1,00         

Carb 0,99 1,00        

NDVI 0,70 0,80 1,00       

NDRE 0,79* 0,80* 1,00 1,00      

sPRI 0,30 0,30 0,70 0,60 1,00     

CO2Flux 0,67* 0,67* 1,00 0,94* 0,80 1,00    

CO2Flux_ 

NDRE 
0,75* 0,75* 1,00 0,98* 0,70 0,98* 1,00   

red 0,72* 0,76* 0,90 0,94* 0,30 0,79* 0,87* 1,00  

red edge 0,71* 0,76* 0,80 0,90* 0,20 0,72* 0,82* 0,99* 1,00 

* p-value < 0.05 statistically significant correlation. 

 

The red and red edge stripes showed similar correlations for biomass, 0.72 and 0.71 

respectively, and the same correlation for the carbon variable, 0.76, which are considered 

strong correlations according to Field (2009). The vegetation indices (NDRE and 

CO2Flux_NDRE) showed a stronger correlation with both biomass and carbon. This pattern 

is consistent because these indices use the red edge band. This is the region of the 

electromagnetic spectrum where the reflectance of vegetation changes rapidly, from low 

values in the red to very high values in the near infrared, and is associated with several 

physical and chemical parameters of vegetation, including chlorophyll (HUA et al., 2021). 

Studies using the red edge have obtained more accurate models for estimating and 

assessing aboveground biomass. Ren et al. (2011) used red edge reflectance to estimate 

aboveground biomass in the assessment of rangeland biomass in China and obtained a 
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model fit of R² = 0.79. The study using this spectral band was a suitable approach to 

complement the existing estimation method for aboveground green biomass in arid and 

semi-arid areas. Sibanda et al. (2017) investigated the robustness of different models that 

integrated texture features and red edge information to predict aboveground biomass of 

pastures under different management regimes. They created the regression algorithm and 

evaluated the accuracy of the results, achieving a model fit of R² = 0.90. The authors pointed 

out that vegetation indices for red margins can improve the accuracy of pasture biomass 

estimation. 

 

3.3 Determination of estimated biomass and carbon. 

Figure 3 shows the accuracy of the estimation of the biophysical variable biomass, 

which confirms the results of previous studies that remote sensing data can provide good 

estimates of biomass and carbon for pastures (GUERINI FILHO et al., 2019; CHANG et al., 

2022; MUNYATI, 2022; SHARIF et a., 2023). The biomass estimate achieved better 

precision by the index calculated from the red edge spectrum (Equation 8, R² = 0.45, MAE 

= 12.05 g/m², Table 5), as did the carbon estimate (Equation 3, R² = 0.45, MAE = 4.63 g/m²), 

despite the two mismatched points in Figure 3 (red circle), which were estimates from 

sampling in spring at Point 3 (Site – UTE). This result is largely due to the relationship 

between the red edge band region and the chlorophyll content of the plants (FRAMPTON et 

al., 2013). According to Guerini Filho et al. (2019), vegetation indices derived from the 

reflectance of the red edge band provide higher accuracy in estimating the biomass of 

natural pastures compared to other spectral parameters. 
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Figure 3: Values of the measured biophysical variables on the y-axis and the values estimated by the model 

on the x-axis (a), as well as the average behavior of the measured and estimated variables. 

 

Table 5: equations derived by applying simple linear regression (equations 1 - 10) and multiple linear 

regression (equations 11 and 12). 

 Equation R² MAE (g/m²) 

1 C = 61.1539 – 64.6680 * NDRE 0.44 4.35 

2 C = 56.2094 – 67.2504 * CO2Flux 0.37 5.13 

3 C = 56.5410 - 94.1915 * CO2Flux_NDRE 0.45 4.63 

4 C = 25.3540 + 102.3460 * B4 0.37 4.63 

5 C = 24.1602 + 78.2486 * B5 0.35 4.81 

6 B = 152.7323 - 161.3405 * NDRE 0.38 11.24 

7 B = 141.5722 - 171.3864 * CO2Flux 0.34 13.51 

8 B = 141.8245 - 237.5397 * CO2Flux_NDRE 0.41 12.05 

9 B = 64.1860 + 246.4833 * B4 0.28 12.75 

10 B = 61.5212 + 186.8202 * B5 0.26 13.13 

11 

C = 100.9387 - 291.4005 * NDRE + 331.5123 * 

CO2Flux - 147.4293 * CO2Flux_NDRE + 366.0946 * B4 

- 392.6046 * B5 

0.39 4.42 

12 

B = 7.2778 - 11.1072 * NDRE + 176.0921 * CO2Flux + 

81.3093 * CO2Flux_NDRE + 80.7188 * B4 + 141.9983 * 

B5 

0.004 29.93 
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Most of the vegetation indices in this study are correlated and agree with those of 

Sibanda et al. (2017) and Guerini Filho et al. (2019), who also found a correlation of pasture 

biomass with the bands in the red edge and infrared regions of the MSI Sentinel-2A data. 

 

4. CONCLUSIONS 

The aim of this study was to quantify the carbon stored by the environment and to 

develop a model to estimate biomass and carbon uptake in natural and vegetated 

grasslands near thermoelectric projects and coal mines, using spectral bands and 

vegetation indices. The results of the biophysical variables collected in the field show that 

the variance of biomass and carbon was different at the different sampling sites, possibly 

due to soil and vegetation management at each site, as different human activities have an 

impact on soil and vegetation. It was found that there is no statistically significant difference 

between the seasonal averages of the two variables analyzed. 

This study also presents a model for estimating biomass and carbon incorporation 

rates, confirming previous studies that remote sensing data can be used in biomass and 

carbon estimates for pastures and helping to show the temporal and spatial variability of the 

models. The best accuracy is obtained when using data from spectral indices calculated 

with the red edge spectral band. The model used to estimate biomass and carbon 

incorporation rates performed well, with the best precision obtained from the spectral indices 

calculated with the red edge band, with a mean absolute error (MAE) of 12.05 g/m² and a 

coefficient of determination (R²) of 0.41 for biomass and an MAE of 4.63 g/m² and an R² of 

0.45 for carbon. 

Our research highlights the importance of vegetation control and management in 

areas affected by thermoelectric projects and open pit mining to support the development of 

measures to restore degraded areas aimed at mitigating environmental impacts. 

Furthermore, given the distribution of carbon through vegetation, this result raises the 

question of the performance and importance of this carbon for the dynamics of soils in these 

areas. 
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ABSTRACT 

This study aimed to evaluate carbon dioxide (CO2) and methane (CH4) emissions from the 

soil of different pasture systems impacted by thermoelectric projects and mining areas. Soil 

CO2 and CH4 fluxes were assessed in a region in southern Brazil, using manual static 

chambers over the course of two seasons, at three sampling points (Copelmi Farm - 

opposite the predominant wind; Mine - CRM - coal mine and the Ranch – UTE - next to the 

power plant, in the direction of the predominant wind). The chemical and physical 

characterization of the soil was also evaluated, as well as the influence of meteorological 

variables. The point near the thermal power plant showed higher CO2 emissions from the 

soil than the point in the mining area. CH4 was consumed in the soil in most of the samples. 

In the sampling period with the highest rainfall accumulations, the soil had the highest 

percentages of soil moisture and therefore the lowest CH4 consumption, while the opposite 

tendency occurred in the sampling period with the lowest rainfall accumulations.  CO2 

showed a strong correlation with the soil variables humidity and temperature, being negative 

for humidity (r = -0.84) and positive for temperature (r = 0.79). CH4 showed the best 

correlation with humidity (r = 0.53) and the lowest with temperature (r = -0.33), with humidity 

presenting the opposite sign to that presented by CO2. Overall, the areas adjacent to thermal 

power plant and coal mining show the impact of these anthropogenic actions on greenhouse 

gas emissions and the relationship between meteorological variables. 

Keywords: Soil. Carbon. Emission. Power plant. Mining. 

 

1. I NTRODUCTION 

Climate change in general has greatly concerned the world's population as it warns 

of an increase in extreme weather events around the world. Due to the uncertainties 

concerning the future of the planet's climate, in 1988 the United Nations Environment 

Programme (UNEP) and the World Meteorological Organization (WMO) created the 

Intergovernmental Panel on Climate Change (IPCC). Through analysis of scientific 

information, the IPCC provides information on the potential environmental and socio-

economic impacts of climate change (Santos et al. 2011). The scenarios established by the 

IPCC include low anthropogenic emissions (optimistic), attempted reductions but slow 

progress (realistic) and high emissions (pessimistic). These scenarios mainly take into 

account anthropogenic emissions of greenhouse gases and aerosols, as well as information 

on the type of land cover for their projections (Avila, 2007). 

There are currently many projects and works developed and under development for 

agricultural and farming regions, as these are areas with the greatest environmental impact 
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(Barnard et al., 2020; Bezyk et al., 2021; Amadori et al., 2022; Rupngam et al., 2023). 

However, in Brazil there are other areas and biomes that, despite being relevant in the 

environmental context, are still little explored in studies related to the subject, such as areas 

impacted by thermoelectric projects. 

The state of Rio Grande do Sul is the site of two types of biome: the Atlantic Forest, 

one of the largest tropical forests in the Americas, and the Pampa biome, the most 

representative in the state, occupying approximately 63% of the state's territory (Overbeck 

et al., 2022). Inside this biome, the Presidente Médici Thermoelectric Power Plant (Phase 

C) and the Pampa Sul Thermoelectric Power Plant are in operation, and new thermoelectric 

projects are still being licensed in the region. In regions under the influence of thermoelectric 

plants, there is great environmental concern due to the emission of fossil fuels and gases 

into the atmosphere. In general, these fossil fuel burnings generate greenhouse gas (GHG) 

emissions, principally carbon dioxide (CO2) and methane (CH4) (Paranaíba et al., 2018). 

Although many studies describe these greenhouse gas fluxes, there is a lack of approaches 

that integrate the different factors, assessing not only carbon (C) emissions to the 

atmosphere, but also other ecological processes, such as the incorporation of these gases 

into the soil. In order to integrate terrestrial (biosphere) and atmospheric fluxes, this study 

proposes to quantify the carbon emitted by the soil, both in areas impacted by coal mining 

and by thermal power plants. This approach aims to investigate the terrestrial carbon 

balance in order to study the dynamic atmosphere-biosphere processes in regions 

influenced by thermal power plants. 

 

2. MATERIALS AND METHODS 

2.1.STUDY AREA 

The experiment was conducted in the municipality of Candiota, state of Rio Grande 

do Sul, southern Brazil (31°28′ 36″S and 53°40′45″W) (Fig. 1). The region's biome is 

characterized as Pampa and, according to Alvares et al. (2013), the local climate is of the 

Cfa type: subtropical (Zone C), humid (f) and with hot summers (a), according to the criteria 

of the Köppen climate classification (1936). In this, the letter “f” indicates monthly rainfall 

distributed throughout the year, with no dry season; and the letter “a” refers to the mean 

temperature of the warmest month being greater than or equal to 22 °C and the mean 

temperature of the coldest month being between -3 and 18 °C. The soil at the site as 

classified as chernosolic Ebonic Artic Vertisol (Streck et al., 2018), shallow to deep loam, 

with a medium loamy texture.  
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The Candiota III - Phase C Thermoelectric Power Plant is in operation in the study 

area, burning coal from the Candiota Mine, administered by Companhia Riograndense de 

Mineração (CRM). Another plant operating in the region is the Pampa Sul Thermoelectric 

Plant, which generates energy by burning coal extracted from the Seival Mine.  

 

Fig. 1 Delimitation of the study area and pampa biome and location of the sampling points. 

Municipality of Candiota, RS. 

 

2.2.FIELD EXPERIMENT AND SAMPLING 

2.2.1. Soil selection, sample preparation and analysis 

The composite soil samples were collected on October 14, 2022, in native field and 

planted pasture vegetation at Point 1 (Copelmi Farm) - opposite the predominant wind; Point 

2 (Mine - CRM) - coal mine and Point 3 (Ranch - UTE) - near the power plant, in the direction 

of the predominant wind (Fig. 2), in the 0-10 cm (surface) and 10-20 cm (subsurface) depth 

layers, which were then kept refrigerated at approximately 4 °C. In the three defined 

sampling units (50 x 20 m), the area was walked randomly so that around 15 sub-samples 

sub-samples could be collected.. The sub-samples were then mixed, following the 

methodology proposed by EMBRAPA SOLOS (1997). The material was stored in plastic 

bags until it was air-dried in an oven at 40 °C to a constant weight, buffered, passed through 
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a fine sieve with a mesh size of 2 mm to obtain the air-dried fine soil fraction, and ground on 

an agate grater, according toFruett et al. (2022). Around 50 mg of each sample was 

subjected to dry combustion in a carbon analyzer (Flash 2000 IRMS, Thermo Fisher 

Scientific) to determine total organic carbon (TOC). 

 

Fig. 2 Vegetation composition of the sampling points (a) Point 1 (Copelmi Farm), (b) Point 

2 (CRM - Mine) and (c) Point 3 (Ranch  - UTE). 

 

2.2.2. Measurements of carbon dioxide and methane emissions from the soil 

CO2 and CH4 fluxes in the soil were assessed in two air sampling sessions from 

October 11 to 15, 2022, in spring, and from July 23 to 29, 2023, in winter. The air samples 

were collected using the closed chamber method (Costa et al. 2006), with PVC chambers 

20 cm high and 25 cm in diameter, implanted in metal rings, also 25 cm in diameter, 

previously inserted 5 cm deep into the soil. At the top of each base, a water-filled slit 

prevented the exchange of gases between the inside and outside of the chamber. The bases 

remained in the ground throughout the experiment. The chambers were equipped with a 

thermometer and a 12 V ventilator to homogenize the internal air mass (Fig. 3). 
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Fig. 3 Static chambers used in the soil gas sampling experiment. (a) Chamber installed with 

the metal base attached to the ground, with a digital thermometer to measure the internal 

temperature of the chamber, and a digital thermometer inserted into the ground to measure 

the soil temperature, a battery to power the internal fan and a three-way system to collect 

the gas using a syringe. (b) Four chambers installed at Point 3 - Ranch - UTE. 

 

Four metal rings were installed in each plot. A circumscribed rectangle measuring 10 

x 25 m was marked out for each metal ring. Each air sampling session began at 09:00, when 

the chamber was positioned on the metal ring. An air sample was collected with a 20 mL 

polypropylene syringe from the top of the chamber at 0, 15, 30 and 45 min after implantation. 
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The air sample in the syringe was transferred to a pre-evacuated 14 mL glass vial 

(Exetainer) and stored at low temperatures until analysis (approximately 4 °C). CO2 and CH4 

concentrations were determined by gas chromatography using a GC Trace 1310 (Thermo 

Scientific), equipped with an electronic capture detector for CO2 and a flame ionization 

detector for CH4. As quality control for the GC analysis, a standard gas concentration curve 

was used, with four standard concentrations of CO2 and CH4 (standard mixtures supplied 

by Praxair-White Martins), and for every 20 samples, a standard sample was also analyzed 

to check the accuracy of the measurements. 

The CO2 and CH4 fluxes in the soil were estimated from the inclination of the linear 

model fitted to describe the increase in gas concentration during the 45-minute implantation. 

The internal temperature, atmospheric pressure (assumed to be 1 atm), chamber volume 

and the area of soil delimited by the metal ring were also taken into account. The 

accumulated CO2 and CH4 emissions for each of the sampling points were transformed into 

equivalent carbon (EC). 

On each gas collection date, soil samples 0-10 cm deep were collected with an 

Holland auger, in two repetitions for each chamber, to determine soil moisture, with 

temperature at a depth of 10 cm also monitored using a digital thermometer, previously 

inserted near each gas chamber in each sub-plot. In addition, meteorological information 

(precipitation, air temperature and daily wind speed and direction) throughout the 

experimental period was obtained from an automatic weather station located less than 40 

km from the experimental area (INMET station A827). 

 

3. RESULTS AND DISCUSSION 

3.1.Soil chemical and physical characterization 

Table 1 shows the total organic carbon content of the soils (TOC). TOC values ranged 

from 1.06% (P1 - 0.10-0.20 m) to 2.28% (P2 - 0.0-0.10 m) (Table 1). The soil from the mining 

area (Point 2) showed higher levels of carbon than the soils sampled at the other points 

evaluated, as well as greater moisture in the surface layer (23.63 %). This accumulation of 

carbon is also due to the continuous carbonization process to which coal is naturally 

exposed, that makes it progressively enriched in carbon (Silva et al., 2010). 

 

Table 1. Total organic carbon content (%) at the different soil depths at the three sampling 

points. 

Sample Unit Soil depth Carbon (%) Moisture (%) 
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Point 1 

(Copelmi Farm) 

Cultivated pasture 

0-0.10 1.34 13.34 

0.10-0.20 1.06 14.50 

Point 2 

(Mine - CRM) 

Cultivated pasture 

0-0.10 2.28 23.63 

0.10-0.20 1.66 22.29 

Point 3 

(Ranch - UTE) 

Native field 

0-0.10 1.36 11.64 

0.10-0.20 1.14 8.75 

Carbon allocation by vegetation contributes to soil carbon dynamics (Schimidt et al., 

2011). Considering that the covering crop at Point 1 was more dominantly Lolium Multiflorum 

Lam. (Italian ryegrass) and Lolium Perene L. (perennial ryegrass), at Point 2 – Mine - CRM 

was also planted pasture with more dominance of Urochloa Decumbens Stapf. (brachiaria 

grass), and at Point 3 - Ranch - UTE, natural pasture, the interaction between the vegetation 

and the soil promotes different processes in the various soil layers (surface and subsurface).  

 

3.2 CO2 and CH4 fluxes in the soil 

Soil CO2 fluxes presented different behavior in each of the sampling units. At Point 1 

(Copelmi Farm), where ryegrass is more dominant and the soil has a lower percentage of 

carbon stored at different depths (Table 1), the CO2 fluxes from the soil to the atmosphere 

had a higher peak on the day after the rain (2022/10/12), when the soil was more moist (Fig. 

4). When there is little moisture in the soil there is less CO2 emission, and according to Fang 

and Moncrieff (1999), the metabolic activity of microorganisms and roots decreases due to 

the low availability of water. 
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Fig. 4 (a) Carbon dioxide fluxes and (b) methane fluxes from the three sampling points 

during spring; (c) Carbon dioxide fluxes and (d) methane fluxes from the three sampling 

points during winter 

 

The opposite is observed in winter, when after the precipitation there was a reduction 

in CO2 fluxes in the soil, possibly due to the intensity of the rainfall. In spring, the rainfall 

episode amounted to a daily accumulation of 2.5 mm (Fig. 5), while in winter the daily 

accumulation was over 20 mm (Fig. 6). More intense rainfall in a soil that is saturated causes 

an increase in surface runoff, preventing water from reaching deeper layers of the soil 

(Pruski et al., 2004; Santos et al., 2010). 
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Fig. 5 (a) Moisture and (b) temperature in the top 5 cm of soil at the three sampling points 

and (c) daily precipitation and average daily air temperature during the spring sampling 

period 
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Fig. 6 (a) Moisture and (b) temperature in the top 5 cm of soil at the three sampling points 

and (c) daily precipitation and average daily air temperature during the winter sampling 

period 

 

As soil moisture increases, the decrease in CO2 emissions from the soil may also be 

associated with factors limiting the heterotrophic respiration of soil microorganisms. When 

the soil is moist, CO2 production is inhibited by the lack of available oxygen, since the 

macrospores in the soil are filled with water (Veeck et al., 2018). Pearson's correlation 

coefficient (r) shows that the soil moisture variable has a high negative correlation with CO2 

(-0.84).   
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As can be seen, in contrast to the spring samplings, the winter samplings took place 

during a wetter period, with accumulated rainfall around 38 mm higher than previously 

recorded. This volume of precipitation possibly increased soil moisture to the highest level 

observed during sampling, from 18 to 24 % (Fig. 6). Thus, the higher cumulative CH4 

emissions that occurred during this same winter period are attributed to these humidity 

conditions, due to water saturation providing anaerobic conditions (absence of O2), 

favorable to methane production (Saggar et al., 2008; Piva et al., 2014). For CH4, the 

correlation is positive (r = 0.53), differently to the behavior shown by CO2. 

Overall, the temporal variation in soil moisture, affected by precipitation, was a 

determining factor in gas fluxes. Significant increases in greenhouse gas emissions, 

especially CH4, can intensify extreme climate events (Nunes et al., 2023). At the three 

sampling points, the highest CH4 emissions and the lowest CO2 emissions occurred in the 

period with the highest rainfall and soil moisture, while the opposite occurred in the period 

with the lowest accumulated rainfall, indicating that the seasonality of rainfall affected GHG 

emissions. Amadori et al. (2022) reported similar results, also observing the influence of 

rainfall seasonality on N2O and CH4 emissions in integrated agricultural systems (crop, 

livestock and forest). They observed that in the rainy season there were higher N2O 

emissions and lower CH4 consumption by the soil. 

Soil temperature also contributes to GHG emissions, showing a high correlation with 

CO2 (r = 0.79) but a low correlation with CH4 (r = -0.33), indicating that fluctuations in CH4 

fluxes are more influenced by soil moisture. Higher soil temperatures favor an increase in 

substrates (acetic acid and hydrogen, for example) that serve as support for organism, 

consequently increasing methanogenesis (emission of CH4 into the atmosphere) (Mosier et 

al., 2004). The methane flux records observed in the three sample areas in winter are on 

the same date (Fig. 3 d) and on the day when the highest soil temperatures were recorded, 

16 °C at Point 1 – Copelmi Farm, 17 °C at Point 2 – Mine - CRM and 18 °C at Point 3 – 

Ranch - UTE. The emission fluxes of both CH4 and CO2 observed in winter are sensitive to 

variations in soil temperature, soil moisture and precipitation, suggesting that these three 

variables are the main factors causing emissions of these gases into the soil.  

This same influence cannot be observed in the spring, possibly because the variables 

linked to the soil (temperature and moisture), remained practically constant during the 

sampling period (Fig. 6 a, b) and rainfall was not as significant compared to the winter (Fig. 

5 c and Fig. 6 c). However, in this case the type of soil cover may have affected the quality 

of the soil structure. At the Ranch - UTE point (3) the cover was natural pasture while at the 

Mine - CRM point (2) it was planted pasture (recovery area). According to several studies 
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(Mosier et al., 1991; Castaldi et al., 2007; Cai et al., 2017) pasture soils are typically a major 

sink for atmospheric CH4, since CH4 oxidation prevails in these soils. 

Accumulated CO2 emissions (Table 2) in both seasons were highest at point 3, Ranch 

- UTE, and lowest in the mining area (Point 2: CRM), while CH4 emissions showed the 

opposite result, with the highest emissions in the mining area and the lowest at the point 

nearest the thermal power plant. In spring, methane absorption was lowest in the mining 

area (-1.22 kg EC -C ha-1) and highest at the point near the power plant (-8.38 kg EC -C ha-

1). The proximity to the thermal power plant may have caused the highest CO2 emissions at 

Point 3 (1.02 kg EC -C ha-1), since this point is located in the predominant wind direction, 

and the deposition of the plume emitted by the thermal power plant chimney occurs in this 

sampling area. When observing the relationship with the percentage of soil moisture in each 

area, the accumulated CH4 (negative values, absorption by the soil, positive values, 

emission) was possibly promoted by this variable, which in the mining area was greater than 

22% in both periods. In soils, higher humidity restricts oxygen, and in this condition 

methanotrophic bacteria reduce organic compounds to CH4 (Garcia et al., 2000).  

 

Table 2. Cumulative seasonal emissions of carbon dioxide and methane at the three 

sampling points during spring and winter sampling. The cumulative values are presented in 

equivalent carbon. 

Cumulative seasonal emission (spring – 2022/10/11 to 2022/10/15) (kg EC -C ha-1) 

Sample Unit CH4 CO2 

Point 1 (Copelmi Farm) -2.07 0.87 

Point 2 (Mine - CRM) -1.22 0.30 

Point 3 (Ranch – UTE) -8.38 1.02 

Cumulative seasonal emission (winter – 2023/07/23 to 2023/07/29) (kg EC -C ha-1) 

Point 1 (Copelmi Farm) 0.42 0.36 

Point 2 (Mine - CRM) 2.26 0.36 

Point 3 (Ranch – UTE) -1.01 0.60 

 

This methane sink behavior in pasture soils has also been reported in other studies, such 

as Godoi et al. (2016), who when evaluating the effect of legume afforestation in native 

grasslands on soil greenhouse gas flows, identified a CH4 consumption behavior by the soil, 

-1.75 kg C-CH4 ha-1 year-1 in native grassland, a behavior also identified by Amadori et al. 
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(2022) when assessing soil methane emissions from integrated agricultural systems, where 

accumulated consumption varied between -1.82 and -0.87 kg CH4 -C ha-1 year-1.  

The cumulative CO2 emission values observed in this study were relatively low in the 

sampling periods conducted, but the higher cumulative emission obtained at Point 3 (Ranch 

- UTE) corroborates recent work by Holland et al. (2024), who investigated the effects of 

management practices and soil preparation in a pasture system and found cumulative CO2 

values between 2019 and 2021 ranging from 2.89 (2019) to 10.58 (2010) kg CO2 ha-1, with 

the value observed in 2019 being close to that observed in this study (1.02 kg EC -C ha-1). 

 

4. CONCLUSIONS 

The soil around the mining area is heavily devastated, which results in the destruction 

of microbial activity that has a strong influence on soil carbon fluxes. The proximity of the 

thermal power plant also affects these flows, especially in the areas receiving the dispersion 

plume. Although the accumulated emission of methane in spring showed an absorption 

behavior in the different sample areas, being lower in the mining area and higher at the point 

near the thermoelectric plant, there was a higher emission of carbon dioxide into the 

atmosphere at the second point and a lower emission at the mining area. At all the sampling 

points, carbon dioxide and methane emissions occurred in the samples after precipitation 

events and with higher soil moisture, while the opposite trend occurred on days with lower 

soil moisture, indicating that the seasonality of precipitation was also a factor affecting 

emissions of this greenhouse gas into the atmosphere. 
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3 CONCLUSÕES 

Os resultados demostram que a integração de técnicas de sensoriamento remoto e 

geoprocessamento para estudar os dinâmicos processos atmosfera-biosfera sobre regiões 

influenciadas por empreendimentos termelétricos e exploração de carvão mineral a céu 

aberto, possuem grande potencial. A escassez de estudos desenvolvidos e aplicados a 

áreas impactadas por essas atividades motivou a utilização dessas técnicas e a busca por 

compreender a partir de amostras reais o impacto delas nas áreas de entorno.  

Os resultados da classificação, com o uso de Análise de Imagens Baseada em Objetos 

Geográficos (GEOBIA) e de técnicas de segmentação de imagens, mostrou-se eficiente. 

Devido à extensão agrícola da área de estudo ser predominante e as áreas de mineração 

e infraestrutura urbana serem menores no processamento das classes, e pela semelhança 

das respostas espectrais dos alvos, esta última, apresentou menor acurácia. O presente 

trabalho também apresentou um estudo sobre a distribuição temporal e espacial das 

concentrações de carbono na área de estudo. Os resultados encontrados apontaram que 

a distribuição espacial de XCH4 tem relação com a distribuição de atividades agrícolas e de 

produção de energia. O crescimento e o decréscimo anual e a amplitude de XCH4 e o índice 

espectral CO2Flux, respectivamente, variam em função das diferentes regiões indicando a 

dependência entre as variáveis e as atividades antrópicas. 

Os resultados das variáveis biofísicas coletadas no campo mostraram que as 

variações de biomassa e carbono foram diferentes nos locais de amostragem, 

possivelmente devido ao manejo do solo e da vegetação em cada local, já que diferentes 

atividades humanas têm impacto sobre o solo e a vegetação. Verificou-se que não há 

diferença estatisticamente significativa entre as médias sazonais das duas variáveis 

analisadas. Esse estudo também apresentou um modelo para estimar as taxas de 

incorporação de biomassa e carbono, confirmando estudos anteriores de que os dados de 

sensoriamento remoto podem ser usados em estimativas de biomassa e carbono para 

pastagens.  

Por meio destas abordagens para quantificar o carbono emitido pelo solo, foi possível 

identificar que a estrutura do solo ao redor da área de mineração é fortemente devastada, 

o que leva à destruição da atividade microbiana que exerce forte influência nos fluxos de 

carbono do solo. A proximidade com a termelétrica também afeta esses fluxos, 

principalmente nas áreas receptoras da pluma de dispersão. Em todos os pontos amostrais 

as emissões de dióxido de carbono e de metano ocorram nas amostragens posteriores a 
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eventos de precipitação e maior umidade no solo, enquanto a tendência oposta ocorreu nos 

dias de menor umidade do solo, indicando que a sazonalidade da precipitação também foi 

um fator que afetou as emissões desse gás de efeito estufa emitidos para a atmosfera. 

Esta pesquisa destaca a importância do controle e do manejo da vegetação e do solo 

em áreas afetadas por projetos termelétricos e mineração a céu aberto para apoiar o 

desenvolvimento de medidas de recuperação de áreas degradadas com o objetivo de 

mitigar os impactos ambientais.  
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4 CONSIDERAÇÕES FINAIS 

Os métodos de amostragem utilizados nesta tese apresentaram algumas limitações. 

Identificou-se que períodos de amostragem de fluxos no solo mais longos, pelo método de 

câmaras estáticas seria de suma importância para compreender melhor a dinâmica dos 

fluxos de carbono, visto que para estabelecer conexões mais significativas nos dados foi 

estatisticamente desafiador. A maior robustez do conjunto de dados pode definir a 

coerência dos resultados e justificar a correlação das variáveis físicas do solo e 

meteorológicas com os fluxos de carbono do solo. 

A limitação de períodos de amostragem mais longos se estende também as amostras 

de vegetação, visto que uma maior quantidade de amostras de tecido vegetal seria 

importante para a validação do modelo de estimativa de biomassa e carbono gerado nesta 

tese. A validação de um modelo atesta a qualidade e a sua conformidade com os dados 

reais, por exemplo, para realizar a validação é necessária uma quantidade significativa de 

dados, para que parte deles seja utilizada para calibração e outra para validação.  

O monitoramento atmosférico dos fluxos de carbono por sensores de alta frequência 

para um melhor balanço do carbono entre a superfície e a atmosfera também se observou 

importante. Após a conclusão das análises dos resultados, percebeu-se que a metodologia 

empregada para identificação dos fluxos de carbono no solo limitou a compreensão dos 

dinâmicos processos desses fluxos entre a superfície e a atmosfera. 

Apesar das limitações apresentadas, a presente tese apresenta uma metodologia 

capaz de avaliar os processos de incorporação de carbono e biomassa por áreas 

campestres nas adjacências de áreas diretamente impactadas pela exploração e 

combustão de carvão mineral, e traz resultados relevantes quanto as emissões de carbono 

no solo nessas regiões.  
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