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RESUMO

Com o advento de iniciativas por parte de diversos governos para a
divulgacao de conjuntos de dados pertinentes a tépicos de interesse publico
de maneira aberta, diversas portas sao abertas para o desenvolvimento
nao-governamental de ferramentas e aplicativos que visam entender e
melhorar a situacdo que os dados refletem. O transito de uma cidade é um
exemplo destes topicos que afeta todo cidadao que ali reside, também sendo
uma das maiores fontes de problema que acompanha o desenvolvimento de
cidades modernas. A prefeitura de Porto Alegre disponibiliza de maneira
aberta os registros historicos de acidentes de transito que ocorreram dentro
de seu territoério, contendo, entre outras, informacoes sobre data, hora, local
e veiculos envolvidos. Outro conjunto de dados abertos que pode ser
utilizado em conjunto aos acidentes é o conjunto de dados meteoroldgicos da
cidade, o qual também é disponibilizado. O objetivo deste trabalho é
implementar uma aplicacao web capaz de representar estes dados de
maneira visual, em um mapa da cidade, os quais poderao ser consultados e
filtrados pelo usuario interativamente. Além disso, a ferramenta permite que
seu usuario realize consultas sobre datas futuras, prevendo através de uma
rede neural de perceptrons densamente conectada a probabilidade de novos
acidentes em determinados pontos da cidade, sugerindo ao seu usudrio quais
caminhos devem ser evitados caso o mesmo deseje se locomover de um local
até outro. Através desta ferramenta pretendemos melhor compreender quais
sao os fatores que influenciam estas eventuais ocorréncias, além de assistir a

populacdo em evitar as mesmas.

Palavras-chave: Plataforma Web. acidentes de transito. Porto Alegre.

visualizacdo. inteligéncia artificial. encontro de caminhos. base de dados.



Name: A Tool for Analysis, Visualization and Prediction of Traffic

Accidents in Porto Alegre

ABSTRACT

With the advent of initiatives by many governments for the disclosure of data
sets regarding topics of public interest openly, many doors are opened for the
development of non-governmental tools and applications which attempt to
understand and improve the situation reflected in the data. The traffic within
a city’s streets is an example of these topics which affect every member of
it’s community, also being one of the biggest sources of problems which
accompany the development of modern cities. The prefecture of the city of
Porto Alegre openly provides historical records of traffic accidents that have
occured within it’s territory, containing, among others, information about
date, time, place and vehicles involved. Another open data set which can be
used together with traffic accidents is the meteorological data for the city,
which is also openly disclosed. The objective of this work is to develop a web
application capable of representing this data in a visual manner in a city map,
allowing search queries, filtering and interaction with the user. Furthermore,
the tool will allow the user to perform queries regarding future dates,
predicting, via a densely connected perceptron neural network, the
probability of new accidents in certain points of the city, suggesting which
paths should be avoided in case they wish to move around town. Through this
tool we intend to better understand which factors influence these accidents,

as well as assist the city’s population in avoiding them.

Keywords: Web platform. traffic accidents. Porto Alegre. visualization.

artificial intelligence. database. pathfinding.



LISTA DE FIGURAS

Figura 2.1 Arquitetura cliente-servidor.........cccoevviiiiiiiiiiiiniiiieie e 16
Figura 2.2 Estrutura de uma Rede Neural de Perceptrons ...........cc.cccceuveenis 17
Figura 2.3 Pseudo-Algoritmo A¥*... ..o 18
Figura 3.1 Balanceamento do conjunto de dados de treino.......................... 22
Figura 3.2 Divisao do estado de Iowa em 10 cIuSters ........c.ccccoeevvvevnennnnnn. 24
Figura 3.3 Acidentes previstos e ocorridos durante um periodo de 7 dias .. 25
Figura 3.4 Visualizacao dos acidentes no CrashMap UK...........c.ceeevvninnnnen. 26
Figura 3.5 Visualizacao de rota N0 Waze ............coeevveiiieiiiiiiiieiiieeeeeeie e 27
Figura 4.1 Visao alto-nivel do trabalho desenvolvido .............cccceeevvneeivnnnnnnn. 30
Figura 4.2 Task Board utilizado no desenvolvimento..........c...ccoeeeuvviinnennnnen. 32
Figura4.3 Frontend da apliCaGa0...........cevuueiiuiiiiiiiiiiiiie e 33
Figura4.4 Arquitetura do mapa com suas 4 camadas.........cccceeeuueerneevnneennnnns 34
Figura4.5 Arquitetura dos filtrosS ........ccoviviiiiiiiiiiie e 36
Figura 4.6 Visao alto-nivel da arquitetura da aplicacao ..............cccoeeevvvnnnnnn. 38
Figura 4.7 Pseudo-UML do mddulo de sugestdo de caminhos ..................... 39
Figura 4.8 Pseudo-UML do mddulo de grafos..........c.ccceeevvieeiiieeeiineeiiinnn. 40
Figura4.9 Pseudo-UML do modulo de previSao ..........ceeevveeeineeineciineeinneennnnn. 42
Figura4.10 Estrutura do DAO genérico para os objetos do dominio ........... 50
Figura4.11 Discretizacdo geo-temporal do dominio dos dados.................... 54
Figura 5.1 Pontos de inicio (SW) e fim (NE) utilizados para os testes.......... 60

Figura 5.2 Logs da performance para a previsao utilizando DatabaseGraph60
Figura 5.3 Logs da performance para a previsao utilizando CompleteGraph61
Figura 5.4 Logs da performance para a previsao utilizando ChunkedGraph 62
Figura 5.5 Caminho sugerido com peso w = [*(1.0+7) sem o uso de classes63
Figura 5.6 Caminho sugerido com peso w = [ * (1.0 + r) e r normalizado

PATA [0, 1] eeeeeeeiiitee e e e 64
Figura 5.7 Caminho sugerido com C; = 0.3, C5, = 0.6, P, = 1.0, P, = 3.0,
Py = 10,0 65

Figura 5.8 Centros das regioes reais (esquerda) e normalizados (direita)... 70
Figura 5.9 Representacao do pipeline da rede LSTM concatenada a rede

(0] 0 - F PSRRI 71
Figura 5.10 Previsao para a primeira configuracao da rede. ............c........... 73
Figura 5.11 Previsao para a segunda configuracao da rede......................... 75
Figura 5.12 Previsao para a terceira configuracao da rede. ........................ 77

Figura 5.13 Previsado para a quarta configuracao da rede............ccccecevunn.een. 78



LISTA DE TABELAS

Tabela 2.1 Mapeamento entre operacoes CRUD e requisicoes HTTP .......... 15
Tabela 3.1 Comparacgao entre os trabalhos...........cccooeiiiiiiiiiiiiii, 27
Tabela 3.2 Comparacao entre as apliCag0es ........cccevvviiiiiiiiniiieiiieieeieeieeane, 28

Tabela 4.1 Opgoes disponiveis para cada filtro..........ccc.cooeeeiiiieiiiiieeiiinennnn. 37



ANTP
SIMOB
ANPET
ANTT
ONTL
OoSM
ODBI1
ConvLSTM
EPTC
CCAL
INMET
API
CRUD
JSON
HTML
REST
RNN

MSE

LISTA DE ABREVIATURAS E SIGLAS

Associacao Nacional de Transportes Publicos
Sistema de Mobilidade Urbana

Associacao Nacional de Pesquisa e Ensino em Transportes
Agéncia Nacional de Transportes Terrestres
Observatorio Nacional de Transporte e Logistica
Open Street Map

Open Data Commons Open Database License
Convolutional Long Short-Term Memory
Empresa Publica de Transporte e Circulacao
Creative Commons Attribution License

Instituto Nacional de Meteorologia

Application Programming Interface

Create, Retrieve, Update, Delete

JavaScript Object Notation

Hyper Text Markup Language

Representational State Transfer

Recurrent Neural Network

Mean Squared Error



SUMARIO

1 INTRODUGAQ ...ccuuivunieenieenieereetneeeseeesnersseesseesssesssesssssssesssessssssssessses 11
2 CONCEITOS E TECNOLOGIAS. .....cccctttieiiiittetececetesessssssssscssesssssssssass 13
2.1 Fontes de DadoS......ccccceuvuiuiiiiiiniieiniieieisesesececeserersssssssssssesessssssssass 13
2.1.1 Registros de ACIAENTES ......ccuuiiiniiiiiiiiieieeie e 13
2.1.2 Dados MeteoTOLOGICOS ......ueiiruiiiiieeiiiie e et e e eeaa 13
2.1.3 DadoS GEOGTATICOS .. ccvuniiiiieiiieeeiie et e et e e e e e e aaeeeaa e eaes 14
2.2 CONCEILOS c.euvivininiiiiiiiiiniuieiiiiriitetecetererersssssssssesesessssssssssssesessssssasass 14
2.2.1 REST AP ..ot e et e e e et e e e e e e e b e e aas 14
2.2.2 Modelo Cliente-Servidor.......coiuuuiiiiiiiiniiiieiieei e e 15
2.2.3 REAES NEUT@IS. ..uiuiiiiiiiieie et e e e e e ans 16
2.2.4 PathRfINAING ...cooevniineiieei ettt e ee e e e et e e e et e e e e e e eanas 17
P00 I K=Tod 1 T0d oY 0 1 F 1 N 18
2.3.1 Modelagem, limpeza e carregamento de dados .............cccceevvieeniennnnns. 19
2.3.2 Desenvolvimento de aplicagao base e website...........cccoeeviiiniininnnnnns. 19
2.3.3 Definicao e treinamento do modelo preditivo.............ccoevvviiiiiinnennnn.n. 20
3 TRABALHOS RELACIONADOS .....cccctttttieteeterecacnserersssesssasssnsessssssssass 21
3.1 Descricao dos TrabalhosS......ccccciviiiiiiiiiiiiiiiiiieiieieceeencescncescncsencens 21
3.1.1 Analysis of Car Accidents Causes in the USA.........cccccoiviiiiiiiiiinneinnnnn. 21
3.1.2 Hetero-ConvLSTM: A Deep Learning Approach to Traffic Accident
Prediction on Heterogeneous Spatio-Temporal Data ....................... 23
3.2 APLICAGOES .c.uuininiiieieieiecnrarererercececacessesescscacssnsesesescssscasssesssessscncnns 24
3.2.1 CrashMap UK ... e e e e e e e e eans 24
I - V. N 25
3.3 COMPATACOLS ..uivrernrieierecncerrersssasececesessssssssssssssesssssssssssssssssssssssssass 25
3.3.1 Comparacao dos Trabalhos AcadémicCos .........ccc.oeevvniiineiineiiieiieeinnnnn, 26
3.3.2 Comparacao das APIICAGOES .......uveuiirniiieiieeieiieeeieeee e ans 27
4 DESENVOLVIMENTO E IMPLEMENTAGAOQ .....cccucetrttuneeeeeenneeeeeennnns 29
7/ 00 T VA 17 V0 T =Y - 1 N 29
4.2 Planejamento e Acompanhamento ......cccccecevveieininiiiiiinenecececnerenens 31
4.3 Arquitetura da apliCaACA0 .....ccvuvniiieieieiiiiiieieiececnccneeeeececacncncnsesens 32
4.3.1 Frontend .........oouiiiiiiii et aaas 32
4.3.2 BACKENA .. ceniiiiiie e 36
4.3.3 MOAUIo PAtRfINAING .....ccovneeieiieeieeeee e 39
4.3.4 MOAUIO PrediCtiOn .......ccouniiieiieeieeeee e 41
4.4 Limpeza e Carregamento de dados .......c.cccceceieieiieiniieceiieceicecennces 42
L I Voa o [=Y 1 =T PPNt 43
4.4.2 Dados MeteOrOlOGICOS. .....viivueiiiiieeiiieee e ee e ee e e e e e eaanes 45
4.4.3 Dados gEOGTATICOS ...uciiiiiiiieeiiiiiiie et eea e e e e 46
4.5 Desenvolvimento das Funcionalidades.........cccccceviiiiiiienncninnnnnnnes 48
4.5.1 Mapa Interativo e Consulta de Acidentes..........cccccvevviiiiiiiiiiiiiininnnnn.n. 48
L T 00 N i 1 o <SPPI 48
4.5.1.2 Consultas basicas a0 bancCo ...........cceceueiiviiiiieiiiiiiiieiie e, 49
4.5.1.3 Consultas geografiCas........cceeivueeiiiieeiiiieeeiiie e 50
S R N Y - o - IO 52
4.5.2 Previsao de aCidentes .......cccuuiviiiiiiiiiiieeiiee et 53
4.5.2.1 Definigao do problema e dominio ...........cccevveeiviiiiiiieiiiieiiieeiieeieen. 53
4.5.2.2 Definicao do MOAELO .....covviiniiiiiiiei s 54

4.5.2.3 Persisténcia € uS0 do MOAEI0.....cuiui i, 55



4.5.3 Sugestao de caminhoS .........coovuiiiiiiiiiiiiii e 56

5 EXPERIMENTOS E RESULTADOS .....ccccttttiitiiieiintercercescsstoscoscsssssssnses 58
5.1 EsScopo do trabalho .......ccccceiiiiiiiiiiiiiiiiieieiieceiieceiiecessscessscessacessscens 58
5.2 Sugestao de caminhoS ........ccccceveiiiiiiiiininieiiiiiiiiiiiicetesisieiescasasenses 59
5.2.1 Sugestao de caminhos utilizando DatabaseGraph..........cccccoveiineinnn..n. 59
5.2.2 Sugestao de caminhos utilizando CompleteGraph........c.ccooevviivnninnnn.n. 61
5.2.3 Sugestao de caminhos utilizando ChunkedGraph..........c..cooevviiiininnni.. 61
5.2.4 Variagoes na penalizacao de ruas pelo riSCO .........ccevvveviiiiiineiniineennnnn. 62

5.2.4.1 Nenhuma classe de risco, penalidade constante, risco nao alterado 62
5.2.4.2 Nenhuma classe de risco, penalidade constante, risco normalizado 63

5.2.4.3 Diferentes classes de risco, risco normalizado..............cccceevevnennen... 64
5.3 Previsao de acidentes ......cccceveiiieiiiiiiieintieiateecatencecencosencsencosencnss 64
5.3.1 Treino da TeAe ..uvuieniii e 66
5.3.2 SaAidas @SPETAdaS ...ccuuiivuiiiieiiieeiee et aa e 66
5.3.3 Conjunto de features exploradas.........cccccceevviiiiiiiiiiiiiiiinineie e, 67
5.3.3.1 Features de ClIMa ........oooiniiiiiii e 68
5.3.3.2 Features de acidentalidade ..........c.ccoeviviiiiiiiiiiiiiiei e 69
5.3.3.3 Features temMPOTaAIS.....ccovuiiiiiiiie e e e e e e 69
5.3.3.4 Features geOgTaAfiCaS .......cccevuueiiiiieiiiiie e et e e e 70
5.3.4 DefiniCao das TEFI0ES.....cvvuiiieiiieiiee ittt e e e e e e e e e e eaeeeaneees 70
5.3.5 MOAELO LSTM et et 71
5.3.6 Modelo tradicional densamente conectado ...........cccccevveeniiiiiiininnennnnn.. 72
5.3.7 Configurac0es da Tede ........ccuuiiruiiiiieiiieeiieeiie e e e e e e e e 72
5.3.7.1 LSTM com todas as fEAtUI'ES ........c.veuvuiiiiiieiiiieieiieie e 73
5.3.7.2 LSTM com parte das featlres ...........coeeueiiiiiieiiiiiieiieceeeeeee e, 74
5.3.7.3 Rede somente densa com o conjunto completo de features............. 75
5.3.7.4 Rede densa com numero de features reduzido ...........cccceveunivnennenn. 77
6 CONCLUSAOD......cccvvtrerrrtnnennennrrreseesessseseeeeeseeeeesssesessssssssssssssssssssnnnnnes 79

REFERENCIAS.......cuuieeeeeeeiiiiieeeaenereeseeeeeeeeeeesrsssssssssssssssssssssssssssssssssases 81



11

1 INTRODUCAO

Veiculos automotivos sao uma parte essencial do trajeto didrio de
qualquer cidadao trabalhador brasileiro, seja ele um automével pessoal, de
transporte publico ou fretado. De maneira geral, podemos classificar estes
veiculos em dois tipos: aqueles que seguem um caminho fixo, como trens e
metro, e aqueles que sao pilotados por um sé6 individuo e sao livres para
seguir qualquer caminho, como carros, motos e Onibus.

De acordo com o SIMOB, mantido anualmente pela ANTP(ANTP,
2018), no ano de 2018 por volta de 85% de passageiros de transporte publico
se encaixam no segundo tipo, sendo Onibus municipal e metropolitano,
enquanto que apenas 15% sao transportados sobre trilhos. Se incluirmos
veiculos pessoais, temos que esta razao se aproxima de 93% de veiculos nas
avenidas e rodovias e apenas 7% em trilhos, podendo afirmar que o
transporte nas ruas é a grande maioria.

Em uma pesquisa realizada pela ANTT para o 342 Congresso da
ANPET(MIGUEL, 2022) temos uma analise sobre acidentes ferroviarios,
apontando que entre os anos de 2011 e 2019 ocorreram, em média, 845
acidentes ferroviarios por ano. Além disso, o Anudario Estatistico de
Transportes de 2019 divulgado pelo ONTL(LOGISTICA, 2019) revela a média
de acidentes de transito rodovidrio para este mesmo periodo é de 130 mil
acidentes por ano. Com estas informagoes em mente, temos que a razao de
viagens por tipo de transporte vista anteriormente, 93% para 7%, estd muito
distante da razao de acidentalidade vista aqui, 130.000 para 845, uma
diferenca de 7 ordens de magnitude.

O transporte nas ruas tras diversas vantagens, como a liberdade de
tomar qualquer caminho que o piloto ou motorista desejar e nao estar preso a
um cronograma universal, porém estas vantagens vém a custo do controle
que cada individuo tem sobre a sua seguranca no transito. No transporte por
trilho, diversos sistemas de seguranca estdao instalados como sensores e
freios automaticos, que trazem uma maior confianga para os passageiros de
que nao haverd perigo durante sua movimentacgdo, além de sistemas capazes
de amenizar a severidade de tais eventualidades. Em contrapartida, um

motorista de 6nibus ou carro depende de fatores que estao fora de seu
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controle, como a condicao das ruas, a visibilidade e, pior de todos, outros
condutores.

Tendo isto em mente, este trabalho tem como objetivo o
desenvolvimento de uma aplicacao aberta e de simples utilizagao, capaz de
demonstrar ao seu usudrio uma andlise dos dados de acidentalidade na
capital do Rio Grande do Sul, o municipio de Porto Alegre. Além de permitir
que o usudrio realize consultas sobre acidentes que ocorreram no periodo de
2011 a 2018, a aplicacao também oferecerd uma estimativa de possiveis
acidentes que virao a ocorrer no futuro, através do treinamento uma rede
neural de perceptrons, técnica amplamente utilizada para execucgao de
previsoes com base em ocorréncias passadas coletadas. A interagao com esta
aplicacao é realizada através de uma pdagina web acessivel por qualquer
dispositivo com um navegador de forma a torna-la independente de qualquer
plataforma, usufruindo da arquitetura cliente-servidor para servir a pagina.
Avaliamos entdo os resultados através de comparacdes entre as previsoes
realizadas e os acidentes que de fato ocorreram no dia, além de avaliar os
caminhos sugeridos quanto a sua qualidade e performance em tempo de
execucgao.

A estrutura deste texto é a seguinte: o Capitulo 2 introduz os conceitos
que sao abordados neste trabalho, além das tecnologias que sao utilizadas
para desenvolver a aplicacao. O Capitulo 3 traz os principais trabalhos
relacionados ao tépico de acidentalidade, realizando wuma andlise
comparativa entre os mesmos e o trabalho atual. No Capitulo 4, realizamos a
quebra das funcionalidades descritas, além de como elas foram desenvolvidas
e damos uma visdo da arquitetura completa da aplicagdo. O Capitulo 5
apresenta o resultado desta implementacdo, analisando através de métodos
empiricos a qualidade do cddigo, performance e funcionalidades. Por fim, no
Capitulo 6, revisamos tudo o que foi desenvolvido, refletindo sobre a

adequacao das técnicas utilizadas e os resultados do desenvolvimento.
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2 CONCEITOS E TECNOLOGIAS

Neste Capitulo apresentamos as tecnologias, aplicagdes, técnicas e
conceitos que foram utilizados no desenvolvimento deste trabalho. Estes
conceitos abrangem diversas dreas abordadas no curso como Bancos de

Dados, Engenharia de Software, Inteligéncia artificial, entre outros.

2.1 Fontes de Dados

Esta Secao discorre sobre as fontes das quais os dados utilizados para

o desenvolvimento foram retirados.

2.1.1 Registros de Acidentes

Os registros histéricos detalhados sobre instancias de acidentes de
transito foram retirados do portal de dados abertos da cidade de Porto
Alegre(DADOS..., 2022), disponibilizados pela EPTC do municipio de
maneira aberta e sobre licenca CCAL. Os dados abrangem acidentes do
periodo de 2017 até julho de 2022, totalizando 66445 registros no momento

da coleta.

2.1.2 Dados Meteorolégicos

Os dados sobre precipitacao e umidade foram obtidos do portal do
INMET (PORTAL..., 2022), disponibilizados de modo aberto conforme a Lei
de Acesso a Informagdo n? 12.527/2011. Os dados tém origem na estacgao
meteorolégica numero 83967, localizada no centro da cidade de Porto Alegre,
cobrindo o periodo de 2017 até julho de 2022. Um total de 3 medigdes sao
efetuadas em cada dia dentro deste periodo, nos horarios de 00:00, 12:00 e

18:00, totalizando 6048 registros climaticos.
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2.1.3 Dados Geograficos

De maneira a oferecer a funcionalidade de sugestao de caminhos, foi
utilizada a base de dados aberta OSM(OPENSTREETMAPS, 2022), licenciada
sobre ODBI, para capturar a rede de ruas da cidade de Porto Alegre na forma
de um grafo. A obtencao destes dados foi facilitada através do médulo python
OSMnx(BOEING, 2017), capaz de interagir com esta base de dados de

maneira simples.

2.2 Conceitos

Aqui apresentamos o0s principais conceitos essenciais para o
entendimento da implementacdao, suas principais caracteristicas, pontos

fortes e fracos e o motivo por tras de sua escolha.

2.2.1 REST API

Uma API REST é uma interface de face externa que adere ao padrao
REST(FIELDING; TAYLOR, 2000), permitindo interagcoes com outras
aplicagcbes de maneira facil e intuitiva. Para que uma interface seja
considerada RESTful, ela deve permitir a identificacao e manipulacao de
recursos de um sistema sem que seja necessario manter informacao do
estado do cliente, através de mensagens auto-descritivas. Isto significa que o
servidor se torna altamente escalavel, uma vez que ndo mantém informacgoes
de seus clientes, além de apresentar um aumento na sua velocidade e
responsividade. Nao sé isso, a modularidade do sistema também aumenta,
uma vez que estas interfaces agora sao independentes de estado, e podem
ser reutilizadas livremente entre diferentes objetos.

Interfaces REST modernas geralmente sao definidas de maneira a
operar sobre o protocolo HTTP e utilizam como corpo de sua mensagem
objetos JSON para transferéncia de informagdes. Um dos beneficios mais
mencionados para interfaces nesse estilo é a padronizacao do acesso aos

objetos, permitindo que um servidor se comunique com diversos clientes
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Tabela 2.1: Mapeamento entre operacoes CRUD e requisicoes HTTP

Operacao CRUD | Requisicao HTTP
Create POST/PUT
Retrieve GET

Update PATCH
Delete DELETE

independentemente da forma como foram implementados, desde que sigam a
interface.

Um uso comum para REST APIs é a definicao das operacoes de Create,
Retrieve, Update, Delete (CRUD) utilizadas em praticamente dqualquer
sistema para gerenciamento dos objetos armazenados, as quais sao
facilmente traduzidas para operagdoes do protocolo HTTP no qual a

comunicacgao ocorre. A Tabela 2.1 demonstra este mapeamento.

2.2.2 Modelo Cliente-Servidor

O modelo Cliente-Servidor é um padrao de desenvolvimento de
aplicacoes que separa a carga de trabalho da obtencao de um recurso em
duas partes: a requisi¢ao por parte de um consumidor, denominado cliente, e
a resposta por parte do dono do recurso, denominado servidor. A origem
deste conceito é nebulosa, porém um dos primeiros registros desta separagao
foi escrito por Israel et al. (1978), onde o conceito foi aplicado para um
sistema de arquivos distribuido. Este conceito se encaixa perfeitamente no
modelo utilizado atualmente pela internet, onde madaquinas de diversos
usudarios ao redor do mundo realizam requisicoes sobre diversos protocolos a
servidores que os respondem com o0 recurso solicitado, conforme mostra a
Figura 2.1.

Além de promover este equilibrio da carga de trabalho este modelo
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Figura 2.1: Arquitetura cliente-servidor
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Fonte: Elaborado pelo autor

também permite, em conjunto com uma REST API, que um servidor se
comunique com quaisquer clientes independentemente da implementacao,
promovendo uma abstragao do recurso de maneira que ele possa ser
apresentado a cada cliente da maneira mais adequada. Enquanto um cliente
apresenta certos dados na forma de grafico outro cliente pode apresentar na
forma de mapa, e assim por diante, promovendo uma camada de abstracao

sobre dados transmitidos pela aplicagao.

2.2.3 Redes Neurais

Redes Neurais(tMCCULLOCH; PITTS, 1943) sao um grupo de
algoritmos de aprendizado de maquina que mimetiza os processos que
ocorrem no cérebro humano. Estes algoritmos procuram simular um
conjunto de neurénios individualmente simples, porém capazes de disparar
sinapses, ou sinais elétricos, com intuito de se comunicar com outros
neuronios. Estes sinais sdo responsaveis por condicionar os neuronios
atingidos, alterando a forma com a qual 0s mesmos processam sinais
subsequentes.

De forma a simular a interagao, o algoritmo de Redes Neurais de
Perceptrons opera sobre um modelo simplificado deste sistema, onde cada

neuronio é representado por uma funcao denominada funcao de ativagao,
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Figura 2.2: Estrutura de uma Rede Neural de Perceptrons
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Fonte: Elaborado pelo autor

que pode ser, por exemplo, uma regressao linear. Estes neuronios sao entao
colocados em camadas, as quais propagam os sinais recebidos e processados
a camadas subsequentes, gerando uma rede conforme mostra a Figura 2.2.
Cada neur6nio neste processo recebe um conjunto de valores de
entrada da camada anterior, além de um conjunto de pesos de mesma
dimensao. Cada neurdnio tem, também, um viés associado a ele. Ao receber
estes valores, um nodo desta rede entdao aplica sua funcao de ativagao
considerando todos estes parametros, resultando em um valor de saida que é
transmitido a camada seguinte. O aprendizado ocorre quando o resultado
previsto é comparado com o resultado esperado para aquela entrada e os

pesos de cada nodo sao atualizados.

2.2.4 Pathfinding

A busca de caminhos é um dos problemas cldssicos da computagao,
com uma miriade de algoritmos capazes de, dado um grafo, encontrar o
caminho de menor custo quando ele existe. Neste trabalho utilizamos o

algoritmo Ax, desenvolvido como parte de um projeto do instituto de pesquisa
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de Stanford(SHAKEY, 1972). O pseudo-algoritmo Ax é apresentado na
listagem 2.3, e é adequado para aplicagdes em tempo real por utilizar uma
heuristica na determinagdao da pontuacao de cada nodo sem executar a

busca.

Figura 2.3: Pseudo-Algoritmo A*
openSet := {start}, cameFrom := an empty map
gScore := map with default value of Infinity, gScore[start]
fScore := map with default value of Infinity, fScore[start]

|
(o]

h(start)

while openSet is not empty
current := the node in openSet having the lowest fScore[] value
if current = goal
return reconstruct_path(cameFrom, current)

openSet.Remove(current)
for each neighbor of current

tentative_gScore := gScore[current] + d(current, neighbor)
if tentative_gScore < gScore[neighbor]
cameFrom[neighbor] := current

gScore[neighbor] tentative_gScore
fScore[neighbor] := tentative_gScore + h(neighbor)
if neighbor not in openSet

openSet.add(neighbor)

Fonte: https://en.wikipedia.org/wiki/A* search algorithm

Este algoritmo nao garante que o caminho de menor custo sera
sempre encontrado, a menos que a heuristica utilizada seja considerada
admissivel, isto é, ela nunca superestima o custo de cada ponto até o destino.
Como a implementacao deste trabalho opera sobre um grafo planar de duas
dimensoes, sem custos negativos, podemos garantir o caminho de menor
custo através de uma heuristica de distancia em linha reta, visto que é

impossivel um custo menor que este.

2.3 Tecnologias

Aqui apresentamos um compilado de todas as tecnologias que foram
utilizadas no desenvolvimento deste trabalho, separando-as entre as trés

principais areas que a aplicacao abrange.
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2.3.1 Modelagem, limpeza e carregamento de dados

Alimpeza e a preparacao para o carregamento dos dados ocorre através
de um script Python(FOUNDATION, 2021), a linguagem de programacao mais
popular no tempo de escrita(TIOBE, 2022). A escolha desta linguagem se deve
a simplicidade de escrita do cddigo, dado que o mesmo é utilizado apenas para
o carregamento inicial da base de dados. Os dados sao carregados em massa
através da API descrita na Secgao 2.3.2, e posteriormente armazenados na base
de dados.

Para armazenamento dos dados, foi escolhido o Sistema Gerenciador
de Banco de Dados MongoDB(MONGODB, 2021), um banco de dados
nao-relacional orientado a documentos JSON(RFC-8259, 2017). Além de
proporcionar vantagens de performance sobre um banco relacional para
armazenamento de dados no estilo documento(MARTINS et al.,
2019)(WANG; YANG, 2017), com estrutura varidavel, o MongoDB oferece
funcionalidades para pesquisas geograficas, isto é, apresenta otimizagodes
para consultas, por exemplo, restritas a uma area bem definida, o que é

altamente usado para este trabalho.

2.3.2 Desenvolvimento de aplicacao base e website

A aplicacao segue um modelo cliente-servidor, conforme apresentado
na Secgdo 2.2, utilizando a linguagem Java para codificagdo do servidor. Java é
uma linguagem de programacao orientada a objeto e de alto nivel, que executa
cédigo sobre uma mdaquina virtual especifica para cada sistema operacional.
A linguagem é a terceira mais utilizada no ano de 2022, além de ser uma das
linguagens mais utilizadas na programacao de servidores(TIOBE, 2022).

Dentro desta linguagem, existem diversos frameworks para
desenvolvimento de aplicagbes cliente-servidor, porém foi escolhido o Spring
Boot(SPRING.IO, 2022) pela sua simplicidade de implementacao e
customizacao.

Usufruindo da flexibilidade destas tecnologias, temos duas interfaces
da aplicagcdo com o mundo externo: uma interface web, na qual o mapa é

apresentado e o usudrio final pode interagir com as funcionalidades da
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aplicacao, e uma interface via API disponibilizando operacées CRUD ao
conjunto de dados de maneira a facilitar a integracao desta ferramenta com
quaisquer outros sistemas. Esta API oferece os dados no formato JSON.

Para a interface web, utilizamos HTML e JavaScript(PLURALSIGHT,
2022), uma linguagem de programacao leve suportada na maioria dos
navegadores modernos. Para apresentar o mapa através do qual grande
parte da interacao ocorre, é utilizado o framework

OpenLayers(OPENLAYERS, 2022), o qual é de cddigo aberto e livre de custo.

2.3.3 Definicao e treinamento do modelo preditivo

O modelo preditivo desenvolvido para o trabalho usufruiu das
funcionalidades oferecidas pelas bibliotecas python
tensorflow(TENSORFLOW, 2022) e keras(KERAS, 2022), as duais
providenciam uma API amigdvel para a construcgao e treinamento de modelos
de aprendizado de maquina. O modelo foi construido e treinado nesta
linguagem, e posteriormente salvo no banco de dados do servidor em formato
binario.

A avaliacdao do modelo pela aplicacao em tempo real ocorre com o
auxilio da biblioteca de aprendizado de maquina em Java
deeplLearning4J(DL4], 2022), a qual é capaz de reconstruir o modelo salvo
no banco de dados na forma de um grafo, executando as previsdes através do

runtime tensorflow similar ao utilizado durante o treinamento.
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3 TRABALHOS RELACIONADOS

Neste Capitulo, sdo apresentados os principais trabalhos cujo objetivo
também é atacar e analisar acidentalidade no transito brasileiro, além de
alguns trabalhos e aplicacOes relacionadas a sugestdao de caminhos mediante

condigoOes de transito.

3.1 Descricao dos Trabalhos

A andlise do transito é um tépico de interesse ndao sé no Brasil, mas
também em cidades de todo o mundo, dado que a mobilidade é um dos
principais problemas urbanos atualmente. Aqui trazemos exemplos de
trabalhos realizados em cidades, estados e/ou paises sobre acidentalidade no
transito, os quais procuram iluminar suas principais causas ou evidenciar
suas areas de maior ocorréncia. Estes trabalhos foram escolhidos devido a
sua similaridade com o tdépico em questdo, acidentalidade, por diferentes
razoes. O primeiro trabalho trds uma perspectiva das causas principais para
os acidentes, o que é valioso na escolha de parametros para treino de nossa
rede neural. O segundo trabalho explora mais a fundo as técnicas utilizadas
para construcao da mesma rede, abordando tépicos como a representagao

dos dados e a arquitetura escolhida.

3.1.1 Analysis of Car Accidents Causes in the USA

Como tese de mestrado para o Rochester’s Institute of Technology,
Aljaban (2021) dissertou sobre os acidentes rodoviarios registrados nos
Estados Unidos no periodo de 2016 a 2020. As principais perguntas feitas

pelo autor sao:

e O numero de acidentes de transito estd aumentando?
e Onde e quando acidentes de transito mais acontecem?

e Quais as possiveis solucoes para atacar acidentes de transito?

Para responder os questionamentos propostos, o autor opta pela
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utilizacao de técnicas de aprendizado de mdaquina para derivar relagoes entre
os dados, comparando os resultados obtidos quando utilizando os algoritmos
de floresta aleatéria(HO, 1995) e Naive Bayes. Além de algumas
visualizagoes, o autor apresenta as transformacoes que foram executadas
sobre os dados de modo a possibilitar a aplicacao dos algoritmos, entre elas a
divisdao dos dados por severidade. O numero de acidentes nao severos
coletados supera em 4 vezes o numero de acidentes severos, e portanto o
autor revela que realizou um balanceamento dos dados procurando equalizar
o conjunto de treinamento e evitar um viés dos resultados. A Figura 3.1

apresenta esta transformacao dos dados, com a distribuicao antes e depois.

Figura 3.1: Balanceamento do conjunto de dados de treino
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Fonte: (ALJABAN, 2021)

O autor conclui a tese explicitando que a rush hour é a principal
lacuna de ocorréncia, seguido pela densidade populacional das cidades onde
0S mesmos ocorrem. Como possiveis solugoes, o trabalho remoto é

apresentado como uma alternativa para evitar o trafego durante este
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periodo, também sugerindo o encorajamento da adogao de veiculos
auto-pilotaveis, prometendo a reducao do fator do erro humano nesta

féormula.

3.1.2 Hetero-ConvLSTM: A Deep Learning Approach to Traffic Accident

Prediction on Heterogeneous Spatio-Temporal Data

Interessados na distribuicao de ocorréncias de acidentes de transito
em Iowa, Estados Unidos, Yuan et al. (2018) realizaram um estudo sobre a
efetividade de utilizar uma rede neural ConvLSTM(SHI et al., 2015) para
tentar estimar locais de maior probabilidade de sinistros futuros. Para tal,
sao utilizados registros de acidentes que ocorrem do ano de 2006 até 2013,
além de registros meteoroldgicos sobre precipitacdio e até mesmo
temperatura.

Os autores exploram a ideia de que as ocorréncias estao fortemente
ligadas as condicbes do local e hora em que ocorrem, com énfase na
importancia de considerar a heterogeneidade do terreno. Esta suposicao
parte do principio de que ruas de cidades, por exemplo, ndo possuem as
mesmas condigoes de visibilidade e manutengao que ruas de zonas rurais, o
que afeta vigorosamente a probabilidade de um acidente. De modo a
discretizar este dominio geografico altamente heterogéneo, os autores
tiraram proveito de um algoritmo de agrupamento, ou clustering, dividindo a
area coberta em um conjunto finito de zonas, conforme a Figura 3.2.

O modelo foi testado durante um periodo de uma semana, no qual
acidentes foram previstos e comparados com os resultados reais. Foram
obtidos resultados extremamente positivos, com a ferramenta sendo capaz de
prever clusters muito proximos aos reais, como apresentado pela Figura 3.3,
demonstrando que a utilizacdo de técnicas de inteligéncia artificial para

previsao de acidentes pode ser adequada.
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Figura 3.2: Divisao do estado de Iowa em 10 clusters
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3.2 Aplicacoes

O estudo destas causas é muito importante para que tenhamos foco na
proposicao e debate de possiveis solugdes, porém tao qudo importante é o
desenvolvimento de tais ferramentas e sua disponibilizagdo ao publico. Nesta
Secao, temos dois exemplos de aplicagdes cujo dominio e objetivo é similar ao

da ideia proposta pelo autor.

3.2.1 CrashMap UK

O CrashMap UK(CRASHMAPUK, 2022) é uma ferramenta web
desenvolvida no Reino Unido que utiliza dados de colisdao disponibilizados
publicamente pelo Departamento de Transporte. A aplicagdo disponibiliza
gratuitamente um mapa online no qual acidentes reportados dentro dos
ultimos 10 anos sao apresentados ao usudario geograficamente. A ferramenta
realiza a classificacdo dos acidentes em leves, sérios e fatais, além de
permitir a filtragem por tipos de veiculos e sinistros.

A ferramenta também permite que, através de um sistema de
subscription, seus usuarios tenham acesso a relatérios com mais detalhes e

dados estatisticos sobre os acidentes registrados, tanto individualmente
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Figura 3.3: Acidentes previstos e ocorridos durante um periodo de 7 dias
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Fonte: (YUAN et al., 2018)

quanto a granel.

3.2.2 Waze

O Waze(WAZE, 2022) é uma aplicacao muito popular, utilizada pelo
mundo inteiro capaz de fornecer atualizacdes em tempo real sobre o estado
das ruas. Apesar de ndo tratar especificamente de acidentes de transito, o
aplicativo é relevante para este trabalho, pois também oferece feedback
sobre a seguranca de logradouros de maneira visual. A ferramenta é Unica
por utilizar os préprios usudrios como fonte de dados, recebendo os dados
através de relatos de motoristas.

Nao sé isso, o Waze também é relevante por implementar uma

funcionalidade que é explorada neste trabalho, a sugestao de rotas.

3.3 Comparacoes

Antes de dar inicio ao lado técnico do trabalho, apresentamos uma

andalise comparativa da solugdao proposta com os trabalhos relacionados
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Figura 3.4: Visualizacao dos acidentes no CrashMap UK

Fonte: (CRASHMAPUK, 2022)

vistos nesta Secao. De maneira a manter a competicao "justa", dividimos o
nosso trabalho em duas partes, sendo elas a fundamentacao tedrica e
pesquisa e a ferramente em si, realizando comparagoes com os trabalhos e

aplicagoes separadamente através de duas Tabelas.

3.3.1 Comparacao dos Trabalhos Académicos

Os trabalhos relacionados apresentados foram escolhidos de forma a
explicitar os diferentes pontos que podem ser explorados em um trabalho
desta area. Enquanto Aljaban (2021) procura atacar a fonte do problema,
procurando por correlagoes entre os dados através de algoritmos classicos de
modo a encontrar os principais fatores contribuintes em registros historicos,
Yuan et al. (2018) olham para o futuro, procurando prever a ocorréncia de
novos acidentes através de algoritmos mais modernos, como ConvLSTM.

Ambos os trabalhos tem um foco académico, analisando e processando

os dados, apresentando um compilado das informacgdes obtidas. Nosso
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Figura 3.5: Visualizagao de rota no Waze
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implementacdao da ferramenta preditiva,

diferencial se encontra na
implementada com base nos resultados destes e outros estudos. A Tabela 3.1

apresenta os pontos que este trabalho traz em contraste com os trabalhos

relacionados apresentados.
Tabela 3.1: Comparacao entre os trabalhos
Este Trabalho

Foco Aljaban (2021) | Yuan et al. (2018)
Identificacao das principais causas X
Proposicao de possiveis solugoes X X
X X
X

Predicdo de novas ocorréncias

Viabilidade de uma ferramenta acessivel ao usuario

3.3.2 Comparacao das Aplicacoes

Comparada as duas aplicagdes apresentadas, a ferramenta proposta
dois mundos", tendo tanto as

procura encontrar um "melhor dos
funcionalidades de geo-visualizacao dos acidentes quanto a sugestao de
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rotas. Mantemos a informacao individual de cada acidente registrado, além
das informacgoes climaticas do momento da ocorréncia, e esta informacao é
disponibilizada ao usuario, suportando consultas especificas por acidentes
através das suas caracteristicas. Adicionalmente, a ferramenta procura
integrar ideias obtidas dos trabalhos académicos relacionados as suas
funcionalidades, na forma de previsao das ocorréncias de acidentes futuros.
Em suma, este trabalho procura ser nao apenas uma aplicagcao para o
usuario final comum, mas também uma base de conhecimento e
desenvolvimento para outros estudos académicos que venham a ser
desenvolvidos sobre o topico de acidentes de transito. O foco na previsdo de
acidentes e sugestao de caminhos também enfatiza este duplo propdsito, uma
vez que experimenta com os fatores geo-climaticos relevantes para cada uma

dessas funcionalidades. A Tabela 3.2 apresenta a comparacao entre as

aplicacoes.
Tabela 3.2: Comparacao entre as aplicacoes
Funcionalidade Crash Map UK | Waze | Este Trabalho
Estatisticas X X X
Dados detalhados sobre acidentes individuais X X
Visualizacao no Mapa X X X
Sugestao de rotas X X
Predicdo de ocorréncias X
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4 DESENVOLVIMENTO E IMPLEMENTACAO

Este Capitulo detalha o planejamento e implementacdo de uma
aplicacao interativa para visualizacao e consulta de acidentes de transito no
municipio de Porto Alegre, além da sugestdo de caminhos entre dois pontos
da cidade e a previsao das regides com maior probabilidade de ocorréncias
de acidentes para o dia. Esta aplicacao pode ser utilizada por 6rgaos
governamentais em conjunto com as bases de dados disponiveis de maneira a
realizar estudos sobre a cidade, além de proporcionar um conjunto de
funcionalidades que podem ser oferecidas através de um website ao publico,
formando um modelo similar a B2B (Business to Business). Enquanto que as
funcionalidades de consulta de acidentes e as API sao primariamente
utilizadas para realizar os estudos sobre os dados, as funcionalidades de
previsao e sugestdo de caminhos podem ser utilizadas por estes usuéarios
finais.

Aqui apresentamos a forma como a aplicagao foi desenvolvida,
incluindo o cronograma planejado, os passos executados em cada etapa e os
diagramas de interacao e arquitetura da aplicacdao. Quando falando da
implementacgao, focamos nas trés funcionalidades principais da aplicagdo
apresentando os desafios e suas resolugdes para cada uma.

O cddigo fonte para a aplicacao e todos os scripts mencionados neste

Capitulo estdo disponiveis no repositdrio deste projeto!.

4.1 Visao Geral

Antes de dar inicio ao detalhamento das funcionalidades da aplicacgao
apresentamos uma visao geral do fluxo de desenvolvimento. Na figura 4.1
estd apresentada a visao alto-nivel da aplicacao como um todo, com as suas
funcionalidades principais e o fluxo de atividades.

Inicialmente, os dados foram coletados manualmente das fontes de
dados abertos listadas no Capitulo 2 na forma de tabelas excel e dados em
memoria (para o caso dos dados geograficos). Estes dados foram limpos e

convertidos para uma representacdo padronizada para carregamento através

IDisponivel em <https://github.com/FabioAzevedoGomes/TCC>


https://github.com/FabioAzevedoGomes/TCC
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Figura 4.1: Visao alto-nivel do trabalho desenvolvido
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Fonte: Elaborado pelo autor

da API, sendo armazenados no banco de dados do servidor. Com os registros
armazenados ¢ iniciado o desenvolvimento das trés funcionalidades
principais.

Consultas sao implementadas para permitir a extracao destes dados
de maneira padronizada entre objetos, utilizando a abstracao de filtros que
limitam a busca por acidentes, ruas, intersecoes e registros climaticos aquelas
instancias relevantes para a requisicao.

Os dados armazenados sdo extraidos novamente através da API, sendo
utilizados por um coédigo python responsavel pela extracao das features
relevantes para previsao de risco de acidentes, além da construcao e
treinamento de uma rede neural de perceptrons densamente conectada
responsavel por essa previsao. Esta rede é salva no formato binario h5,
formato padrao que permite a persisténcia da arquitetura da rede junto dos
seus pesos pos-treinamento, concatenada a lista de regides utilizadas para o
treino e finalmente enviada através de uma API disponibilizada pelo servidor
para ser persistida. A rede salva no banco de dados em formato h5 pode,
entdo, ser reconstruida pelo codigo Java, o qual pode calcular features

climaticas de uma data especifica e realizar as previsoes.
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Uma camada de abstracdo é construida sobre os dados geograficos de
maneira a permitir o seu acesso através de uma interface de grafo, a qual é
utilizada para o desenvolvimento de um algoritmo de busca de caminhos. Esta
abstracao também inclui uma associacdo a uma versao da rede neural salva
no banco de dados, integrando a funcionalidade de previsao com a sugestao
de caminhos.

A consulta por acidentes, sugestao de caminhos e previsao de risco
podem entdo ser expostas ao usudrio final através de uma pagina web que
apresenta todas as informacdes mantidas de maneira concisa, simples e
intuitiva. A API permanece disponivel, permitindo tanto interacao pelo
usuario final através do front-end quanto por outros programas e

ferramentas que venham a ser desenvolvidas ou integradas.

4.2 Planejamento e Acompanhamento

De maneira a organizar o processo de desenvolvimento do projeto, foi
necessaria a adogcdao de metodologias que suportassem as eventuais
mudancas de escopo que poderiam surgir ao decorrer do tempo. Para tal, o
autor tirou inspiracao de técnicas e metodologias dgeis(BECK et al., 2001) de
desenvolvimento de software, adaptando as mesmas aos timeframes da
jornada de desenvolvimento.

Como planejamento inicial, o projeto foi dividido em suas atividades
principais, descritas através de uma frase ou pequeno paragrafo que
capturasse a ideia proposta. Dada esta decomposicao, foi feita uma
ordenacao com base nos requisitos para que cada desenvolvimento pudesse
iniciar, separando atividades com dependéncia e mais ou menos prioritarias.
Por fim, estas atividades foram colocadas em um task board similar a um
kanban(OHNO; BODEK, 1998), e divididas em sprints com duragao de duas
semanas - o0 mesmo periodo entre cada reunidao com a orientadora. A Figura

4.2 apresenta este quadro durante a escrita deste Capitulo.
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Figura 4.2: Task Board utilizado no desenvolvimento
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Fonte: Elaborado pelo autor

4.3 Arquitetura da aplicacao

A aplicacao segue o modelo cliente-servidor, conforme apresentado na
Secao 2, tirando proveito da flexibilidade oriunda da abstracao entre o cédigo
referente a apresentacdo e interacao com o usuario final e o cddigo
responsavel pela geréncia e processamento dos dados. Para tal, a aplicagdo
foi dividida em dois componentes principais: o frontend e o backend, as quais
se comunicam através de maultiplos endpoints REST utilizando uma
representacdo comum dos dados. Esta divisdo também facilita a comunicagao
do servidor backend com outros agentes que conhecam esta representacao,
0 que é util para, entre outras acdes, a manutencdo e atualizacdo dos dados

presentes na base de dados e o versionamento do modelo preditivo.

4.3.1 Frontend

Para a interagdo com o usudrio, o autor optou por uma aplicagao de
"uma tela", na qual todas as funcionalidades seriam disponibilizadas sem a
necessidade de troca de contexto. A Figura 4.3 apresenta esta tela, com a

visualizagdo de acidentes e mapa de risco ativadas, além de abas de filtro
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sobre carateristicas do acidente e tempo quando ocorreu.

Figura 4.3: Frontend da aplicacao, contendo:

1. Filtros de acidente ativos, procurando apenas acidentes com onibus
Informacgdes de um acidente especifico sendo visualizado
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representam o risco previsto.
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Al o

o
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Fonte: Elaborado pelo autor

Dado que todas as funcionalidades estdo nessa tela, foi necessaria a
implementacdao de medidas que mitigassem a desordem e "claustrofobia"da
aplicagdo, e portanto foi definido que o usudario terd a possibilidade de
expandir e colapsar todas as telas que forem abertas. Através dessa
funcionalidade em uma unica tela, é possivel apresentar uma quantidade
arbitraria de informacoes, a visibilidade das quais é escolhida pelo usuario.

Como a péagina foi desenvolvida utilizando apenas javascript e HTML
puros, sem o uso de frameworks, nao ha uma arquitetura elaborada para este
cédigo. Existem, no entanto, duas funcionalidades mais complexas que
exigem uma organizacao do cédigo para que sejam suportadas: o mapa com

suas camadas e os filtros. Ambos objetos sdo manipulaveis livremente, com o
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usuario podendo adicionar e remover filtros, ou ativar e desativar camadas
do mapa.

Foi criada uma classe para gerenciar o objeto do mapa, além de uma
classe base abstrata para representar camadas, a qual foi estendida com
implementacdes especificas para cada um dos dados apresentados. A Figura

4.4 apresenta esta configuracao do mapa na forma de um diagrama UML.

Figura 4.4: Arquitetura do mapa com suas 4 camadas.

Map

+ mapLayer: ol. | IeLayer
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+ name: String

+ refoad
+ addFeature
Emm? + processClick Etends
Pl T
AccidentsLayer fl E{ RiskHeatmapLayer
+ fetchAccidentData E}tends EHET + getRiskForToday
LocationSuggestionLayer PathViewingLayer
+ fetchMNearPoints + getPathBetweenPoints

Fonte: Elaborado pelo autor

Cada subclasse de camada tem suas responsabilidades especificas,
neste caso a construcao de requests e comunicagdao com o backend, além da
interpretagcao da resposta recebida e atualizagcao da sua lista de features.
Cada feature aqui representa uma informacao a ser apresentada no mapa,
como um ponto referente a um acidente, um tile do mapa de risco ou um
trecho de um caminho sugerido.

Outra responsabilidade destas especificagbes de camada é o
processamento do clique do usuario. Cada camada reage de maneira

diferente aos cliques, como, por exemplo, a camada de sugestao de caminhos
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salvando as posigoes de inicio e fim, ou a camada de acidentes apresentando
os dados do acidente selecionado.

A classe mapa, por sua vez, tem a responsabilidade de gerenciar estas
camadas, com funcionalidades de adicionar, remover, ativar e desativar as
camadas. E através desta classe que a interacdo do usuério com as camadas
acontece.

Para viabilizar a flexibilidade na selecao de filtros, foi utilizada a
mesma abstracao das camadas, com uma classe de filtro base implementando
funcionalidades comuns como adicionar e remover campos e classes
especificas para o controle de valores e operacgoes disponiveis para cada
campo. Um filtro qualquer foi definido como a combinacao de 3 valores: o
campo sendo consultado; a operacao sobre esse campo; o valor sendo
considerado. Desta forma, foram identificados 4 grupos coesos de
caracteristicas sobre a ocorréncia de acidentes, e os filtros foram construidos

com base nos mesmos:

Filtros de acidentes

Filtros de clima

Filtros de localizacao

Filtros de data/hora

A Figura 4.5 demonstra, na forma de um diagrama UML, a organizagao
das diferentes classes de filtro, e a Tabela 4.1 explicita os campos, operagoes
e valores disponiveis para cada grupo.

Na Tabela, todos os filtros cujo tipo referencia Enum tem sua selecao
limitada a um dominio de valores, os quais sdao recuperados do backend pelas
suas respectivas classes de filtro. Estas classes também mantém um mapa
com as operagoes que sao permitidas para cada campo. Como os dominios de
valores sao tirados do banco de dados diretamente, esta selegao
automaticamente é atualizada caso novos acidentes sejam registrados com
valores diferentes.

Quando estes filtros sao enviados ao backend, as condicoes sao unidas

através da operacao légica and.
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Figura 4.5: Arquitetura dos filtros
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Fonte: Elaborado pelo autor

4.3.2 Backend

A aplicacdao foi projetado de acordo com o modelo arquitetural
MVC(MVC..., 1970), o qual propdée uma separacao entre o modelo, o qual
representa o dado manipulado, a visao, a qual representa a forma como este
modelo é apresentado, e o controlador, o qual media a interagdo entre as
duas partes. O diagrama 4.6 apresenta a visao alto-nivel da arquitetura, com
as 4 camadas principais onde as classes estao distribuidas.

A camada de endpoints é o ponto de comunicacao com o mundo
externo, responsavel por receber requisicoes por paginas e/ou dados que
serao consumidos pelos clientes. Aqui estao presentes as APIs REST, além do
controlador responsavel por servir a pagina web visivel pelo usudrio.

A camada de facades é responsavel pela conversao e validacao dos
dados fornecidos ou solicitados entre "Model"e "Data". Esta distingao é util,
pois a forma como os dados sao estruturados na base de dados (Model) é
otimizada para o processamento pelos algoritmos de busca de caminhos e

previsao de acidentes, nao sendo a mais adequada para visualizacao pelo
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Tabela 4.1: Opgoes disponiveis para cada filtro

Classe de filtro

Filtros disponiveis

Campo Tipo Operacgoes
ID String =, I=
Tipo TypeEnum =, 1=
Acidente Veiculos VehicleEnum €, 3
Feridos Leves int =, <=, >=
Feridos Sérios int =, <=, >=
Mortes int = <=, >=
Campo Tipo Operacgoes
Visibilidade float =,<=, >=
Clima Umidade Relativa float =,<=, >=
Precipitagao float =,<=, >=
Velocidade do vento float =,<=, >=
Temperatura do ar float =,<=, >=
Campo Tipo Operacgoes
Data/Hora Data date IS, BEFORE, AFTER
Hora time IS, BEFORE, AFTER
Campo Tipo Operacgoes
Rua StreetEnum =, I=
Localizagcao Latitude float = <=, >=
Longitude float = <=, >=
Regiao RegionEnum =, I=

usuario (Data).

Além disso, nesta camada, certas funcionalidades mais

alto-nivel sdo abstraidas na forma de chamadas a camada inferior.

Com os dados validados e traduzidos para uma representagao

otimizada, a camada de Service pode efetuar as transacdes de negdcio que
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Figura 4.6: Visao alto-nivel da arquitetura da aplicagao
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Fonte: Elaborado pelo autor

implementam as funcionalidades individuais da aplicacao, neste caso, a
previsao de acidentes ou tracamento de caminhos. Estas funcionalidades sao
separadas em moddulos, os quais sdo, assim como os outros componentes,
abstraidos por interfaces facilitando a troca de implementacdes durante o
desenvolvimento.

Por fim, a camada de Data access objects (DAO) é responsavel pela
construcdo e execucgao de queries especificas para a base de dados sendo
utilizada, neste caso, MongoDB. Desta forma, abstraimos a atualizacao e
obtencao de dados da camada de servigo, novamente permitindo a alteracao

da tecnologia de bancos de dados sem necessidade de alteracao da regra de
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negocio que opera sobre ela. Para nossa implementagdo, a separagao entre a
construcao e execucdo das consultas e atualizagoes foi necessaria de maneira
a suportar a implementacdo dos filtros de consulta selecionaveis pelo

usuadrio.

4.3.3 Médulo pathfinding

O modulo de busca de caminhos contém todas as classes responsaveis
pelo processamento geografico do mapa da cidade guardado no banco de
dados, a estrutura do qual é visivel no diagrama pseudo-UML 4.7. Os objetos
deste modulo recebem como parametro o nome de um previsor de acidentes,
o qual sera utilizado para céalculo dos pesos de nodos e arestas pelo grafo

como sera explorado na Secgao 4.5.3.

Figura 4.7: Pseudo-UML do moédulo de sugestdao de caminhos
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+ initialize()
+ getPathBetween(start, end): List<Location>

]
L.lsle
|

v AStarPathFinder
Graph

A
Extends
1

+ getHeuristicScore(node): float

Fonte: Elaborado pelo autor

Aqui foi abstraido o algoritmo utilizado atras da interface PathFinder
e classe abstrata AbstractPathFinder, a qual oferece a funcionalidade
béasica de sugestdo de caminhos, tirando proveito de uma GraphFactory para

construcao do grafo. Para esta aplicacao, foi apenas implementado o
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algoritmo Ax, porém este médulo é facilmente estendivel para quaisquer

outras implementacgoes.

Figura 4.8: Pseudo-UML do moédulo de grafos
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Fonte: Elaborado pelo autor

Adicionalmente, o grafo também foi abstraido no seu préprio moédulo,
permitindo a troca entre diferentes implementagdoes. Foram criadas 3
implementacoes de grafo, as quais foram testadas em termos de performance
para uso na aplicagao. A Figura 4.8 apresenta esta estrutura.

A primeira implementacdao, DatabaseGraph, segue uma abordagem
simplificada, onde qualquer busca é executada diretamente sobre o banco de
dados. Naturalmente, esta implementacdo ndo é adequada, dado que
teremos um algoritmo realizando multiplas consultas por nodos e arestas. As
proximas implementagdes procuram mitigar este problema trazendo o grafo
do banco de dados em memdria, evitando assim as consultas constantes. A
segunda implementacdao, CompleteGraph, busca todo o grafo presente no
banco de dados durante sua instanciagdao, essencialmente removendo a

necessidade de consultas durante o processamento pelo algoritmo de
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sugestao de caminhos. Pensando na possibilidade de escalagao da aplicagao,
esta abordagem apresenta um grande problema - caso uma area maior seja
coberta, este grafo ird aumentar de tamanho, e mais memoria sera
consumida desnecessariamente.

Por fim, chegamos a terceira implementacao, ChunkedGraph, a qual
realiza uma forma de lazy-loading de partes (ou chunks) do grafo a medida
que as mesmas sdo necessarias. Logo apds instanciado, este grafo é vazio,
porém a medida que novos nodos ou arestas sao requisitados os mesmos sdo
recuperados do banco de dados, em conjunto com todos os outros elementos
que se encontram dentro de uma area configurdvel em torno do ponto
solicitado. Esta implementacdao ¢ ideal para uso por um algoritmo de
pathfinding em profundidade, uma vez que a expansao durante a execugao
do algoritmo ocorre sempre em nodos adjacentes ao nodo atual, além de nao

carregar desnecessariamente partes do grafo que nao serao utilizadas.

4.3.4 Modulo prediction

Este modulo é responsavel pela coordenacgao da previsao de risco de
acidentes futuros. Para tal, existem duas tarefas necessarias: a criagao do
modelo e a recuperacao das features utilizadas na previsao.

O modelo se encontra salvo no banco de dados em formato binario,
conforme salvo apods o treinamento. Junto do modelo, sdo salvas a regidoes que
foram utilizadas para o treinamento, de forma a facilitar a troca em tempo real
entre modelos. Cada regiao ¢ composta por um centro e uma lista de pontos
que formam o seu contorno, assim permitindo que as regioes tenham qualquer
forma planar. Para simplicidade, o modelo utilizado para este estudo utilizou
regioes quadradas, portanto, cada regiao tem 4 coordenadas que a englobam.

Durante a instanciacdao, o modelo e suas regioes sao recuperados do
banco de dados, posteriormente compilado através de chamadas a biblioteca
DL4]J e salvo na forma de um grafo computacional. Este processo é agregado
dentro da classe AggregatePredictorModel, que possui todas as informacgoes
necessarias para executar a previsao.

A extracao de features para a data atual é feita em uma classe separada,

visto que requer acesso as colecoes de acidentes e dados climaticos, chamada
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Figura 4.9: Pseudo-UML do moddulo de previsao
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Fonte: Elaborado pelo autor

FeatureFactory. A forma como estas features sdao construidas sera explorada

em mais detalhes na Secao 4.5.2. A Figura 4.9 apresenta o diagrama pseudo-

UML para este mddulo.

4.4 Limpeza e Carregamento de dad

O primeiro passo no desenvolvimento de qualquer aplicagao envolvendo
bancos de dados é a coleta e limpeza das informagoes que serdo utilizadas.

Aqui apresentamos as dificuldades encontradas na limpeza de cada uma das

oS

trés fontes de dados utilizadas, e os métodos adotados para contorna-las.
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4.4.1 Acidentes

Os dados histéricos de ocorréncias de acidentes na cidade de Porto
Alegre foram disponibilizados na forma de um arquivo .csv, com os registros
dispostos horizontalmente e seus valores separados em colunas. O principal
desafio desta etapa foi a limpeza da latitude e longitude dos registros dado
que esta era a informacao mais importante a ser coletada, sem a qual a
visualizagdo no mapa ndo seria possivel. De um total de 66.445 registros por
volta de 21.000, ou 31%, deles apresentavam um ou mais dos seguintes

problemas nas coordenadas geograficas:

e Valores nao preenchidos / zerados
e Valores absurdos
e Valores com sinal errado

e Valores sem pontuacgao das casa decimais

Aqui, valores absurdos sao aqueles que nao caem dentro da regiao de Porto
Alegre, que para fins deste trabalho foi definida como uma bounding box do
ponto (—32°,—53°) até o ponto (—28°,—49°). De maneira a manter a
integridade dos dados armazenados, o seguinte processamento inicial foi

realizado através de um script em python:

1. Valores nao preenchidos foram zerados
Todos os valores foram convertidos para string

Todos os valores tiveram o ponto da casa decimal removido

Ll

As partes inteira e racional de valores separados por virgula foram

concatenadas

(&)

Sinal de todos os valores foi definido como negativo
6. Valores absurdos foram zerados

7. Ponto da casa decimal foi adicionado de volta a todos os valores

Para realizar a adicao da casa decimal aos valores que nao as
possuiam, foi identificado que todos estes valores ja continham todos os
digitos da latitude ou longitude, apenas sem o ponto. Foi possivel entao
adicionar o ponto da mesma maneira em todos os casos - adicionando apés os

dois primeiros digitos do nimero.
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Ao final deste processamento, por volta de 5.000 registros foram
normalizados, porém ainda existia uma grande quantidade de registros
zerados. Para contornar o problema, foi realizada uma simples copia de
valores de latitude e longitude para estes campos utilizando dados comuns,
neste caso, a rua. Todos os registros cujo logradouro 1 e 2 estavam
populados, os quais tinham latitude e longitude em outro registro tiveram
estes valores transferidos. Isto leva a uma perda de informacao, uma vez que
o acidente pode ter ocorrido em qualquer altura da rua, porém isto foi
preferivel a nao utilizacao destes acidentes.

No final de todo o processamento programatico, por volta de 1.200
registros permaneciam sem informacoes de latitude e longitude, e entao um
processamento manual foi necessario para estes casos. Um esforcgo foi feito
para recuperar as coordenadas destas ruas para cerca de 400 desses
registros, porém o autor chegou a conclusdo de que, no interesse do tempo, a
recuperacao dos 800 registros restantes nao agregaria valor ao conjunto de
dados, uma vez que uma grande porcentagem dos dados ja foi recuperada.

Os registros de acidente foram entao colocados na estrutura
apresentada na Listagem 4.1, e enviados ao servidor através da REST API
para serem salvos no banco de dados com a mesma estrutura. Durante este
primeiro carregamento, as informacdes de clima nao estdo presentes, e
portanto tiramos proveito do fato de que documentos no MongoDB nao
possuem um esquema fixo, salvando os mesmos sem o objeto climate para

atualizacao posterior quando o clima for carregado.

Listing 4.1: Estrutura de um registro de acidente salvo no banco de dados

externalld: string,
address: {
streetl: string,
street2: string,
region: RegionEnum,
location: {
longitude: float,
latitude: float

}I
date: {
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date: ISODate,
weekday: int,
hour: ISODate,
time_of_day: Long

}

fatality: {
deaths: int,
light_injuries: int,
serious_injuries: int

o

involvedEntities: [ VehicleEnum... 1,

type: TypeEnum,

climate: {
visibility: float,
relative_humidity_percentage: float,
precipitation_mm: float,
wind_speed_ms: float,

air_temp_celsius: float

4.4.2 Dados meteoroldgicos

Os dados meteorologicos utilizados na aplicacdo também se
encontravam no formato .csv, porém com uma organizacdao muito maior que
os registros de acidentes. Para este caso, nao haviam dados incorretos ou
inconsistentes na planilha, e apenas foi necessario a extracdo das
informacoes relevantes, organizacao na estrutura conforme apresentada na
Listagem 4.2 e carregamento pela API. Aqui a localizacdo diz respeito a

estacao meteoroldgica que foi utilizada para a medigao.

Listing 4.2: Estrutura de um registro de clima salvo no banco de dados

dateTime: {
date: ISODate,
weekday: int,
hour: ISODate,
time_of_day: Long
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}

visibility: float,
relativeHumidityPercentage: float,
precipitationMm: float,
windSpeedMs: float,
airTempCelsius: float,

location: { longitude: float, latitude: float },

Do lado do servidor, ao receber dados de clima para um certo dia e
hora, uma atualizacgdo é feita a colecao de acidentes, adicionando os dados de
clima para os acidentes adequados. O motivo para esta duplicacdao de
informacao - guardando os dados climaticos tanto na colecao de acidentes
quanto na colecao de clima - é a facilidade e eficiéncia no acesso a estas
informacoes em diferentes partes da aplicagao. Quando a aplicacao mostra
informacoes de um acidente individual na tela, os dados acessados sao
aqueles presentes no proprio documento do acidente, evitando agregacao
potencialmente custosa com a colecao de clima. Por outro lado, quando
acessando as informacbdes para realizagcdo de previsdoes de acidentes, a
colecgao de clima é utilizada por conter os dados do dia, sendo considerado na
construcao das features, evitando acessos repetidos e redundantes a colegao

de acidentes quando prevendo multiplas regides.

4.4.3 Dados geograficos

Como mencionado na Secgdo 2.1.3, os dados geograficos foram obtidos
através de um script utilizando o médulo OSMnx, o qual permite o download
de redes de ruas na forma de um grafo direcional. Este grafo foi carregado
na aplicacao através de duas colegdes, ruas e intersecoes, também pela API
REST.

Em um primeiro momento foram persistidas as intersegoes, as quais
consistem de um identificador tnico e listas, inicialmente vazias, de ruas que
as incidem e que delas partem. Esta distingdo entre ruas é importante dada a
natureza bidirecional do grafo. A localizagdao desta intersecdao também foi

persistida, de maneira a facilitar a busca por intersecdoes e ruas por
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proximidade ou em d4rea. A Listagem 4.3 apresenta a estrutura de uma

intersecao no banco de dados.

Listing 4.3: Estrutura de uma intersecao salva no banco de dados

{
externalld: string,
incomingStreetIds: [ string... 1,
outgoingStreetIds: [ string... |,
location: { longitude: float, latitude: float },
}

Com as intersegoes no banco de dados, o préximo passo foi o
carregamento das ruas, as quais possuem uma estrutura similar, apresentada
na Listagem 4.4. Aqui as ruas possuem, além da intersecao de origem e
destino, um identificador direcional a mais, o qual é composto no formato
{source_intersection_id} — {external id} — {dest intersection id}, necessario
dado que a mesma rua pode ser de duas vias, e portanto possuir duas

entradas no banco de dados.
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Listing 4.4: Estrutura de uma rua salva no banco de dados

externalld: string,

directionalld: string,

name: string,

length: float,
sourceIntersectionId: string,
destinationIntersectionId: string,

location: { longitude: float, latitude: float },

Durante o carregamento das ruas, as listas das intersecoes
previamente carregadas sao finalmente atualizadas, cada rua adicionada

tendo seu id direcional adicionado a lista correspondente nas intersecgoes.

4.5 Desenvolvimento das Funcionalidades

Nesta Secao se encontram os desafios e escolhas funcionais feitas
durante o desenvolvimento de cada um dos 3 pilares principais da aplicacgao,

com detalhes sobre as técnicas e padroes utilizados na implementacao.

4.5.1 Mapa Interativo e Consulta de Acidentes

A primeira funcionalidade a ser desenvolvida para a aplicacao foi o
mapa interativo, através do qual o usudrio sera capaz de ativar todas as
demais. Como pecga central da aplicacao, foi importante que o mapa e a
consulta de acidentes sejam tdo genéricos e flexiveis quanto possivel,
permitindo que o mesmo cédigo seja reutilizado pelas demais

funcionalidades.

4.5.1.1 Filtros

Para viabilizar as consultas, foi criada uma classe genérica
FilterWrapper, a qual abstrai os filtros apresentados na Secdao 4.3.1 como
uma tupla de 3 valores: campo, operacgao e valor. Listas de objetos deste tipo

sao, entao, utilizadas por uma classe que segue o padrao Factory(FOWLER et
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al., 1999) para gerar queries especificas a base de dados sendo utilizada,
MongoDB, realizado através de um mapeamento entre as operacoes

disponibilizadas e critérios Mongo, apresentado na Listagem 4.5.

Listing 4.5: Mapeamento entre as operacgoes e critérios do MongoDB

switch (operation) {

case EQUALS: case IS: case HAS:
searchCriteria = searchCriteria.is(value);
break;

case IS_NOT: case DOES_NOT_HAVE:
searchCriteria = searchCriteria.ne(value);
break;

case GREATER_OR_EQUAL: case AFTER:

searchCriteria

searchCriteria.gte(value);
break;
case GREATER_THAN:

searchCriteria = searchCriteria.gt(value);

break;

case BEFORE: case LESS_OR_EQUAL:
searchCriteria = searchCriteria.lte(value);
break;

case LESS_THAN:
searchCriteria = searchCriteria.lt(value);
break;

default:

break;

Como estes filtros sao genéricos, tal estrutura pode ser utilizada para
todos os objetos do dominio como acidentes, clima, etc. com a mesma
funcionalidade. @ Todos os filtros da lista sao entao concatenados pelo

operador légico AND, formando a consulta a ser realizada no banco de dados.

4.5.1.2 Consultas bédsicas ao banco

As consultas ao banco de dados sao realizadas pelas classes DAO da
aplicacao, abstraindo esta camada de acesso aos dados da camada de regras
de negocio. Para reduzir o tamanho do cédigo e a repeticdo desnecessaria
de cdédigo boilerplate, foi criada uma classe AbstractDao, tirando proveito do

Java Generics para ter uma Unica implementacao das operacoes basicas CRUD
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compartilhada pelos objetos do dominio. A Figura 4.10 mostra como este DAO

foi arquitetado.

Figura 4.10: Estrutura do DAO genérico para os objetos do dominio

dao T
MongoUpdateFactory <<Interface>>
GenericDao<T>
+ createlUpdateFromValues(List<UpdateWrapper=): Update
MongoQueryFactol | + save(T): void
goQuery ihd ‘u + get(List<FilterWrapper>):List<T>
o - =€ + update(List<FilterWrapper>, List<UpdateWrapper=): void
+ createQueryForFilters(List<FilterWrapper=): Query | + delete(List<Filter\Wrapper=): void
\'Use_k N
AbstractDao Extends Extends Extends Extends
+ mongoOperations
ainterface» ainterface» ainterface» ainterface»
+ save(T): void ; StreetDao AccidentDao ClimateDao IntersectionDao
+ get(List<FiterWrapper>):List<T>
+ update(List<FilterWrapper=, List=UpdateWrapper=): void A N N N
+ delete(List<FilterWrapper=): void H T H T
l D eetDao | H
w Extends DefaultAccidentDao |
MangaDB DefaultClimateDao
Defaultinter: ionDao

Fonte: Elaborado pelo autor

Essa estrutura suporta consultas e atualizagcoes simples via filtros,
porém para muitos casos foram necessarias consultas mais complexas,
geralmente relacionadas a buscas geograficas, as quais foram

implementadas nos DAOs especificos dos seus objetos.

4.5.1.3 Consultas geograficas

Dado que a aplicagdao tem seu dominio disposto na forma de um mapa,
consultas envolvendo a latitude e longitude também foram utilizadas, tirando
proveito das funcionalidades de consulta disponibilizadas pelo MongoDB.
Duas formas principais de consulta geografica foram utilizadas - $geoWithin
e $geolntersects. O operador $geoWithin permite que buscas possam ser
realizadas por pontos armazenados que se encontram dentro de um
determinado poligono, o que sera utilizado na sugestdo de caminhos para
encontrar os pontos iniciais e finais selecionados pelo usuario no mapa. Um
exemplo de uso deste operador pode ser visto na Listagem 4.6, a qual

procura por todas as ruas e intersegcdes dentro de uma regiao.

Listing 4.6: Busca por todas as ruas e intersecoes em uma regiao
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protected [...] getGeoPointsForModelRegion(final Region region) {

final Shape polygon = new GeoJsonPolygon(
region.getBounds().getCoordinates().get(0).stream().map(list ->
new Point(list.get(1l), list.get(0))).collect(Collectors.tolList())
);
List<IntersectionModel> intersectionModels = mongoOperations.find(
Query.query(
Criteria.where(IntersectionModel.LOCATION).within(polygon)
),
IntersectionModel.class
);
List<DirectionalStreetModel> streetModels = mongoOperations.find(
Query.query(
Criteria.where(DirectionalStreetModel.LOCATION).within(polygon)
),

DirectionalStreetModel.class

O operador $geolntersects por sua vez permite a consulta reversa -

—_

dado um ponto, procuramos o poligono armazenado no banco de dados que o
contém. Isto também ¢ utilizado na sugestao de caminhos, de forma a
encontrar a regiao que o contém, de forma a saber o risco associado. Esta

busca esta apresentada na Listagem 4.7.

Listing 4.7: Busca pela regiao na qual um ponto se encontra

public Query createRegionFromModellIntersectsPointQuery(Location point, String
modelName) {
final GeoJsonPoint geoPoint = new GeoJsonPoint(new Point(point.getLatitude
(), point.getLongitude()));
return Query.query(
Criteria.where(Region.PREDICTOR) .is(modelName).andOperator(
Criteria.where(Region.BOUNDS) .intersects(geoPoint))
)i

Para que essa consulta funcione, as regidoes precisam estar
armazenadas no banco de dados seguindo o formato GeoJson, com o poligono

sendo composto por uma string que representa seu tipo e uma lista ciclica



10

11

12

13

14

15

16

17

18

19

20

21

—_

10

11

52

de coordenadas. A Listagem 4.8 apresenta essa estrutura para uma regiao

armazenada.

Listing 4.8: Regidao armazenada com o campo bounds no formato GeoJson

predictor: ’'okers_

bin_cross_entropy.h5’,

center: { longitude: -51.26066589355469, latitude: -30.240144729614258 },

normalizedCenter:

{

longitude: 0.022727273404598236,
latitude: 0.01515151560306549

}I

risk: 0.00020454668265301734,

bounds: {
coordinates: [

[

-30.244640350341797, -51.2657585144043 ],
-30.244640350341797, -51.25557327270508 ],

-30.23565101623535, -51.2657585144043 1,

[
[
[ -30.23565101623535, -51.25557327270508 ],
[
[

-30.244640350341797, -51.2657585144043 ]

1
s
type: 'Polygon’

4.5.1.4 Mapa

Listing 4.9: Classe do mapa

class Map {
constructor() {

this. layers

= [

new AccidentsLayer(),

new LocationSuggestionLayer(),

new PathViewinglLayer(),

new RiskHeatmapLayer(),

IF;

this.map = new ol.Map({

target:

rmap!,
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layers: [new ol.layer.Tile({ source: new ol.source.O0SM() })I,
view: new ol.View({
center: ol.proj.fromLonLat([-51.21, -30.04]),

zoom: 13

enablelLayer(layer) { [...] }
disablelayer(layer) { [...] }
centerOnLayer(layer) { [...] }

Com todas as funcionalidades de busca e atualizacdo dos dados,
viabilizamos a implementacao do mapa, criado na interface com o usuario em
javascript. O mapa é uma classe que engloba todas as diferentes camadas
apresentadas, centralizando a criagao e o gerenciamento das mesmas. A

Listagem 4.9 apresenta esta classe.

4.5.2 Previsao de acidentes

A previsao dos acidentes de transito foi planejada como uma espécie de
extensdo a visualizacdo de acidentes, porém para datas futuras. O objetivo
desta funcionalidade é oferecer uma intuigdo ao usudrio sobre quais as areas
mais perigosas da cidade para o dia atual, sem ter conhecimento dos acidentes
que irdao ocorrer. Esta informacao pode ser utilizada tanto funcionalmente
pelo usuario, ao visualizar um "mapa de calor"sobre proprio mapa da cidade,
quanto programaticamente por outros modulos da aplicacdo, os quais podem

sofrer alteragao no seu comportamento considerando estas previsoes.

4.5.2.1 Definicdo do problema e dominio

A previsdao sera feita, entdo, por uma rede neural de perceptrons
densamente conectada cujo treinamento serd realizado com base no amplo
banco de dados de registros de acidentes e registros meteoroldgicos que
temos ao nosso dispor, baseando cada previsao individual nas caracteristicas

de clima atuais e no que conhece sobre a regiao para a qual esta prevendo.
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Para tal, discretizamos o espago geografico da cidade em regides menores,
cujo historico pode ser analisado individualmente, além de discretizar o
espaco temporal em dias. A Figura 4.11 contém uma representagao visual
deste dominio discretizado. Para cada uma das regides discretizadas, o
objetivo do modelo preditivo serd, entao, estimar uma probabilidade de
ocorréncia de acidentes, com valor entre 0 e 1, que indica o quao perigosa a

regido sera naquele dia, com base no conhecimento histérico daquela regido.
Figura 4.11: Discretizagdao geo-temporal do dominio dos dados

@ Ocorréncia de Acidente
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Fonte: Elaborado pelo autor

4.5.2.2 Definicdo do modelo

O problema serd entao resolvido por uma rede neural de perceptrons
densamente conectada, a qual tem como input um conjunto de features F,
da regiao, além das caracteristicas geograficas (G, da regidao, e resulta em
um valor no intervalo [0, 1] que representa a probabilidade de ocorréncia de
acidentes prevista para aquela regidao. Esta rede foi construida utilizando o
framework keras através de sua interface funcional, definindo as camadas

conforme mostra a Listagem 4.10.
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Listing 4.10: Construcao do modelo preditivo em python

network_input = layers.Input(shape=np.shape(F + G))

dense = layers.Dense(NEURONS_PER_LAYER, activation="relu") (network_input)
for i in range(LAYER_COUNT - 1):
dense = layers.Dense(NEURONS_PER_LAYER, activation="relu") (dense)

final_dense layers.Dense(1l, activation="sigmoid") (dense)

final_model

keras.Model(network_input, final_dense)

4.5.2.3 Persisténcia e uso do modelo

Apbs o treinamento, o modelo é armazenado no banco de dados em
formato bindrio, junto das regides que foram usadas para o treinamento,
conforme apresentado na Secdo 4.3.4. O Modelo é entao reconstruido
através de cdédigo Java, sendo necessdria a criacao de um arquivo temporario
em formato .h5 devido ao fato de a biblioteca DL4] nao suportar a criacao de
modelo via InputStream. O cédigo responsavel por essa reconstrucao esta

apresentado na Listagem 4.11.

Listing 4.11: Reconstrucao do modelo para avaliacao

InputStream modelByteStream = new ByteArrayInputStream(modelBytes);

try {
this.modelCompiled =
KerasModelImport.importKerasModelAndWeights(modelByteStream);

} catch (final UnsupportedOperationException e) {
// InputStream not supported by current version, need a file

String modelTempFile = getTempFile(modelBytes).getAbsolutePath();

this.modelCompiled = KerasModelImport
.importKerasModelAndWeights (modelTempFile, false);

No momento do uso, para cada regiao na qual se deseja executar uma
previsdao, as features precisam ser coletadas, o que é feito através de

chamadas aos DAOs de acidentes e clima, utilizando os filtros geograficos e
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temporais disponibilizados na aplicacao. Os dados recuperados sao entao
processados de maneira a obter as features para aquela regidao na forma de
um array N-dimensional, conforme definidas durante o treinamento do
modelo, e a previsdo é executada utilizando o cédigo apresentado na Figura

4.12.

Listing 4.12: Avaliacao do modelo na aplicagao

public float predict(final INDArray features, final Region region) {
final Location center = region.getNormalizedCenter();
return modelCompiled.output(
Nd4j.concat(0, features, center);
)[0].getFloat(0);

As previsoes realizadas sdo entao salvas no banco de dados junto a
regiao com um periodo de validade de 1 dia, de maneira a evitar
processamento redundante desses indices de risco, operagao que pode ser

custosa quando repetida muitas vezes.

4.5.3 Sugestao de caminhos

Para realizar a sugestao de caminhos, foi utilizado o algoritmo Ax,
devido ao fato de a aplicagao estar realizando esta sugestao em tempo real e
necessitar eficiéncia em termos de tempo de execugdo. O processamento
ocorre no moédulo pathfind, com integracao com o moddulo predict de
maneira a levar a probabilidade de ocorréncia de acidentes prevista em conta
quando sugerindo o caminho.

A sugestao de caminhos assume o peso de cada nodo como o
comprimento da rua, isto é, a distancia de uma intersecao até outra, desta
maneira, dando preferéncia a caminhos mais curtos. Como heuristica de
qualidade de um certo nodo, foi utilizada a distancia em linha reta do nodo
atual até o nodo de destino, calculado através da féormula de haversine,
apresentada na equacao 4.1, assumindo o raio estimado da terra como

R =6371.0KM.

A AN
d = 2R arcsin \/sin2 7@ ~+ €0s (p1 COS P9 sin? 5 4.1)
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Para que o risco seja levado em conta, a probabilidade de ocorréncia
de acidentes foi dividida em 3 classes, e o0 peso de cada aresta foi alterado de
acordo com a formula 4.2, com os parametros C; e (5 ditando os limites das
diferentes classes de risco, e os parametros P;, P, e P; indicando a penalidade
sobre o comprimento da rua a ser aplicada para cada classe. Na féormula, r

representa o risco estimado para aquela regiao, e [ o comprimento real da rua.

L« (LO+ (r=P)), if0<r<C
Wrisk = [ * (10—|— (T*Pg)), if Cl <r S Cg (4?2)
[+ (104 (r=Ps)), ifCy<r<1.0

Estes parametros foram alterados durante o desenvolvimento de
maneira a obter os melhores resultados, finalmente chegando aos valores
C1=03,0C,=0.6, P, =10, P, =3.0, P; =10.0. Variagcoes nestes parametros e
na integragao com o modulo de previsao serao apresentadas na Secgao 5.

De forma a minimizar o nimero de acessos ao banco de dados e ainda
obter a informacao do risco, a implementacao de grafo com carregamento
parcial dos nodos foi alterada de maneira a carregar regioes arbitrarias, nao
limitado apenas a regides circulares. Assim, durante a avaliacao do
algoritmo, carregamos as intersecoes e ruas pertencentes a mesma regido, a
qual possui um valor de risco unico, desta forma aumentando levemente o
numero de acessos as colecoes de ruas e intersegoes, porém diminuindo

consideravelmente o nimero de acessos as regioes do modelo preditivo.
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5 EXPERIMENTOS E RESULTADOS

Neste Capitulo estdao apresentados os experimentos realizados e
resultados para as diferentes funcionalidades da aplicagdo, além das
mudancgas que foram realizadas com base em resultados favoraveis e nao
favoraveis. Cada resultado estd complementado com uma andlise dos
possiveis fatores ou causas que o trouxeram, com possiveis alternativas e

melhoras quando pertinente.

5.1 Escopo do trabalho

Inicialmente o objetivo deste trabalho era realizar a implementacao
desta aplicacao sobre um conjunto de dados de acidentalidade e clima
referentes a todo o estado do Rio Grande do Sul, porém durante a primeira
etapa do desenvolvimento foi descoberto que tais informacdes nao sao
divulgadas de maneira aberta ao publico. Foi feita uma tentativa de contato
com a policia rodovidria estadual, explicando a natureza do trabalho e o
porqué da necessidade de acesso aos registros detalhados, porém o acesso
foi rejeitado. Devido a isso, o escopo do trabalho foi reduzido para acomodar
os dados que estavam disponiveis, neste caso, limitados a cidade de Porto
Alegre.

Apesar desta limitagdao, a aplicacao foi desenvolvida da forma mais
genérica e agnéstica de dados possivel dado o escopo das funcionalidades,
mantendo a operacdo correta das mesmas frente a expansao do conjunto de
dados e facilitando a sua extensdao. Métodos de adigdo, remocao e atualizacao
de todos os componentes do banco de dados sao disponibilizados através da
API. A adicao de novas ruas e intersegoes automaticamente atualiza o banco
com as conexOes apropriadas, assim como a adigcao de registros de clima
atualizam os acidentes relacionados. Os modelos preditivos foram abstraidos
e persistidos no banco de dados junto de suas regioes de treino, permitindo
que quaisquer novos modelos sejam treinados e adicionados ao conjunto
existente com minimas modificagcbes no coédigo, limitadas ao médulo de
previsao. Todas as classes utilizadas nos componentes da aplicacao sao

abstraidas por interfaces, facilitando multiplas implementagoes futuras.
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Em suma, a aplicacao é flexivel a mudancas, com a reducao do escopo
ocorrendo primariamente devido a limitagdo no acesso aos dados
necessarios. Cabe ressaltar que tal limitacdo nao afetou a qualidade do
trabalho, ainda sendo possivel o desenvolvimento completo da aplicagcdo e
experimentacao com diferentes conjuntos de features para execucao das

previsoes de acidentes.

5.2 Sugestao de caminhos

Para a sugestdao de caminhos podemos avaliar os resultados obtidos
através de dois angulos, a qualidade do caminho sugerido e a performance
durante a execucao. Enquanto a performance pode ser medida de maneira
objetiva, através da medicao de tempo e memodria gasta, a qualidade da
solucao é relativa, pois os caminhos sugeridos podem ser adequados para um
usuario mas nao para outro, dependendo do quanto os mesmos estao
dispostos a arriscar a ocorréncia de um acidente ao tomar um caminho mais
curto. A seguir, apresentamos os resultados utilizando diferentes parametros
de penalizacao pelo risco e diferentes implementacoes do grafo, medindo
performance e apresentando os caminhos sugeridos classificados de acordo
com a preferéncia do autor, porém a qualidade dos mesmos pode ser julgada
pelo leitor.

Para a execucao com as diferentes implementacoes de grafo a seguir,
os pontos utilizados de inicio e fim foram (—30.085148, —51.22842) e
(—30.009254, —51.15543), respectivamente. Estes pontos estdo apresentados

no mapa 5.1.

5.2.1 Sugestao de caminhos utilizando DatabaseGraph

A primeira implementacao é a mais simples, porém também a menos
eficiente. O grafo que faz interface direta com o banco de dados realiza uma
consulta por cada aresta e nodo solicitado, além de outra consulta pela
regidao a qual o componente pertence de forma a obter a probabilidade de

acidente, ou risco, associado. Como mostra a Figura 5.2, esta é uma
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Figura 5.1: Pontos de inicio (SW) e fim (NE) utilizados para os testes

a 9

¢

Fonte: https://www.google.com.br/maps

implementacdao extremamente ineficiente, tomando mais de 20 minutos para

encontrar o melhor caminho entre os pontos.

Figura 5.2: Logs da performance para a previsao utilizando DatabaseGraph

INFO 43417 --- [nio-8080-exec-2] c.e.a.p.algorithm.AbstractPathFinder
Initializing graph took 945407639 nano seconds (0.945407639s)
INFO 43417 --- [nio-8080-exec-2] c.e.a.s.impl.DefaultPathFindingService

Path finding took 134305563075 nano seconds (1343.05563075 s)

Fonte: Elaborado pelo autor

A fonte desta lentiddo certamente estd no numero de consultas
realizadas ao banco. Assumindo F como o numero de arestas e N o numero
de nodos consultados durante a execucao do algoritmo, este grafo efetua um

total de 2F + N consultas ao banco.
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5.2.2 Sugestao de caminhos utilizando CompleteGraph

A implementacao do grafo completo em memoéria apresenta uma
melhoria imensa na performance, uma vez que a busca pelo risco associado a
cada regiao ocorre apenas uma vez durante a inicializacao do grafo. Podemos
ver claramente através da listagem 5.3 que a grande maioria do tempo gasto
durante a sugestao dos caminhos se encontra nesta inicializacao, com a
previsao de fato tomando apenas 1.1s, por volta de 1.4% do tempo. Neste
caso, temos 3R + 2 consultas ao banco de dados, onde R é o numero de
regioes associadas ao modelo preditivo, multiplicado por trés devido ao fato
de serem realizadas consultas pela regiao, intersecoes e ruas dentro desta
regiao. As duas consultas adicionais dizem respeito as intersecoes e ruas que

nao pertencem a nenhuma regiao.

Figura 5.3: Logs da performance para a previsao utilizando CompleteGraph

INFO 43145 --- [nio-8080-exec-1] c.e.a.p.g.inmemory.CompleteHashGraph
Initializing graph took 78294755933 nano seconds (78.294755933 s)
INFO 43145 --- [nio-8080-exec-1] c.e.a.s.impl.DefaultPathFindingService

Path finding took 1113028261 nano seconds (1.113028261 s)

Fonte: Elaborado pelo autor

Este tempo de execugao, no entanto, é inaceitavel para uma aplicagao
com interacao do usudrio final, muito menos uma aplicacao web. Como o grafo
inteiro é carregado em memdria, o custo de meméria para grafos maiores, ou
até mesmo para o grafo utilizado no caso de multiplas execugdes ao mesmo
tempo é exorbitante, dado que uma instancia do grafo completo com todas
as suas intersecoes e ruas totaliza 44 megabytes de dados, e portanto esta

implementacao nao é adequada para os objetivos desta aplicacdo.

5.2.3 Sugestao de caminhos utilizando ChunkedGraph

Como esperado, a sugestao de caminhos através da implementacao
que carrega o grafo a medida que necessario foi a melhor em termos de
performance, tomando por volta de 1.03s para inicializacao do grafo
(incluindo a regiao inicial) e 16.24s para a previsao do caminho completo,

conforme logado pela aplicacao na listagem 5.4
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Figura 5.4: Logs da performance para a previsao utilizando ChunkedGraph

1 INFO 40798 --- [nio-8080-exec-1] c.e.a.p.algorithm.AbstractPathFinder
Initializing graph took 1032040560 nano seconds (1.032040560 s)
2 INFO 40798 --- [nio-8080-exec-1] c.e.a.s.impl.DefaultPathFindingService

Path finding took 16245457486 nano seconds (16.245457486 s)

Fonte: Elaborado pelo autor

Esta melhora certamente ocorre devido ao fato de a consulta ao banco
de dados em busca do risco de uma regiao ser a operacao mais custosa desse
processo, a qual é minimizada por esta implementacao, além de cada regido
ser carregada uma Unica vez em conjunto com suas ruas e intersegoes. Aqui
temos um total de consultas varidvel, o qual depende do numero de regioes
entre os pontos de inicio e fim, porém temos que, em média, serao executadas
por volta de R/2 consultas, com a possibilidade de 2 consultas adicionais para

nodos e arestas que nao pertencem a nenhuma regiao.

5.2.4 Variacoes na penalizacao de ruas pelo risco

Conforme apresentamos na Sec¢ao 4.5.3, a penalizacao no peso de cada
rua perante o risco associado a regido foi parametrizada, permitindo o teste
de multiplas configuragoes distintas. A seguir, apresentamos algumas
variag0es nestes parametros e na interpretacao do risco, mostrando

exemplos de caminhos que foram sugeridos pela aplicacao.

5.2.4.1 Nenhuma classe de risco, penalidade constante, risco nao alterado

Em um primeiro momento, nao foram utilizadas classes de risco, e a
penalidade no peso de todas as arestas foi simplesmente definida como [ x
(1.0 + r). Isto apresentava um resultado indesejado, uma vez que em casos
onde previsdes sdo muito proximas a sugestao dos caminhos parece nao levar
em conta o risco associado, prevendo basicamente o caminho mais curto como

apresenta a Figura 5.5.
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Figura 5.5: Caminho sugerido com peso w = [ * (1.0 + ) sem o uso de classes

Fonte: Elaborado pelo autor.

5.2.4.2 Nenhuma classe de risco, penalidade constante, risco normalizado

De forma a amenizar o problema de previsoes similares para efeitos de
célculo do novo peso, o risco foi normalizado do intervalo [r,,in, 'mas] Para o
intervalo [0, 1], onde 7., € rmq: S20 0 minimo e méximo risco previstos para o
dia, assim esticando os valores e proporcionando um grau maior de diferenca
entre os pesos. O intuito por tras dessa normalizacao é tornar o algoritmo
flexivel as condigoes do dia para qual estd realizando a previsao - se hd uma
chance alta ou baixa em todas as regioes, é importante poder distinguir quais
sao mais seguras e quais sao mais perigosas, independente do tamanho da
rua. A Figura 5.6 apresenta o resultado desta normalizacdo, onde vemos que

o melhor caminho passa a ser aquele que evita a regiao de maior risco.
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Figura 5.6: Caminho sugerido com peso w = [ % (1.0 4+ r) e r normalizado para
[0, 1]

Fonte: Elaborado pelo autor.

5.2.4.3 Diferentes classes de risco, risco normalizado

Por fim, chegamos a configuracao que, com base nos experimentos, é a
mais adequada. Com o risco normalizado agora, podemos dividir seu dominio
em 3 porcgoes de tamanho similar, com a ultima classe sendo um pouco maior
de forma a captar mais regioes. A penalizagdao para cada regiao pode ser
alterada separadamente, aumentando a medida que o risco aumenta, sendo
muito baixa para a classe de menor risco e muito alta para a classe de maior
risco. A Figura 5.7 apresenta o caminho sugerido entre dois pontos separados
por uma regido de risco. E claramente perceptivel que o algoritmo evitou a
area central, de maior risco, em favor de uma caminho mais longo, porém com

menor risco associado.

5.3 Previsao de acidentes

O previsor de caminhos foi a funcionalidade que sofreu o maior

nimero de alteragdes durante o seu desenvolvimento, constantemente
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Figura 5.7: Caminho sugerido com C; = 0.3, C; = 0.6, P, = 1.0, P, = 3.0,

Fonte: Elaborado pelo autor.

passando por alteragbes de parametros de treino, interface de entrada e
saida, arquitetura, funcdes e métricas de perda, entre outros. Podemos julgar
a qualidade destas variagbes através dos mesmos métodos utilizados para o
algoritmo de sugestao de caminhos, avaliando o tempo necessario para o
treinamento e previsao, além da qualidade da solugcdo. Por fim, também
podemos analisar as previsoes para datas que nao foram utilizadas no
conjunto de treino, comparando visualmente as previsdes com os acidentes
que ocorreram de fato naquele dia assim determinando a qualidade daquela

previsao.
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5.3.1 Treino da rede

O treino da rede ocorreu através do framework Keras, com o critério
de parada da rede sendo definido como o nimero de épocas de treino, com
uma época representando uma passada completa pelo conjunto de dados de
treino. Este critério foi escolhido devido a falta de uma maquina potente para
o treino, o que torna cada secao de treino da rede muito lenta, levando mais
de duas horas para completar cinco épocas. Durante a maior parte do
desenvolvimento o critério de avaliagdo para as redes treinadas foi a entropia
cruzada bindria, através da qual somos capazes de avaliar objetivamente a
qualidade dos resultados. Esta férmula retorna um valor entre 0 e 1
representando a acuracia dos resultados previstos quando comparados aos
resultados verdadeiros do conjunto de teste. Uma avaliacao inicial da rede foi

feita baseada nesta métrica, com

5.3.2 Saidas esperadas

A primeira escolha importante para o treinamento da rede foi a saida
esperada, a qual deve representar com precisdo o risco associado aquela
regidao. Este risco é definido, principalmente, como a chance do usuario
sofrer um acidente de transito enquanto transita por aquela regiao. De
qualquer forma, foram experimentadas diferentes saidas utilizando mais
informagoes do que a simples ocorréncia ou nao de um acidente naquela
regiao naquele dia.

A primeira opc¢do de saida considerada foi a simples probabilidade de
ocorréncia de um acidente naquela regiao-dia, doravante chamada de Y.
Yoo € um nimero no intervalo [0, 1], derivado do conjunto de testes de maneira
simples e bindria, com regido-dias em que houve pelo menos uma ocorréncia
tendo probabilidade esperada 100%, e as demais tendo probabilidade esperada
0%.

A segunda opcao de saida foi definida como um indice de risco,

calculado através da férmula 5.1, com 7, representando o numero total de

mortes, feridos sérios ou feridos leves naquela regiao-dia.
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3 * Tdea hs + 2% Tsem’ous injuries + 1 ﬂz ht_injuries
Yy = ! < L (5.1)

O objetivo deste calculo é dar um maior indice de risco as regides onde
um grande numero de acidentes ocorreu ou regioes com mais acidentes
sérios, porém isso traz a dificuldade da limitagao deste valor. Y; se encontra
no intervalo [0,inf), visto que ndo existe um limite na quantidade ou
seriedade de acidentes que podem acontecer. Isto nos forca a definir um
limite superior a partir do qual todos os valores serao considerados iguais e,
portanto, implica em uma perda de informacao.

A terceira e ultima opgdo expande a ideia do indice de risco, porém
ataca o problema do intervalo através da normalizacdo dos valores totais de
mortes, feridos sérios ou feridos leves tomando o maximo entre os 3 como
valor esperado. A perda de informacao ainda ocorre, porém agora ela esta
relacionada aos 3 totais, facilitando a definicao destes limites através de uma
breve racionalizacdo. O ultimo indice de risco é calculado entdo de acordo

com a formula 5.2

. Tcath . Tserious injuri . Tiight injuri
Y, = maz(min(1.0, =221 ) min(1.0, SSeiousmries y o in (1.0, —lohtingurics )
Lmortes Lseriousjnjuries Llightiinjuries

(5.2)

Assumimos que a existéncia de uma morte imediatamente representa

0 maximo risco, portanto definimos o limite de mortes L,,,,+s como 1. Para o
numero de feridos sérios utilizamos L ious injuries = 2 dado que em um
acidente em geral envolve dois veiculos, e portanto contabilizamos feridos
sérios para ambos. Por fim, definimos Light injuries COMo 4 de forma a ainda

contabilizar feridos leves sem gerar valores exagerados, dado que a média de

feridos leves entre acidentes que os tiveram é por volta de 1.1.

5.3.3 Conjunto de features exploradas

Como entrada de qualquer rede neural ¢ importante definir um
conjunto de features que serao utilizadas para obter as previsoes, as quais

idealmente influenciam o resultado real, ou pelo menos tém alguma relagao
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com O mesmo. Nos experimentos a seguir, realizamos diversos
embaralhamentos das features utilizadas, sempre em busca de melhorar a
qualidade e eficiéncia da previsao, e portanto primeiro descrevemos quais
sao elas, o motivo por trds de sua escolha, como foram extraidas e como

foram normalizadas.

5.3.3.1 Features de clima

Iniciando pelo clima, temos a nossa disposi¢cao informacdes de
visibilidade, umidade relativa, precipitacao, velocidade do vento e
temperatura. Cada uma dessas informacdes pode ser utilizada como uma
feature valida, uma vez que todas afetam, de uma forma ou outra, as
condigcoes de transito. Deste conjunto foram escolhidas 3 features que
afetam mais diretamente a possibilidade de ocorréncia de acidentes.

A primeira feature escolhida foi a visibilidade (F,), dado que este é o
fator de maior importancia enquanto se estd dirigindo um veiculo. Com
visibilidade baixa existe um risco muito mais elevado de colisdes e
atropelamentos, além de choques e abalroamentos. Este valor ja se encontra
no intervalo [0,1] por representar uma porcentagem, e portanto nao foi
necessaria normalizagcdo alguma.

A segunda caracteristica utilizada foi a precipitacédo (F}) pelo fato de a
chuva ser outra causa bem conhecida de acidentes de transito. No conjunto de
dados analisado temos os valores de precipitagao entre o intervalo [0, 78.6], em
milimetros por hora, e portanto foi necessaria a sua normalizag¢do. De acordo
com o instituto meteoroldgico americano (FACT..., 2012), podemos classificar
a intensidade da chuva em quatro categorias com base na sua precipitacao
em milimetros por hora, com a classe mais intensa, chuva violenta, sendo
atribuida a precipitagcbes maiores que 50mm/h e a terceira, chuva pesada,
atribuida a precipitacdes maiores que 10mm/h. Como a média de precipitacdo
no conjunto de dados disponibilizado é de 1.3mm/h, com apenas 250 registros
ultrapassando 10mm/h, optamos por definir o valor méximo para precipitagao

como 10. A féormula 5.3 mostra como a precipitacao foi normalizada.

precipitation

F, = min(1.0
p mZn( ) 10

) (5.3)
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A terceira e ultima feature climatica utilizada foi a umidade relativa do
ar (F),), dado que a mesma ¢ utilizada por ferramentas de previsao
meteoroldgica para determinar como o tempo ird se comportar no futuro
préoximo. Esta feature pode entdo ser utilizada pelo modelo como uma
intuicao do comportamento futuro esperado, possivelmente auxiliando nas
previsoes. [Esta caracteristica também representa uma porcentagem, e

portanto nao requer normalizagao.

5.3.3.2 Features de acidentalidade

Outro conjunto importante de features sobre uma regiao é seu
historico de acidentalidade. Se muitos acidentes ou acidentes muito sérios
ocorreram ali, a chance de isto ocorrer novamente ¢ mais alta do que uma
regiao que nunca teve ocorréncias. Tomamos como caracteristica que
representa esse risco para ser alimentada ao modelo, a proépria saida
esperada, o indice de risco associado (F;). Experimentos ocorreram com as 3
formas de célculo apresentadas na Secao 5.3.2. Aqui é importante ressaltar
que esta feature s6 pode ser utilizada quando calculada para datas passadas,
ja que ndao conhecemos os acidentes da data atual para calcula-la, e tendo
este valor a previsao seria redundante. O uso dessa feature portanto se

limita ao modelo LSTM que serd apresentado na Segao 5.3.5.

5.3.3.3 Features temporais

Um terceiro conjunto foi utilizado como entrada para o modelo cujo
objetivo é transmitir a informacao temporal em um dado momento. Duas
features fazem parte deste conjunto, o dia da semana (F,,) e a hora do dia
(F}). O dia da semana é simplesmente um valor no intervalo [0,6] com 0
representando domingo, enquanto que a hora do dia é um numero entre
[0,82800000], representando a hora 0 até 23. Ambas estas caracteristicas
foram utilizadas devido ao fato de acidentes serem mais comuns durante dias
da semana, e durante horas especificas do dia como "hora do rush", por

exemplo. As equacoes 5.4 e 5.5 mostram a normalizacao das mesmas.

_ weekday

w G (5.4)
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_ time_of _day

Ji= 82800000 (55

5.3.3.4 Features geograficas

Por fim, cada regiao possui um conjunto de caracteristicas que nao
dependem de nenhum fator, e sdo invariantes no tempo. Este conjunto é a
latitude e longitude do centro, e precisa ser utilizado pelo modelo de maneira
a enderecar a regiao para qual estd sendo realizada a previsao. A latitude
(Gi4t) e longitude (G,,) foram normalizadas como a distancia percentual
dentro ao extremo sudoeste do terreno completo estudado, como esta

apresentado na Figura 5.8.

Figura 5.8: Centros das regioes reais (esquerda) e normalizados (direita)
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Fonte: Elaborado pelo autor.

5.3.4 Definicao das regioes

Através dos registros de acidentes disponiveis foram obtidos os limites
que definem o terreno da cidade de Porto Alegre, através das maximas e
minimas latitude e longitude observadas nos pontos de acidentes. A
motivacao para essa escolha de definicao foi capturar todos os acidentes no
terreno de maneira a utilizar o maximo possivel do conjunto de dados
disponibilizados durante o treinamento. Como mencionado na Secgao 4.5.2.1,
o terreno foi entdo dividido em R regides quadradas, com o critério de divisao

das regioes sendo o tamanho desejado de cada regiao S, em quilometros.
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5.3.5 Modelo LSTM

O modelo LSTM foi a primeira arquitetura utilizada, dado que o dominio
do problema aparenta se encaixar muito bem em uma série temporal, area na
qual LSTMs sao muito eficientes(REN et al., 2017). Inicialmente, o problema

foi descrito como:

e Dadas as features F de uma regido r nos ultimos N dias, qual serd o

risco do dia atual?

Esta definicdo de problema leva a um feature set com formato (N, F'),
e com um output esperado unitdrio, que representa de alguma forma o risco

associado com aquela regiao.

Figura 5.9: Representacao do pipeline da rede LSTM concatenada a rede densa

« Latitude
lo Longitude
Features da regiao
nos ultimos N dias
indice de
LSTM ,| Rede Neural oo
Den sa previsto

Fonte: Elaborado pelo autor.

Dado que existem qualidades de regidoes que nao se alteram em curto
prazo ou de forma alguma, como por exemplo a latitude, longitude, e
quaisquer caracteristicas geograficas, a saida da rede LSTM foi concatenada
ao conjunto de features invariantes (no tempo), e utilizada como entrada de
uma segunda rede, a qual é uma rede neural de perceptrons densamente
conectada. A saida desta rede entdo é utilizada como a previsao para aquele
dia e aquela regidao. A arquitetura da rede completa estd apresentada na
Figura 5.9.

A rede entdo passa a possuir duas entradas, uma no formato (N, F') e
outra no formato (G), onde G é o numero de features geogréaficas. Para este
estudo G = 2, dado que a Unica informacao geografica que temos sobre a
regidao é a latitude e longitude do seu centro. Como consequéncia desta

entrada, temos que o tempo de processamento para executar uma previsao &
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indesejado, uma vez que a construcdo das features é muito custosa,
requerendo multiplas consultas ao banco de dados ou um processamento

demorado pela aplicagao.

5.3.6 Modelo tradicional densamente conectado

A segunda arquitetura utilizada simplifica 0 modelo LSTM, removendo
este passo e mantendo apenas a rede neural densamente conectada. Esta
mudanca foi feita apds uma observacao mais detalhada do conjunto de dados
de acidentes, através da qual foi identificado que as ocorréncias estao
esparsamente dispostas ao longo do tempo. A ocorréncia de acidentes muitas
vezes eram precedida por muitos dias sem acidentes, assim como periodos
curtos com acidentes nem sempre levavam a mais ocorréncias.

Neste modelo utilizamos simplesmente as caracteristicas climaticas,
geograficas e temporais do momento atual para realizar a previsao,
simplificado o treinamento e uso da rede. Temos que o conjunto de entradas

da rede tem entdo o formato (G + F'), abandonando a dimens&o temporal.

5.3.7 Configuracoes da rede

Com as duas arquiteturas da rede e definicoes de entradas e saidas
podemos realizar comparagoes sobre a performance e qualidade das suas
previsoes visualmente através de graficos e plotagens no mapa. Em seguida
apresentamos diferentes configuracoes utilizadas em conjunto com suas
previsoes, incluindo os parametros e features consideradas. Utilizamos para
todos os testes a seguir a data 07 de Julho de 2022, a qual nao foi, em
nenhum momento, utilizada para o treino da rede, de maneira a evitar a ma
interpretacao dos resultados devido a overfitting. Aqui nao estao presentes
todos os testes realizados, apenas aquelas configuracdoes que obtiveram
resultados mais peculiares e que proporcionaram uma direcao na alteragao

dos parametros.
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5.3.7.1 LSTM com todas as features

Este teste foi realizado utilizando a arquitetura LSTM, com todas as
features apresentadas na Secao 5.3.3 sendo alimentadas a rede. Restam
entao dois parametros que podem ser variados: o tamanho de cada regiao
(S,) e o numero de épocas de treino (F). Adicionalmente, a arquitetura da
rede pode ser alterada variando numero de camadas (L,) e neurdnios por
camada (S;) de cada parte da rede. Como valor esperado utilizamos o
segundo calculo de indice de risco, Y, onde o valor corresponde a uma média
ponderada do numero total de mortes, ferimentos sérios e ferimentos leves
na regido para aquele dia. O periodo anterior observado para cada previsdo é
composto pelos ultimos 7 dias, ou seja N = 7.

O primeiro experimento foi realizado utilizando S, = 0.5km, treinado
por 10 épocas (E = 10). A rede estava configurada de forma que havia apenas
uma camada para cada parte (L, = 1, Lgense = 1) com 32 neuronios por
camada (S; = 32). A métrica MSE foi utilizada como fungcdo de perda, com o
modelo tentando minimizar o erro quadratico médio entre suas previsoes e 0s

valores reais.

Figura 5.10: Previsao para a primeira configuracao da rede.
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Apesar do modelo atingir um erro quadrado médio na casa de le %, a
Figura 5.10 apresenta a previsao realizada pela rede para o dia, a qual
aparenta seguir uma gradiente na qual o ponto nordeste é o mais perigoso, e
o nivel de perigo cai a medida que as regides se afastam deste ponto. Esta
previsao certamente ndo segue nenhuma légica, com o modelo
aparentemente utilizando apenas a latitude e longitude como valores
pass-through na definicao do risco. Adicionalmente, a maioria das regides
que foram previstas como mais perigosas nao apresentavam nenhuma
ocorréncia de acidente no conjunto de dados inteiro, reforcando a nocao de
que esta era uma péssima previsao.

Devido ao tamanho pequeno das regioes tivemos um numero total de
regidoes R = 2838, o qual é muito elevado e afetou seriamente a performance.
Outro problema foi o numero elevado de features, o qual precisou ser
computado 7 vezes para cada dia de cada regidao. Com estes numeros, temos
que o conjunto de features é computado mais de 19 mil vezes para realizar
uma previsdao completa para o territério, resultando em um tempo de

previsao maior que 15 minutos.

5.3.7.2 LSTM com parte das features

A segunda configuracdao atacou o problema do tempo de
processamento, reduzindo o numero de regioes ao utilizar S, = 0.5 e cortar
grande parte das feature. O seguinte conjunto de features foi utilizado para
esta configuragao: (Fiut, Fion, Fy, Fy, Fy, F,, ). Também foi alterada a saida
esperada da rede para o terceiro calculo, Y,,, além de aumentar o nimero de
camadas da LSTM e da rede densa para 4. A funcdo de perda e numero de
dias analisados nao foram alterados. A Figura 5.11 apresenta a previsao
realizada.

Apesar da reducao no tempo de processamento para em torno de 5
minutos ainda temos um resultado indesejado na previsao, novamente
seguindo uma espécie de gradiente sem qualquer ldgica associada. Neste
ponto, todos os fatores apontam a conclusao de que a arquitetura LSTM nao é
adequada para este problema, dado que independentemente da configuracao
utilizada de features, fungdo de perda, numero de camadas, outputs

esperados, a rede sempre retornava uma previsao gradiente, tomando algum
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Figura 5.11: Previsao para a segunda configuracao da rede.
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Fonte: Elaborado pelo autor.

extremo aparentemente aleatério como mais perigoso.

5.3.7.3 Rede somente densa com o conjunto completo de features

Com o componente LSTM removido, a nova rede comecgou a trazer
resultados muito melhores, tanto no quesito de performance dquanto no
quesito de qualidade. Desta forma, a rede nao mais se baseia em ocorréncias
de acidentes em um curto periodo de tempo antes do dia atual, e sim nas
caracteristicas do préprio dia, sendo apenas treinada com as ocorréncias
anteriores.

A primeira configuracdao apresentada utiliza novamente um conjunto
completo de features, com excecdao do indice de risco Y,, porém agora com
uma diferenca no resultado esperado. O modelo agora prevé a primeira

férmula apresentada, Y,, a qual simplesmente indica a probabilidade de
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ocorréncia ou nao de acidentes. Outra mudancga importante realizada foi a da
féormula de perda utilizada para o treinamento.

A provavel causa das gradientes visiveis nas previsoes anteriores foi o
fato de a rede estar aprendendo a prever valores que sao proximos da média
dos resultados calculados para o dataset, desta forma minimizando o MSE,
meétrica utilizada, porém prejudicando a qualidade da previsao. Como forma
de evitar este comportamento, a férmula de perda foi alterada para a entropia
cruzada bindria (Binary cross entropy), a qual é calculada de acordo com a

féormula 5.6.

lOSS == _(Y;frue log(%red) + (1 - Y;frue) lOg(l - }/pred)) (56)

O objetivo por tras dessa troca foi a forte penalizacdo de previsdes incorretas
perto da média, devido ao fato de nosso conjunto de dados ser fortemente
desbalanceado, tendo muito mais resultados 0 do que 1, puxando a média
para perto de zero. Na entropia bindria cruzada a classe que se deseja prever,
neste caso, é 1 e portanto previsoes muito longe deste valor implicam em uma
perda maior.

Com estes fatores em mente um novo modelo foi treinado por 5 épocas
E = 5 utilizando a arquitetura densa, com apenas 1 camada (Lgense = 1) € 10
neuroénios (5; = 10), a qual apresenta um resultado muito mais realista quando
comparado aos anteriores, apresentado na Figura 5.12. Claramente podemos
ver que o modelo apontou a regiao central da cidade como mais perigosa, com
uma faixa de risco indo da regido norte até a regiao sul. Além disso, a Figura
apresenta os acidentes que de fato ocorreram naquele dia como os pontos
azuis, os quais realmente se encontram na regiao norte central da cidade.

Expandindo este modelo foram feitas alteragcdoes no numero de
camadas, esperando obter resultados melhores com a complexidade
adicional da rede. Observamos, no entanto, que para quaisquer
configuracbes com mais de 4 camadas os resultados da rede perdiam
qualidade, com a previsdo de risco sendo mais diluida pelo territério e menos

assertiva, similar ao problema anterior da gradiente.
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Figura 5.12: Previsao para a terceira configuracao da rede.
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Fonte: Elaborado pelo autor.

5.3.7.4 Rede densa com numero de features reduzido

Por fim, foi concluido com base nas configuragdes anteriores que a
quantidade elevada de features poderia estar prejudicando a qualidade do
resultado e portanto reduziu-se o conjunto a aquelas cuja relacao com as
ocorréncias de acidentes era mais forte. O conjunto final de features
utilizados para o treino da rede foi entdo definido como (Fi., Fion, Fu, Fp, F1).
Este conjunto de features atinge um bom resultado sem afetar a performance
da previsao, a qual foi reduzida de 5 minutos no modelo LSTM para em torno
de 10 segundos.

Finalmente, foi treinada uma rede com 4 camadas (Lgepse = 4) de 32
neuroénios cada (S; = 32) por 5 épocas (F = 5), os resultados da qual podem
ser vistos na Figura 5.13. Esta rede é mais agressiva em suas previsoes,
prevendo a existéncia de risco em muitas das regides do territério, porém
acerta corretamente o cluster de regioes no norte da cidade onde os

acidentes de fato ocorreram.
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Figura 5.13: Previsao para a quarta configuracao da rede.

Fonte: Elaborado pelo autor.
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6 CONCLUSAO

Neste trabalho desenvolvemos uma aplicacao capaz de armazenar,
gerenciar, analisar e visualizar ndo somente acidentes de transito que
ocorreram na cidade de Porto Alegre nos ultimos 5 anos, mas também as
condigoes climaticas que influenciaram a sua ocorréncia. Também
desenvolvemos uma ferramenta capaz de aprender com essas informacgoes
passadas de forma a prever regidoes com maior possibilidade de ocorréncias
futuras. Além disso, providenciamos a implementacdo de um algoritmo de
busca de caminhos que leva estas previsoes em conta na sua execugao,
evitando regioes de risco de maneira a manter um viajante por esse percurso
mais seguro.

Como resultado dessa implementacao, tivemos a oportunidade de
avaliar quais fatores de risco e fatores geo-climaticos realmente tem alguma
relacao com ocorréncias de acidentes, além de realizar um estudo sobre
quais métodos sdao mais apropriados para lidar com estes fatores quando se
deseja executar previsdoes. Também aprendemos sobre como essas previsoes
podem ser integradas a outras aplicagOes e sistemas, tirando proveito de
tecnologias de bancos de dados e inteligéncia artificial para tornar esta
integracao mais simples e facil.

Este trabalho é, por natureza, incompleto, uma vez que tem como
objetivo providenciar uma plataforma para alavancar estudos sobre o tépico
de acidentes de transito. Desta forma, existem diversos pontos de extensao e
melhoria na aplicacao, tanto de um ponto de vista de implementacao quanto
de um ponto de vista de estudos académicos. O modelo implementado se
limita a cidade de Porto Alegre e a dados meteorolégicos e de acidentalidade,
mas nada impede que um conjunto de dados maior seja utilizado e um novo
modelo seja treinado para o mesmo. Miltiplos modelos também podem ser
armazenados separadamente no banco de dados, portanto também é possivel
gue mais de um modelo preditivo seja utilizado ao mesmo tempo, separados,
por exemplo, por regioes.

Outro ponto de extensdo é a integragdo com sistemas de previsdao de
tempo e a execucgao automatica da previsao dos acidentes, permitindo que a

ferramenta seja util como um componente de backend de algum outro
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sistema, sem interacao alguma com o usuario. Por fim, também é possivel
utilizar a aplicagdao com um foco maior no seu uso comercial, permitindo que
miriade de parametros envolvidos na construgao dos algoritmos e do modelo
sejam customizaveis pelo usudrio, ou até mesmo por algum sistema
automatico que se ajusta dependendo das preferéncias do usuario.

Como mensagem final, esperamos que este trabalho possa ser utilizado
como referéncia ou base por quaisquer outros estudos relacionados ao tépico
de seguranca no transito, que apenas se torna mais importante com o passar

do tempo.
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