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RESUMO

Métodos para selecdo de variaveis sdo importantes para tornar modelos de
aprendizagem de maquina parcimoniosos e mais acurados, eliminando variaveis
nao-relevantes, ruidosas e altamente correlacionadas. Ademais, esses métodos
podem contribuir com reducéo de custo e aumento da eficacia em atividades que
incluem afericbes de qualidade em processos industriais e comprovagao da
autenticidade de amostras de produtos. O presente trabalho propde duas novas
abordagens de selecao de variaveis, sendo cada uma disposta em um artigo.
Em relacdo ao método, um novo ranking de importancia de variaveis, baseado
na decomposicao de valores singulares, € proposto e utilizado para orientar um
processo iterativo que compde subconjuntos e os submente a uma técnica de
aprendizagem de maquina. Na sequéncia, a acuracia do modelo é avaliada; o
processo retém as variaveis que promovem ganho de acuracia e descarta as
demais. Em termos dos artigos que compdem essa dissertagdo, no primeiro é
aplicado o método de aprendizagem de maquina k-Nearest Neighbor, e os
experimentos sado direcionados a analise forense de identificacdo de
medicamentos falsos. O segundo artigo utiliza o método de aprendizagem de
maquina Ensemble Logistic GMDH-NN e executa experimentos sobre dados de
processos industriais e propriedades fisico-quimicas de Biodiesel e Diesel
brasileiro. As duas abordagens propostas demonstram desempenho superior em
termos de aumento de acuracia e redu¢do do subconjunto de variaveis quando
comparadas a métodos reportados pela literatura.

Palavras-chave: Selecao de Variaveis. Ranking de Importancia das Variaveis.
Decomposicéo de Valores Singulares. Group Method Data Handling.



ABSTRACT

Methods for feature selection are important to make machine learning models
parsimonious and accurate, eliminating non-relevant, noisy and highly correlated
features. Moreover, these methods can contribute to cost reduction and
increased efficiency in activities that include quality assessments in industrial
processes and proving the authenticity of product samples. This paper proposes
two new approaches to feature selection, each of which is arranged in an article.
Regarding the method, a new ranking of the importance of variables, based on
the singular value decomposition, is proposed and used to guide an iterative
process that composes subsets and underlies them to a machine learning
technique. In the sequence, the accuracy of the model is evaluated; the process
retains the variables that promote accuracy gain and discards the others. In terms
of the articles that compose this dissertation, in the first one the k-Nearest
Neighbor machine learning method is applied, and the experiments are directed
to the forensic analysis of falsified drug identification. The second article uses the
Ensemble Logistic GMDH-NN machine learning method and performs
experiments on industrial process data and physical-chemical properties of
Brazilian Biodiesel and Diesel. The two proposed approaches demonstrate
superior performance in terms of to improve accuracy and reduction of the subset
of variables when compared to methods reported in the literature.

Keywords: Feature Selection. Ranking of importance of features. Singular Value
Decomposition. Group Method Data Handling.
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1 INTRODUGAO

1.1 Consideragoes Iniciais

O processo de selecao de variaveis, também conhecido como feature
selection, € uma importante etapa de pré-processamento para criagao de
modelos preditivos, pois buscar as melhores variaveis verificando todos os
possiveis subconjuntos pode ser uma tarefa inviavel, principalmente em bases
de dados com alta dimensionalidade (HUANG et al., 2011). Nesse contexto,
estudos desenvolvidos nas mais diversas areas demonstram que um método de
selecao de variaveis robusto contribui diretamente no desempenho dos modelos
de aprendizagem (LIU; YU, 2005; DASH; LIU, 1997; ASYALI et al., 2006). Para
Kumar e Minz (2014), duas abordagens sao relatadas no processo de selecéo

de variaveis.

A primeira é definida como feature ranking (FR) ou individual evaluation e
trata da atribuicdo de pesos individuais conforme o grau de relevancia da
variavel. A segunda, denominada como subset evaluation (SE), refere-se ao
processo de avaliar o desempenho dos subconjuntos de variaveis. Diversos
estudos propéem o uso da FR como mecanismo para orientar a SE, como
descrevem Guyon e Elisseeff (2003). No trabalho de Anzanello et al. (2013), o
ranking contribui para direcionar o descarte de variaveis (da menos importante
para a mais importante), apoiando-se em mecanismos de SE. A criacado de um
ranking para quantificagcdo da relevancia de variaveis pode ser supervisionada

Ou nao supervisionada.

Rankings supervisionados atribuem escores as variaveis considerando a
relevancia para predicao de uma variavel dependente (WANG et al., 2017). Em
contrapartida, rankings ndo supervisionados buscam variaveis com alto potencial
de discriminacdo das observagdes, independentemente da existéncia de uma
variavel dependente. Nesse ultimo caso, sua aplicagdo é tipicamente indicada
para definicdo de clusters de observagdes em analises exploratérias (HE et al.,
2005; BRERETON, 2009; ZHAO; LIU, 2011; BOCKLITZ, 2019).

A presente de dissertacdo implementa um novo método de FR utilizando

como base a decomposicao valores singulares (SVD), e o integra com duas
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diferentes propostas de SE. Na primeira, apresentada no artigo | (capitulo 2), foi
utilizado o método de aprendizagem de maquina k-Nearest Neighbor (KNN) (FIX;
HODGES, 1951), o qual foi aplicado sobre amostras de dados espectrais de
medicamentos. Na segunda proposta, descrita pelo artigo Il (capitulo 3), foi
utilizado o algoritmo Ensemble Logistic GMDH-NN (EL-GMDH-NN) com dados
provenientes de processos industriais e propriedades fisico-quimicas de

Biodiesel e Diesel.

Ensemble Logistic GMDH-NN utiliza a estratégia stacking ensemble para
combinar diversos algoritmos de aprendizagem de maquina, descritos nessa
otica como learners, em um algoritmo de aprendizagem de maquina, definido
como meta learning (ALFARO et al., 2019). O meta learner utilizado foi a rede
neural Logistic GMDH-NN - otimizada pela heuristica Group Method of Data
Handling (GMDH) (KONDO et al., 1999). O GMDH promove a auto-organizagao
da arquitetura da rede neural, definindo automaticamente a quantidade de
neurdnios, camadas e variaveis de entrada (IVAKHNENKO; G., 1968; KONDO,
1998, ARDAKANI; KORDNAEIJ, 2019).

A figura 1.1 apresenta a estrutura geral utilizada nos dois artigos - capitulo
2 e 3, respectivamente - no qual trés etapas fundamentais séo relatadas: (l)
divisdo da base de dados em por¢des de treino e teste; (Il) calculo do ranking de
importancia das variaveis via SVD, que representa uma inovagao em termos de
FR; e (lll) selecao de variaveis, na qual o indice de importancia proposto é
utilizado para orientar um processo iterativo de composicédo dos subconjuntos de
variaveis, utilizando inclusdo forward. No que segue, cada subconjunto de
variaveis compde um modelo de aprendizagem de maquina. Quando a acuracia
aumenta, a ultima variavel inserida é mantida no subconjunto de variaveis
eleitas. Caso contrario, ela é descartada. O processo segue até que a ultima
variavel do ranking de importancia tenha sido verificada ou a acuracia tenha
atingido 1. Os modelos gerados tém sua acuracia avaliada nos dados inseridos
na porgcao de teste. A proposta de cada artigo diferencia-se, essencialmente,
pelo método de aprendizagem de maquina (destacado em amarelo na figura 1.1)

e pelos diferentes tipos de bases de dados.



(i) DIVISAO DO
BANCO DE DADOS

(i) CALCULO DO
RANKING DE IMPORTANCIA
DAS VARIAVEIS

Calcule do
Indice SVD

Inclusdo forward
de varidveis candidatas

de importancia
dasvaridveis

(da mais imporante para menos
importante, conforme indice)

-

subconjunto de eleitas

Remove variavel candidata do |

Subconjunto de variaveis
(eleitas + nowva candidata)

Classificacdo por método de
aprendizado de maguina

SiM

FIM DO
PROCESSO

SIM

Melhorou Acuracia?

Y A 4
Proposta Proposta
Artigo 1 Artigo 2
KNMN EL-GMDH-NN

|

A

Avaliagdo da Acuracia

Figura 1.1 - Estrutura geral utilizada nos dois artigos

14
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1.2 Objetivos

O objetivo geral da dissertacdo € propor uma nova abordagem para
selecao de variaveis mais relevantes com vistas a classificacdo de amostras de

medicamentos e produtos industriais.
Como obijetivos especificos, listam-se:

e Propor um novo ranking de importancia de variaveis baseado na
decomposi¢ao matricial de valores singulares;

e Integrar o ranking proposto com métodos de aprendizagem de
maquina para selecionar o subconjunto étimo ou subétimo de variaveis
com maior poder de discriminagcdo de uma classe binaria;

e Avaliar o desempenho da técnica stacking ensemble integrando
multiplos métodos de aprendizagem de maquina;

e Avaliar o desempenho de algoritmos preditivos otimizados pela
heuristica Group Method of Data Handling no processo de selegédo do
subconjunto de variaveis;

e Aplicar a proposta sobre dados espectrais de medicamentos para
identificar se uma amostra € auténtica ou falsificada;

e Aplicar a proposta sobre dados de produtos industriais com vistas a

enquadra-los em classes de qualidade.

1.3 Justificativa do Tema

A medida que a tecnologia dos computadores e bancos de dados avancga
rapidamente, a humanidade confia cada vez mais na computagdo para
acumular, processar e fazer uso dos dados. De tal forma, ferramentas de
inteligéncia como aprendizagem de maquina, descoberta de conhecimento e
mineracdo de dados tém assumido elevada relevancia nos dias atuais
(KANTARDZIC, 2020). Pesquisadores e profissionais percebem que, para usar
essas ferramentas efetivamente, uma das etapas mais importante € o pré-

processamento, no qual os dados sdo processados antes de serem
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apresentados a qualquer algoritmo de aprendizagem, descoberta ou

visualizagdo em aplicagées do mundo real (JONES, 2020).

Métodos para reconhecimento de padrdes precisam lidar com amostras
que podem conter um grande numero de variaveis candidatas a predi¢ao
(VENKATESH; ANURADHA, 2019). Por isso, a reducdo da dimensionalidade se
torna crucial para viabilizar a criagao de modelos preditivos (RAO et al., 2019).
Nesse contexto, o processo de selecdo de variaveis remove as variaveis
irrelevantes e ruidosas para definir o subconjunto étimo ou subd6timo com
potencial de melhorar o desempenho de classificagcdo (GUYON; ELISSEEFF,
2003). Para Chandrashekar e Sahin (2014), o processo de selegédo de variaveis
também contribui para entender os dados, uma vez que, ao identificar as
variaveis mais relevantes, é possivel extrair interpretacdes sobre o contexto da
informacdo. Como resultado, ha uma grande variedade de areas no qual o

processo é aplicado.

Amostras de dados resultantes do espectro gerado por Reflexdo Total
Atenuada no Infravermelho com Transformada de Fourier (ATR-FTIR) sao
frequentemente aplicadas na identificagcao de falsificacées de produtos dos mais
diversos setores, como alimenticia, farmacéutica e quimica, dentre outros
(CUSTERS et al., 2015). No processo, centenas ou milhares de comprimentos
de onda sao identificados e mensurados, produzindo, assim, um banco de dados
com alta dimensionalidade (YANG et al., 2019). Grande parte dos comprimentos
de onda nao contribui como preditor para classificacdo entre auténtico ou
falsificado, sendo um desafio identificar o melhor subconjunto de preditores
(ANZANELLO et al., 2015). Ademais, na ambiéncia industrial, a identificacao de
afericdes que produzem variaveis irrelevantes tem potencial de reduzir custos
financeiros. Nessa situagao, por exemplo, a selegcao de variaveis pode fornecer
subsidios para diagnéstico de um processo que faz avaliagao de qualidade ou
averiguacao de autenticidade de amostras e produtos. Desta forma, percebe-se

que o tema abordado nesta dissertacdo encontra justificativas em ambito pratico.
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1.4 Procedimentos Metodolégicos

O método de pesquisa utilizado pode ser caracterizado como de natureza
aplicada, tendo em vista que o conteudo tedrico é explorado na solucdo de
problemas genéricos (CRESWELL, 2010). A dissertagéo apresenta abordagem
quantitativa, pois utiliza métodos de decomposi¢ao matricial e aprendizagem de
maquina para solugao dos problemas apresentados. O conteudo é desdobrado

em dois artigos.

O primeiro artigo propdée um ranking de importancia baseado na
decomposi¢cao matricial Decomposi¢cdo de Valores Singulares. O ranking é
integrado ao método de aprendizagem de maquina k-Nearest Neighbor para
identificar o subconjunto de comprimentos de onda mais relevantes na
classificagdo entre auténtico e falsificado, em amostras espectrais de Cialis® e
Viagra®. A proposta toma como base o estudo de Anzanello et al. (2013), no qual

foram utilizadas amostras de Cialis® e Viagra® auténticas..

No segundo artigo foram utilizados dados amostrais de processos
industriais, conforme especificacbes de Gauchi e Chagnon (2001), e
propriedades bioquimicas de Biodiesel e Diesel brasileiro fornecidas por Ferrao
et al. (2011). Nos dois conjuntos de dados ha uma classe que identifica se a
amostra se caracteriza como conforme ou ndo conforme. O processo inicia
computando o indice de importancia das variaveis, da mesma forma como foi
aplicado no primeiro artigo. Em seguida, o indice é integrado com o método
Ensemble Logistic Group Method of Data Handling type Neural Networks. Essa
técnica utiliza a estratégia stacking ensemble para combinar multiplos algoritmos
de aprendizagem, definidos como learners (Suport Vector Machine, Random
Forest, Naive Bayes, Regularization Paths for Generalized Linear Models
Coordinate Descent e Single-hidden-layer neural network) no meta learning
Logistic Group Method of Data Handling type Neural Networks. Entende-se que
a combinacéo dos classificadores pode conduzir a resultados mais precisos,

dado o carater compensatorio das vantagens e desvantagens de cada meétodo.

1.5 Estrutura da Dissertagao
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A dissertacao esta organizada em quatro capitulos. O primeiro trata sobre
as consideragdes iniciais, os objetivos gerais e especificos, a justificativa do
tema, os procedimentos metodolégicos, a estrutura da dissertacédo e as

delimitagdes do estudo.

O segundo capitulo traz o primeiro artigo da dissertacao. O capitulo é
dividido em um resumo, introduc¢do, metodo proposto, experimentos, resultados,

discussodes e conclus3ao.

O terceiro capitulo abarca o segundo artigo da dissertagdo. A
segmentacdo do capitulo é descrita pelas se¢bes de introdugdo, métodos,

resultados e discussdes e conclusio.

O capitulo final € composto pelas consideracdes finais e possiveis

desdobramentos do trabalho.

1.6 Delimitagoes da Pesquisa

O presente estudo possui as seguintes delimitacdes:

e Nao serdo apresentadas novas ferramentas de aprendizagem de
maquina ou decomposigdao matricial, restringindo-se a combinar tais
ferramentas de forma a gerar novas abordagens para selegdo de
variaveis;

e Somente métodos supervisionados de aprendizagem de maquina sao
utilizados nos processos de selecao de variaveis;

e O novo ranking de importancia de variaveis ndao é comparado
diretamente com outros rankings; e

e Os bancos de dados utilizados restringem-se a comprimentos de onda
de medicamentos e de dados de processos industriais e propriedades

quimicas de amostras de biodiesel e diesel brasileiro.
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2 PRIMEIRO ARTIGO

SELEGAO DE COMPRIMENTOS DE ONDA BASEADA EM
DECOMPOSIGAO DE VALORES SINGULARES PARA CLASSIFICAGAO DE
AMOSTRAS

Artigo publicado no periddico Forensic Science International — Qualis A2. Disponivel em:
<http://www.sciencedirect.com/science/article/pii/S0379073820300530>

Resumo: A disseminagdo de medicamentos falsificados € um risco a saude publica. Técnicas
como Reflexao Total Atenuada no Infravermelho com Transformada de Fourier (ATR- FTIR) séo
comumente adotadas para deteccao de falsificagdes. Contudo, o espectro gerado pelo ATR-
FTIR tipicamente resulta em centenas de comprimentos de onda (COs), reduzindo o
desempenho dos métodos de classificagdo na discriminagdo entre medicamentos auténticos e
falsificados. O presente trabalho propdée um novo método para selecionar um subconjunto
reduzido composto por COs que aprimoram o desempenho do classificador. A decomposigéo
matricial de valores singulares (SVD) é utilizada para gerar um indice de importancia dos COs,
o0 qual é integrado a técnica de classificagdo k-Nearest Neighbor (KNN). Na sequéncia, um
processo iterativo cria modelos KNN adicionando os COs em ordem decrescente do indice de
importancia. Os COs que gerarem incremento de acurdcia séo selecionados. Quando aplicada
a dados ATR-FTIR de Cialis®, a abordagem proposta reteve, em média, 0,51% dos COs com
100% acuracia na classificagéo; nas classificagcdes de Viagra® o método produziu classificagdes
perfeitas com, em média, 0,17% dos COs originais.

Palavras-chave: Sele¢cdo de comprimentos de onda. Medicamentos falsificados. SVD. KNN.
ATR-FTIR.

2.1 Introdugao

A producgao e comercializagao de medicamentos falsificados representam
um problema crescente a saude publica (BEEN et al., 2011) em decorréncia da
falta de garantias sobre os controles das dosagens farmacéuticas e condigées
de producdo (ANZANELLO et al., 2014). A disseminacao das falsificacoes &
impulsionada pelo facil acesso aos recursos necessarios para sua fabricacao e
por seu amplo suprimento & disposicdo pela internet (SACRE et al., 2011). Por
isso, agéncias de segurancga publica buscam constantemente métodos forenses

que aumentem a precisao e reduzam custos na identificacao das falsificagdes.
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Autoridades de controle utilizam diferentes técnicas analiticas para avaliar
a pureza dos medicamentos, as quais incluem processamento de imagens do
medicamento (JUNG et al., 2012), dados de controle fisico dos medicamentos
(ORTIZ et al., 2012b), perfil inorganico por espectroscopia de fluorescéncia de
raios-X (ORTIZ et al., 2012a), perfil organico por espectroscopia de massa por
ionizagao com elétron e espectroscopia por infravermelho (ORTIZ et al., 2013).
Os dados extraidos por essas técnicas sdao entdo acoplados a métodos
multivariados, adaptados a avaliagcdo de amostras (SALARI; YOUNG, 1998).
Essas técnicas geralmente resultam em um grande niumero de COs. No entanto,
analises forenses geralmente dao origem a um numero limitado de amostras,
sendo comum a existéncia de mais COs que observagées. A luz disso, métodos
estatisticos multivariados, como Analise de Componentes Principais (PCA),
indice de similaridade e andlise de agrupamento hierarquico sao aplicados para
identificar os COs com maior poder discriminatério, possibilitando diversas
naturezas de analise (FAN; LI, 2006; JOHNSTONE; TITTERINGTON, 2009;
ANZANELLO et al., 2013).

O estudo de Yu et al. (2020) segmentou o processo de selegdo de COs
em trés etapas. Primeiramente, o autor aplicou Intervalo Parcial Minimos
Quadrados (iPLS) para selecionar intervalos de COs; em seguida, refinou a
selecao apurando a importancia de cada um dos COs, utilizando Parcial Minimos
Quadrados (PLS); por fim, selecionou os COs aplicando Variable combination
population analysis (VCPA). Por sua vez, Anzanello et al. (2013) apresentam um
método para selecao de COs e identificacdo de medicamentos auténticos no
qual é proposto um indice baseado em PCA para classificar os COs de acordo
com o maior poder de discriminagao. O processo de sele¢cao dos COs apoiou-se
em backward elimination, comeg¢ando com todos os comprimentos disponiveis e
removendo-0s, um a um, do indice mais baixo para o mais alto. O critério de
decisao de retencdo do comprimento de onda foi a acuracia resultante da
aplicacao da técnica de classificagcao KNN (FIX; HODGES, 1951).

Alternativamente ao PCA, o SVD (GOLUB; KAHAN, 1965) pode ser
utilizado para compor o indice de importancia dos COs, apresentando diversas
vantagens sobre o PCA. Elliott et al. (1999) propuseram o uso de SVD para a

analise em espectrometria de ressonancia magnética nuclear alegando que,
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diferentemente do PCA, o SVD permite analises em conjuntos de dados
espectrais com qualquer quantidade de variagao na fase espectral. Barkhuijsen
et al. (1985) usaram SVD como uma alternativa a transformada de Fourier na
analise de sinais da espectroscopia de Ressonancia Magnética Nuclear (NMR).
Entre suas vantagens, quando comparado ao PCA, o SVD permite trabalhar com
matrizes retangulares, enquanto o PCA requer o uso de matrizes quadradas
(ABDI; WILLIAMS, 2010). Por isso, normalmente o conjunto de dados é
transformado em uma matriz de covariancia ou correlagao antes de prosseguir
para o PCA, tornando, assim, o resultado dependente do quao bem os dados
sao representados na matriz quadrada gerada pelo pré-processamento (DHAR;
SHIMAMURA, 2015). Além disso, Skillicorn (2007) ressalta que o calculo da
matriz de correlagéo representa um custo computacional adicional, que inclusive
pode ser alto dependendo do banco de dados em analise. O autor também relata
como vantagem sobre o PCA o fato de que o SVD analisa os atributos de forma
conjunta, enquanto o PCA conduz tal andlise de maneira independente. Por fim,
Barkhuijsen et al. (1985) relataram maior estabilidade numérica na distingéo
entre sinal e ruido quando o SVD é aplicado.

A selecdo de variaveis € um grande aliado na identificacdo de
adulteragdes e falsificagcdes, tornando-o um excelente método para a area das
ciéncias forenses. Pereira et al. (2016) utilizam com sucesso o método Ordered
Predictor Selection (OPS) integrado com analise discriminante de minimos
quadrados parciais (PLS-DA) para a selegéo das variaveis de espectrometria de
massa em spray de papel (PS-MS) e na identificacdo de cervejas falsificadas.
Kahmann et al. (2018) propdem um método de selecdo de COs para
identificacdo e quantificacdo da cocaina e seus adulterantes, no qual
demonstram que um menor numero de COs contribui para uma analise mais
rapida e precisa. Além de reduzir o tempo de analise da amostra, a identificacao
especifica de COs pode levar ao uso de equipamentos portateis, facilitando o
trabalho in situ. Estudos utilizando espectrometros portateis, calibrados por uma
selecdo de variaveis, tém mostrado excelentes resultados para estimar a
maturacdo das uvas (GIOVENZANA et. al., 2014), teor de iodo em Odleo
comestivel (YAN et. al., 2018) e qualidade do biodiesel (MAQUINA et. al, 2017).



25

O presente artigo propée um novo método para a selegdo dos COs mais
relevantes para classificar amostras de medicamentos em auténticas ou
falsificadas. A estrutura tem como proposta encontrar a maior acuracia de
classificacdo com o numero minimo de COs retidos. Para tanto, a matriz de
dados original € decomposta usando SVD e um indice de importancia para cada
comprimento de onda é calculado. O indice de importancia orienta a composicao
de subconjuntos de COs, que sdo submetidos ao KNN para classificacdo. O
modelo de KNN responsavel pela maior acuracia revela o subconjunto de COs

recomendado para classificagao.

2.2 Método proposto e experimentos

2.2.1 Decomposicao de Valores Singulares (SVD) e k-Nearest Neighbor
(KNN)

SVD de uma matriz A é a fatorizagcao de A no produto de trés matrizes: U,
A e VT. As matrizes U e VT contém os vetores singulares esquerdos e direitos,
respectivamente. A matriz 4 € diagonal, com valores reais ndo negativos, de
acordo com equacgao 2.1 (YANAI et al., 2011). De tal forma que, A é a matriz de
dados com valores reais positivos, U é a matriz com os vetores singulares
ortogonais esquerdos, A € a matriz de valores singulares, e VT é a matriz com

os vetores singulares ortogonais direitos.

A=UAVT 2.1)

A quantidade de variancia explicada, y, requer o calculo dos autovalores
A, de acordo com a equagao 2.2 (YANAI et al., 2011), onde j é o indice de valores
singulares e autovalores correspondentes, r € 0 numero total de valores

singulares, 4; € o j-€simo autovalor, e u; € o j-€simo valor singular.

N =uG=1,..7) (2.2)

O j-ésimo valor singular, p;, € determinado de forma que a variancia entre

os valores singulares seja maximizada, enquanto a quantidade de variancia
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explicada por cada valor singular € representada pelo coeficiente y;, de acordo

com equacéo 2.3.

As

’ (2.3)

Vi=<r o
§=17‘j

Por sua vez, a técnica de classificacdo KNN é um método supervisionado
de reconhecimento de padrdes (SAMMUT; WEBB, 2011) que, ao usar uma
particdo do banco de dados como treinamento, reconhece as relagdes entre os
COs e classes (auténtico ou falsificado). O KNN classifica cada elemento da
particdo restante de acordo com a maioria dos k vizinhos mais préximos. O
numero de vizinhos, k, € definido de forma a maximizar uma medida de

desempenho de classificagao.

2.2.2 Método proposto

O método proposto é dividido em trés estagios, como descreve a figura
2.1: (i) divisao do bando de dados em porgdes de treino e teste; (ii) criagao do

indice de importancia dos COs; e (iii) processo iterativo para selegdo dos COs.
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Figura 2.1 - Fluxograma do método proposto
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Uma matriz com M observagdes descritas por N COs é aleatoriamente
dividida em duas particées: M, para treino e M,, para verificagdo da acuracia,
com M, + M;; = M. A amostra de treino é utilizada para computar o SVD. A
decomposicao SVD (equacado 2.1) gera a matriz com os vetores singulares
direitos V", contendo cada vetor singular v;, e a matriz com valores singulares A,
com cada valor singular p; na diagonal principal. Entdo, calculam-se os
autovalores de acordo com equacao 2.2 para encontrar o coeficiente de variancia
explicada para cada dimensdo latente SVD, y; (equagdo 2.3). Finalmente,
calcula-se o indice de importancia de cada comprimento de onda, ¢,, conforme
equagao 2.4. Os COs com maior ¢ sao considerados mais relevantes para

discriminagao.

r
Qg = Zyj vﬁj,a =1,..,n (2.4)
=1

Um processo iterativo é entdo iniciado. O KNN é executado utilizando
como preditor o comprimento de onda com maior e como variavel de resposta a
classe que identifica autenticidade (auténtico ou falsificado). A cada ciclo de
iteragdo um novo comprimento de onda é adicionado na ordem decrescente de
@, compondo assim o subconjunto de preditores para execucdo do KNN.
Calcula-se a acuracia com a particao de verificagao; se houver incremento da
acuracia o comprimento de onda adicionado sera mantido no subconjunto de
preditores; em caso contrario, sera removido. As iteracbes seguem até que a
acuracia seja de 100% ou tenha testado o ultimo comprimento de onda (com o

menor ¢).

2.2.3 Plano amostral para coleta das amostras

As amostras auténticas de Cialis® TAD 20mg foram compostas por 28
comprimidos, 8 dos quais foram fornecidos por Eli Lilly do Brasil Ltda
Laboratdrios (Sao Paulo, Brasil); as 20 amostras restantes pertencentes a oito
lotes diferentes foram compradas na Dimed S/A Distribuidora de Medicamentos
(Porto Alegre, Brasil). As amostras auténticas de Viagra® SLD 50mg foram

compostas por 25 comprimidos, dos quais 19 eram de seis lotes diferentes
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comprados na Dimed S/A Distribuidora de Medicamentos (Porto Alegre, Brasil)
e seis foram fornecidos pela Pfizer Ltda Laboratoérios (Sdo Paulo, Brasil). Para
as amostras falsificadas, 104 comprimidos foram fornecidos pela Policia Federal
do Brasil (Porto Alegre, Brasil). Todas as amostras foram analisadas por ATR-
FTIR.

As amostras de medicamentos falsificados e auténticos foram maceradas
em argamassa de porcelana antes da analise. Algumas amostras utilizaram um
revestimento de filme que foi removido apds 0 esmagamento. Para as amostras
que nao possuiam esse filme, seu revestimento foi homogeneizado durante o
processo de maceracdo. As amostras foram analisadas usando um
espectrometro infravermelho por transformada de Fourier Nicolet 380 (Nicolet
Instrument Co., Madison, Wisconsin, EUA) equipado com um detector DTGS
(sulfato de triglicina deuterado) acoplado a um amostrador ATR de diamante
Smart Orbit.

Os espectros foram obtidos no modo de transmitancia e posteriormente
convertidos em absorvancia. As amostras foram lidas em triplicado, na faixa de
4000-525cm™", com 16 varreduras e resolugdo espectral de 4cm™'. Os dados
espectrais foram obtidos usando o software EZ OMNIC, versdo 7.2a (Nicolet
Instrument Co.). O cristal de ATR foi limpo com acetona entre cada analise e o
espectro de fundo foi obtido a cada hora. Nenhum pré-tratamento foi utilizado

nos espectros.

Os dados espectroscopicos foram pré-processados para corrigir e
eliminar ruidos de aferigdo. O filtro de suavizacao Savitzky-Golay (polinbmio de
22 ordem e largura da janela 13) foi usado para reduzir o ruido (KRAKOWSKA
et. al., 2016). A variagdo normal padrdao (SVN) também foi aplicada a fim de
minimizar os efeitos multiplicativos da dispersdo e do tamanho das particulas
das amostras (PARHIZKAR et. al., 2017).

2.2.4 Experimentos

O conjunto de amostras foi dividido aleatoriamente em duas parti¢coes:
treino, M,,, e verificagcdo da acuracia, M;;. Trés propor¢des diferentes para
treinamento e verificacdo da acuracia foram usadas neste procedimento de

divisdo: 60-40%, 75-25% e 90-10%. Dez mil simulacdes foram realizadas para
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cada proporgéo, separando aleatoriamente as observagdes entre os conjuntos
de treinamento e verificacdo da acuracia. Em cada simulacao, trés métricas de
desempenho sobre a classificacdo foram calculadas: sensibilidade, que é a
proporcao corretamente classificada como auténticas; especificidade, que é a
proporcao corretamente classificada como falsificadas; e acuracia, que é a
propor¢cao de amostras classificadas corretamente. O numero de k vizinhos foi
definido como trés, via validacdo cruzada. Todos o0s experimentos
computacionais usaram a linguagem de programagao R, verséo 3.6.2 (R CORE
TEAM, 2019), com os pacotes: caret (KUHN, 2020), magrittr (BACHE e
WICKHAM, 2014), tidyverse (WICKHAM, 2019), openxlsx (SCHAUBERGER,

2019) e progress (CSARDI, 2019).

2.3 Resultados e discussoes

A tabela 2.1

porcentagem médias de COs retidos para as trés particdes do conjunto de dados

mostra a acuracia, sensibilidade, especificidade e

Cialis®; o desvio padréo é apresentado entre parénteses.

Tabela 2.1 - Médias de desempenho das diferentes particbes de treino-teste para Cialis®

Particdo do banco de dados % treino—% teste para Cialis®

. 60-40% 75-25% 90-10%
Métricas de
desempenho
Anzanello Método Anzanello Método Anzanello Método
et al. (2013) proposto et al. (2013) proposto et al. (2013) proposto
Acuracia 0.9806 (.0140) 1(0) 0.9861 (.0128) 1(0) 0.9897 (.0199) 1(0)
Sensibilidade 0.9485 (.0485) 1(0) 0.9610 (.0414) 1(0) 0.9708 (.0586) 1(0)
Especificidade 0.9943 (.0090) 1(0) 0.9968 (.0080) 1(0) 0.9988 (.0071) 1(0)
CO Retidos (%) 1.84 0.92 1.82 0.73 1.41 0.51

O método proposto utilizou 0,51% dos 661 COs originais para produzir
classificagbes perfeitas (isto €, acuracia, sensibilidade e especificidade médias
iguais a 1). Esse resultado é superior a proposta de Anzanello et al. (2013), a
qual exigia pelo menos 1,84% dos COs para atingir uma precisdo média de
0,9806, sensibilidade de 0,9485 e especificidade de 0,9943, e respectivos
desvios padrao de 0.0199, 0.0586 e 0,0071. Na particdo de 60-40%, usando
0,92% dos COs, o método proposto alcancou classificagcdes perfeitas. Isso

sugere que maiores propor¢gdes de treinamento fornecem ao método
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informacdes mais relevantes para estimar o indice de importancia dos COs,
contribuindo para identificagdo do subconjunto de variaveis. Também se observa
maior estabilidade dos resultados entre as simulacbes da proposta, tendo em

vista que com classificacoes perfeitas a variabilidade foi zero.

A tabela 3.2 mostra os COs selecionados com mais frequéncia. Nos
experimentos, os COs mais retidos s&o do intervalo 999cm™" até 1059cm™", para
todas as porcdes treino-teste. O numero médio de COs retidos € menor que 0s
encontrados por Anzanello et al. (2013), sugerindo que o método proposto com

base no SVD pode produzir subconjuntos de COs menores, porém informativos.

Tabela 2.2 - Percentual frequéncia dos COs retidos nos subconjuntos de Cialis®

Particdes do banco de dados

Comprimentos de onda (cm") Treino 60%, Treino 75%, Treino 90%,
Teste 40% Teste 25% Teste 10%
1022 98.54 99.87 99.94
1024 81.79 83.63 86.21
1020 82.46 68.64 40.10
1032 65.88 53.12 26.41
1028 58.62 39.90 14.16
1026 48.98 37.12 18.26
1030 44.85 28.53 9.65
1018 31.26 21.12 8.49
1034 22.13 11.86 3.83
1016 12.91 5.60 3.14
1014 9.04 2.18 0.69
1012 5.10 1.06 0.04
1059 3.05 1.01 0.03
999 2.01 0.69 0.04
1001 1.64 0.37 0.01
1009 1.06 0.39 0.06
1005 1.11 0.25 0.01
1055 0.40 0.13 0.01
1038 0.17 0.04 0.01

A figura 2.1 mostra os COs com a maior frequéncia de retengéo para a
particao de 90-10%. Além do numero reduzido de COs retidos, também é notavel
a pequena variagao nos COs retidos. Isso sugere robustez e consisténcia do

indice de importancia proposto. As regides espectrais retidas estdo relacionadas
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a deformacgdes de =C-H fora do plano e trechos axiais dos limites de C-O e C-N
encontrados nas estruturas de taladafil (COLTHUP et al., 1990).

999-1059¢cm'

Absorvancia
——

|.‘.I'... 1] 1 - :...:'-'l 1 I-|.
Comprimentos de Onda

Figura 2.2 - Espectros de Cialis® representativos dos subconjuntos auténticos (em verde),
falsificados (em vermelho) e dos COs retidos (tom azul).

O método também demonstra desempenho superior nas amostras de
Viagra® em comparagéo aos resultados de Anzanello et al. (2013), como pode
ser visto na tabela 3. A porcentagem média de COs na particao de 60-40% foi
de 0,23%, com acuracia, sensibilidade e especificidade iguais a 1. Na proporgéo
de 90-10%, o método obteve os melhores resultados, com percentual médio de
COs de 0,17% e classificacbes perfeitas. Para a proporcao de 75 a 25%, a
porcentagem média de COs obtida foi de 0,21%, com acuracia, sensibilidade e
especificidade iguais a 1. Em todas as aferigbes a variabilidade das simulagdes
foi menor nos resultados do método proposto. Isso demonstra que a abordagem
sugerida gerou subconjuntos de variaveis que, além de resultarem em precisédo

superior na classificagdo, conduziram a resultados mais estaveis.
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Tabela 2.3 - Médias de desempenho das diferentes porgdes de treino-teste para Viagra®

Particdo do banco de dados % treino—% teste para Viagra®

. 60-40% 75-25% 90-10%
Métricas de
desempenho
Anzanello Método Anzanello Método Anzanello Método
etal. (2013) proposto et al. (2013) proposto et al. (2013) proposto
Acuracia 0.9100 (.0378) 1(0) 0.9267 (.0366) 1(0) 0.9349 (.0477) 1(0)
Sensibilidade 0.9256 (.0585) 1(0) 0.9349 (.0624) 1(0) 0.9068 (.1087) 1(0)
Especificidade  0.9013 (.0590) 1(0) 0.9223 (.0561) 1(0) 0.9503 (.0618) 1(0)
CO Retidos (%) 7.72 0.23 6.81 0.21 6.05 0.17

A medida que o tamanho da particdo de treino aumenta também é
verificado um aumento no desempenho, indicando que o SVD usado para gerar
o indice de importancia do COs se beneficia de mais informagdes. Além disso, a
variabilidade nas métricas de desempenho (acuracia, sensibilidade e
especificidade) sdo menores que os resultados de Anzanello et al. (2013),
indicando que o método proposto é robusto as variagcbes nas amostras de

treinamento.

A tabela 3.4 mostra os COs com alta frequéncia de inclusao estdo no
intervalo de 553cm™ a 557cm™'. Estes comprimentos de onda estdo
relacionados a deformacgao angular do tipo tesoura do SO2 e/ou estiramento do
C-H aromatico, ambos presentes no ingrediente sildenafila (COLTHUP et al.,
1990).

Tabela 2.4 - Percentual frequéncia dos COs retidos nos subconjuntos de Viagra®

Particées do banco de dados

CO (em) Treino 60%, Treino 75%, Treino 90%,
Teste 40% Teste 25% Teste 10%
557 100 100 100
553 17.61 14.65 8.59
555 21.79 10.45 1.51

Na figura 2.3 a banda do espectro de COs com maior frequéncia de

selecdo é destacada em azul, na faixa de COs 553-557cm™.
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Figura 2.3 - Espectros de Viagra® representativos dos subconjuntos auténticos (em verde),
falsificados (em vermelho) e dos COs retidos (tom azul).

Pode-se afirmar que a transformacao da matriz realizada diretamente nos
dados contribuiu para o aumento do desempenho. Outra vantagem dessa
estrutura em comparagdo com Anzanello et al. (2013) esta no fato de que os
COs foram selecionados com base em um processo de inclusdo forward, e os
COs que nao contribuissem para a acuracia da classificagdo eram removidos do

subconjunto selecionado.
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2.4 Conclusoes

Técnicas analiticas tradicionais, como a espectroscopia (ATR-FTIR),
resultam em um grande numero de COs que tendem a reduzir o desempenho
dos modelos de classificagcao. Por isso, a selecdao do COs se torna altamente
relevante. A estrutura proposta inova ao utilizar a decomposicdo SVD para
calcular a importancia de cada COs. Em vez de aplicar o PCA como em
Anzanello et al. (2013) para estimar esse indice de importancia, o método

proposto se baseia em SVD.

Diferentemente do PCA — que depende de quao bem os dados sao
representados na matriz quadrada gerada no pré-processamento - o SVD
trabalha com matrizes retangulares que permitem o uso de dados sem pré-

processamento.

O uso de métodos de selec¢ao de variaveis nos dados do ATR-FTIR é de
grande importancia, pois torna a analise mais eficiente. A selegéo correta dos
COs permite uma classificagdo mais precisa das amostras, caracteristica
necessaria no campo da ciéncia forense. Além disso, a reducdo dos COs
necessarios para a classificacdo das amostras permite a utilizacdo de
dispositivos portateis mais baratos, por tratarem de intervalos curtos e
especificos de COs, o que ajudaria o trabalho de campo das autoridades policiais

em fiscalizacoes.

Amostras auténticas e falsificadas de Cialis® e Viagra® foram utilizadas
para validar a proposta. Os resultados mostram que um subconjunto bastante
reduzido de COs alcangou uma alta acuracia na classificagdo das amostras.
Além disso, demonstrou-se que nao apenas os principais ingredientes dos
medicamentos sido elementos importantes, mas também os excipientes
mostram-se relevantes para a correta classificacdo dos medicamentos nas

classes auténtica ou falsificada.

Sugere-se, entre possiveis estudos futuros, comparar o desempenho do
indice de importancia das variaveis com outros indices da literatura, como
Laplacian Score (HE et al., 2005), Information Gain, Mutual Information, Gini

Index (AGGARWAL, 2014). Também, propdem-se experimentos com outros
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métodos de aprendizagem de maquina, considerando, inclusive, bases de dados

multiclasse.
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3 SEGUNDO ARTIGO

METODO HiBRIDO DE CLASSIFICAGAO BINARIA BASEADO EM
ENSEMBLE LOGISTIC GMDH-TYPE NEURAL NETWORKS

Resumo: Processos industriais e quimicos geram grandes volumes de variaveis, as quais podem
apresentar niveis de ruido e correlagdes que dificultam o monitoramento e o controle de tais
processos. Nesse contexto, a selegao do subconjunto de variaveis com maior poder preditivo
representa um desafio. O presente estudo propdée um novo método para identificagdo do
subconjunto de variaveis com maior poder de classificacao de amostras industriais. Para tanto,
a decomposicdo de valores singulares (SVD) € integrada com a técnica de classificagdo
Ensemble Logistic GMDH-type Neural Networks (EL-GMDH-NN). O SVD é utilizado para calcular
o indice de importancia de cada variavel. Um processo iterativo cria modelos adicionando
variaveis na ordem decrescente do indice de importancia. As variaveis que aumentam a acuracia
de classificagéo sao selecionadas. Quando aplicada a bancos de dados industriais, a abordagem
proposta conduziu, nos melhores casos, a classificagbes 100% acuradas com somente 2.72%
das 95 variaveis iniciais no banco de dados OXY. Na base de dados referente ao ponto de fulgor
do biodiesel e diesel, 98.8% de acuracia com somente 0.33% das 1.738 variaveis. Todos os
resultados se mostraram superiores quando comparados com Regressao Logistica Stepwise,
Logistic GMDH e a proposta de Anzanello et al. (2009).

Palavras-chave: Ranking n&o supervisionado. Stacking Ensemble. Group Method Data
Handling.

3.1 Introdugao

O processo de selecao de variaveis nao é ftrivial, pois raramente as
variaveis sao totalmente independentes, sendo comum possuirem redundancia
e baixo nivel de informagdo (HUNTER, 2000). De acordo com Anzanello et al.
(2009), processos industriais e quimicos geram um elevado numero de variaveis,
muitas delas correlacionadas. Bancos de dados podem ter variaveis irrelevantes
com potencial para interferir nas variaveis reais, introduzindo heterogeneidade
nos dados e gerando dependéncia (KHAIRE; DHANALAKSHMI, 2019). No
entanto, a verificagao de todos os subconjuntos possiveis de varaveis pode ser
extremamente onerosa (precisamente 2™ — 1, onde n € o numero de variaveis)

e rapidamente convergir para um problema NP-dificil, em razdo do grande
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numero de subconjuntos possiveis (JENSEN; SHEN, 2008). Assim, métodos de
estatistica multivariada, decomposigdo matricial e técnicas de aprendizagem de
maquina sado comumente aplicados para encontrar os subconjuntos de dados
que reduzem o ruido, valores incompletos, redundantes ou ausentes dos bancos
de dados em analise (MATHEUS et al., 1993; DEOGUN et al., 1997; DEOGUN
et al., 1998; ERIKSSON; WOLD, 2010). Como resultado, a identificacao das
variaveis mais relevantes contribui para a eficiéncia dos modelos preditivos,
melhorando a precisdo, reduzindo custo computacional e, especialmente em
processos industriais, tem potencial de identificar variaveis que geram custo de
afericdo mas nao oferecem retorno pratico (LIU; MOTODA, 1998). Por esses

motivos, a selecéo de variaveis tem sido aplicada em diversas areas.

Kira e Rendell (1992) utilizam a selecéo de variaveis para eliminar testes
de diagndstico médico redundantes, reduzindo assim o custo e o tempo do
processo. Huang et al. (2011) propdem uma nova abordagem de selegédo de
variaveis para identificar genes com potencial biomarcador multicancer. Ming e
Zhao (2018) descrevem a selecao de variaveis como chave para detecgao e
diagnostico de falhas em processos industriais quimicos. Em andlises de
Biodiesel e Diesel, Ferrao et al. (2011) propdem um modelo que seleciona as
bandas de espectro mais adequadas para analises da qualidade utilizando
propriedades fisico-quimicas. Para os autores, identificar as melhores bandas
contribui para aprimorar o monitoramento da qualidade, o que se reflete na
queima adequada do combustivel nos motores, evitando depreciacido acelerada

e gerando economia de combustivel.

Modelos para selegao de variaveis podem implementar estratégias que
mesclam diferentes técnicas. Li et al. (2014) combinam estatistica com
aprendizagem de maquina para definir as varidaveis mais importantes em
processos financeiros do gerenciamento de risco corporativo. Anzanello et al.
(2013) propdem um método de selecdo de variaveis com uma abordagem
heuristica integrada, no qual aplica-se inicialmente a analise de componentes
principais nos dados originais para criar um indice de importancia das variaveis.
Em seguida, modelos k-nearest neighbor sdo criados com a backward
elimination das variaveis. Por fim, é selecionado o subconjunto de variaveis que

compdem o modelo mais acurado. Comparado ao PCA, o SVD tem a vantagem
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de usar matrizes retangulares sem a necessidade de pré-processamento para
transformagao de dados em matrizes de covariancia ou matrizes de correlagao
(GOLUB; KAHAN, 1965). Ademais, Skillicorn (2007) destaca que o SVD analisa
os atributos de forma conjunta, o que resulta em mais sensibilidade na
identificacdo do ruido sobre todo o conjunto de dados. Da mesma forma, no
ambito da aprendizagem de maquina, métodos como Redes Neurais Artificiais
(ANN) sdo uma alternativa para o KNN, em geral apresentando desempenho
superior (BROMLEY; SACKINGER, 1991; MOOSAVIAN et al., 2013).

O presente artigo implementa um novo método, denominado SVD-GMDH,
que seleciona variaveis para classificacdo binaria de amostras oriundas de
processos industriais. A proposta utiliza o SVD para calcular o indice de
importancia de cada variavel e o integra ao método Ensemble Logistic GMDH-
type Neural Networks (EL-GMDH-NN). O EL-GMDH-NN tem como principal
vantagem agregar o desempenho de multiplos algoritmos de aprendizagem,
combinando-os em um unico algoritmo de aprendizagem, denominado meta
learning, como a rede neural logistica Logistic GMDH-NN (KONDO et al., 1999;
ROKACH, 2010). A Logistic GMDH-NN otimiza o numero de neurdnios, camadas
e variaveis de entrada mais relevantes (KONDO, 1998). Essa caracteristica
confere desempenho superior frente aos métodos tradicionais de redes neurais
(ONWUBOLU, 2009; BRAGA et al., 2012; AHMDI et al, 2019). Ademais, quando
o GMDH-NN é utilizado como meta learning, seu desempenho tende a ser ainda
mais destacavel (XIAO; HE, 2008; XIAO et al., 2014).

Para analisar o desempenho da proposta SVD-GMDH foram aplicados
experimentos sobre diversos conjuntos de dados caracterizados por uma classe
binaria de qualidade: conforme ou ndo conforme. Parte dos bancos se referem
a processos de produgao industrial, incluindo producao de nylon, emulsao na
industria de papel, polimerizagdo em um processo de latex, produgédo de éxido
de titdnio e producéao de antibidticos. Nesse coletivo de dados, a identificagdo do
subconjunto de variaveis que mais contribui para correta classificagdo, entre um
produto conforme ou nao conforme, também fornece informagdes que
possibilitam a revisdo do processo de afericdo. Essa analise pode levar a
reducdo de custos no processo de apuracdo da qualidade, caso variaveis

possam ser descartadas e nao aferidas.
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O segundo conjunto de dados analisado esta relacionado a propriedades
fisico-quimicas do Biodiesel e Diesel brasileiro. Nessa conjuntura, um algoritmo
que classifica com eficiéncia amostras entre conformes ou nao conformes
oferece confiabilidade ao processo de classificacdo. Biodiesel e Diesel de ma
qualidade refletem diretamente em desperdicio de combustivel, desgaste
acelerado do motor e custos com manutengéo do veiculo (Ferrdo et al., 2011).
Além disso, tanto para o conjunto do Biodiesel e Diesel quanto para os processos
industriais, a classificagao incorreta de conformidade tende a gerar leso material
e financeiro ao cliente (BRASIL, 1990) e pode inclusive impactar na imagem de
uma marca (PASQUALINI, 2019).

3.2 Método proposto — SVD-GMDH

O desenvolvimento da proposta é organizado em trés fases: (i) divisdo do
banco de dados, (ii) criacao do indice de importancia, e (iii) selecao das variaveis,

conforme figura 3.1.
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Figura 3.1 - Fluxograma do modelo SVD-GMDH

3.2.1 Divisao do banco de dados
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Considera-se uma matriz com M observagdes, descritas por uma classe
binaria “0”, que indica observagdo com qualidade nao conforme e “1”, que
representa observacido com qualidade conforme, contendo N variaveis com
valores reais. Tal matriz é randomicamente dividida em duas parti¢cdes: M, para

treino e M, de teste, para teste, com M. + M,. = M.

3.2.2 Criacgao do indice de importancia

Skillicorn (2007) define o SVD como um método de decomposicéo

matricial que transforma uma matriz A,n € Ry, cOM M linhas e N colunas, e

rank r, de forma a expor a quantidade de variancia de um conjunto de dados
utilizando variaveis latentes. Para o autor, a interpretacdo mais intuitiva € a
geomeétrica: os dados da matriz A, sé@o transformados de tal forma que a

variancia € maximizada em um eixo; o método entdo posiciona os dados em um
novo eixo que €, em relacédo ao primeiro, ortogonal e com variancia maximizada;
o método continua adicionando novos eixos ortogonais com variancia

maximizada a todos os anteriores, até r da matriz de dados. A fatoracao SVD da
matriz A, € representada pelo produto de trés matrizes Uy, Sy € V|In|
(equagéo 3.1). As matrizes U e V|¥n| sdo ortogonais esquerda e direita,

respectivamente, e a matriz A, € R, € diagonal.

A|mn| = U|rr|A|I‘F|V|’£n| (3-1)

Onde Ay, € a matriz original dos dados, U, € a matriz com as
coordenadas dos objetos no espago estendido pelos novos eixos, A, € a matriz
de valores singulares com fator de escala que indica a importancia relativa de
cada novo eixo e, V|¥n|| € a matriz com os novos eixos. A partir do SVD calcula-

se a quantidade de variancia explicada, y. Para calcular A, é necessario calcular

os autovalores A, de acordo com equagéao 3.2.

A= ujz(j =1,..,1) (3.2)
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onde, r € o numero de valores singulares, j é o indice de valores singulares e
autovalores correspondentes, A; € o j-ésimo autovalor e p; € o j-ésimo valor

singular.

O j-ésimo valor singular y; € determinado de tal forma que a variancia
entre os valores singulares € maximizada. A quantidade de variacédo explicada

por cada dimensdo singular € representada pelo coeficiente y;, como na

equacéao 3.3.
’ (3.3)
Y; = .
I =T
Entao, o indice de importancia é calculado, conforme equacéao 3.4.

r
@, = Zy,- via=1,.,N (3.4)

j=1

Por fim, o indice de importancia é aplicado para ordenar as variaveis de
forma decrescente (maiores valores de indice sugerem variaveis mais relevantes

para o processo de classificacao).

3.2.3 Selegao de variaveis

A fase de selecao de variaveis ocorre em um processo iterativo, no qual
cada variavel candidata é adicionada ao modelo Ensemble Logistic GMDH-NN
de acordo com a abordagem de inclusao forward. A acuracia do modelo é
verificada com a particdo M,.. Se houver aumento na acuracia, a variavel
candidata € mantida no subconjunto de variaveis selecionadas. Quando todas
as variaveis forem testadas ou o subconjunto em analise atingir acuracia de
100%, o processo é encerrado. Como resultado, é obtido o subconjunto de
variaveis recomendado para predicdo. O modelo EL-GMDH-NN utiliza a
metodologia ensemble e é descrito, conforme figura 3.2, em cinco passos: (i)
Divisdo da particdo de treino M, em sub-particbes Mgp—ir © Mgup—ts; (ii)
Learners: algoritmos de aprendizagem de maquina treinados com o subconjunto
de variaveis selecionadas e a nova variavel candidata, adicionada conforme

ordem do indice de importancia; (iii) Predictions: executar as predig¢des utilizando
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a sub-particao Mg,;,_s; (iv) Ensemble Logistic GMDH-NN: treinamento do modelo

com a predicdo de cada learner e a binaria classe da particdo M, _qs.
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Figura 3.2 - Criagdo do modelo EL-GMDH-NN

3.2.3.1 Learners e Predictions

A criagdo do modelo Ensemble Logistic GMDH-NN inicia com divisdo
aleatéria da particdo M, nas sub-particoes M ,_i, € My,—ts, NA razao de 70-30%.
Entdo a particdo M ,,_., que contém somente as variaveis eleitas e a nova
candidata, é utilizada para modelos learners: Suport Vector Machine (SVM)
(WANG, 2005), Random Forest (RF) (BREIMAN, 2001), Naive Bayes (NB)
(SURHONE et al., 2010), Regularization Paths for Generalized Linear Models
Coordinate Descent (GLMNET) (FRIEDMAN et al., 2009) e Single-hidden-layer
neural network (NNET) (RIPLEY, 2007). Os learners treinados sdo utilizados
para predicao da sub-particdo M, ;. O meta learning Logistic GMDH-NN é

criado utilizando como classe de resposta a classe da sub-particdo M., e como
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preditores o resultado da predi¢gao de cada um dos learners. A predicdo de cada
um dos learners, SVM, RF, NB, GLMNET e NNET, corresponde a uma variavel
independente do meta learning, representada, respectivamente, por x4, x,, X3, x4

e Xs.

3.2.3.2 Meta learning - Logistic GMDH-NN

Logistic GMDH-NN & um modelo que integra o método de redes neurais
artificiais Feedforward com a heuristica de auto-organizagago GMDH
(IVAKHNENKO, 1970). Na primeira camada do modelo de rede neural, cada
variavel preditiva é representada por um neurdnio, entao pares de neurénios sao
conectados via polindmio quadratico Kolmogorov—Gabor, resultando em n™ — 1
combinagdes, sendo n 0 numero de variaveis de entrada (NARIMAN- ZADEH et
al., 2002). Em seguida, um critério externo (geralmente erro médio quadrado
(MSE)), também conhecido como Criterion for Regularity (CR) é calculado para
cada conjunto de testes, de acordo com a equacéo 3.5 (FERNANDEZ; LOZANO,
2010). Conforme os autores, somente os neurdnios com o menor valor de CR
sdo mantidos. Em seguida, uma nova camada € criada usando as saidas
selecionadas e o processo comec¢a novamente formando pares de entradas.
Essas etapas sao repetidas para gerar novas camadas até que o critério de erro
pare de diminuir. Quando isso ocorre, a saida obtida sera a que atingiu o menor

valor de critério de erro na camada anterior.

.
1
CR=2 > Gh= ) (35)

onde T é o numero de vetores do subconjunto de teste; 3;, € o valor predito para
a n-ésima variavel; e y, € o valor atual da n-ésima variavel. Os parametros da
rede sao estimados utilizando séries de Volterra (VOLTERRA, 1930;
MASOUMNEZHAD et al., 2016). A equacgao 3.6 demonstra a conexao entre as

entradas e saidas do modelo.

m m m m m m
= Z +ZZCIJXXJ +ZZZdiijin Xkt (36)
=

i=1 j=1 i=1 j=1 k=

=N
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~

onde j € a predigao; y € {0,1}; m o numero de entradas a,b,c,d,e,:- sS40 0S
coeficientes da fungao; x é o vetor de entrada variaveis e i, j, k, --- sédo os indices
das variaveis. A saida y é arredondada para zero quando valor for menor que

0,5, caso contrario € assumido o valor 1.

A acuracia do modelo EL-GMDH-NN indica se o processo deve continuar,
adicionar uma nova variavel ou ser finalizado. Esse passo utiliza a particdo M,
para extrair a predi¢do dos learners treinados e submeter as predi¢cdes ao meta
learning EL-GMDH-NN. O processo é finalizado quando a acurécia atinge o valor

1 ou quando nao ha mais variaveis candidatas (o que acontecer antes).

3.3 Experimentos, resultados e discussoes

3.3.1 Amostras

O método proposto SVD-GMDH foi aplicado sobre nove bancos de dados
padronizados. Cinco foram obtidas por Gauchi e Chagnon (2001) e Wold et al.
(2001) e contém dados relacionados a aferigbes de processos industriais, como
a produgcdo de nylon (ADPN), emulsdo na industria de papel (GRANU),
polimerizagdo em um processo de latex (LATEX), produgao de 6xido de titanio
(OXY) e producao de antibioticos (SPIRA). As variaveis preditoras a serem
selecionadas descrevem temperaturas, pressdes e concentragao de reagentes
quimicos dos processos analisados. A variavel de resposta (classe) indica uma
caracteristica do produto, como viscosidade ou pureza, e é definida em dois
niveis (conforme ou ndo conforme), de acordo com especificagbes de Gauchi e
Chagnon (2001) e Wold et al. (2001). Os outros quatro bancos analisados foram
fornecidos por Ferrdo et al. (2011) e s&o relacionados a propriedades fisico-
guimicas do biodiesel e diesel brasileiro, como temperatura de transicdo do
estado liquido para o gasoso (BOILING POINT), velocidade de combustao e
compressao para ignicdo (CETANE NUMBER), temperatura de ignigéo
instantanea em contato com fogo (FLASH POINT) e viscosidade do combustivel
(VICOSITY). As classes foram definidas com base na mediana da variavel
resposta. Valores acima da mediana foram considerados conformes e valores
abaixo ou iguais a mediana foram considerados como nao conformes em relagcéao

a qualidade. A tabela 3.1 relaciona o nome de cada banco analisado, natureza
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da aplicacao, quantidade de variaveis, quantidade de observacgdes, quantidade
de observacodes classificadas como conforme e como n&o conforme e numero

de observagdes em cada uma das partigdes de treino-checagem de acuracia.

Tabela 3.1 - Bancos de dados de processos industriais e propriedades fisico-quimicas do
Biodiesel e Diesel brasileiro

Numero de observagdes

Numero Numero total Conformidade

Banco de Natureza da aplicacdo total de de Par’ugéo de Particao de teste
dados AP ~ treino
varidveis observagdes
Sim Ndo 60% 75% 90% 40% 25% 10%
ADPN Produgéo de nylon 100 71 51 20 43 53 64 28 18 7
Emulsé&o na industria de
GRANU 78 29 15 14 17 22 26 12 7 3
papel
Polimerizagdo em um
LATEX processo 117 262 184 78 157 197 236 105 66 26
latex
Produgéo de 6xido de
OXY L 95 25 18 7 15 19 23 10 6 3
titanio
SPIRA Producéo de antibidticos 96 145 95 50 87 109 131 58 36 15

Temperatura de

transicéo do

BOILING

estado liquido para o 401 113 60 53 68 85 102 45 28 11
POINT (C°) o

gasoso do Biodiesel e

Diesel e brasileiro

Indicador de velocidade

de combustéo e
CETANE

compressao para 401 113 59 54 68 85 102 45 28 11
NUMBER

igni¢céo do Biodiesel e

Diesel e brasileiro

Temperatura de ignigéo
FLASH instantanea em contato

1738 85 44 41 51 64 77 34 21 9
POINT (C°) com fogo do Biodiesel e

Diesel e brasileiro
Viscosidade do
VICOSITY  combustivel do Biodiesel 401 116 59 57 70 87 104 46 29 12

e Diesel e brasileiro.

3.3.2 Experimentos

Os resultados foram comparados com o estudo de Anzanello et al. (2009),
o qual implementou um novo indice de importancia das variaveis baseado em
Minimos Quadrados Parciais (PLS). No estudo dos autores, a proposta foi
comparada com outras abordagens e combinada com técnicas de aprendizagem
de maquina, tais como: k-Nearest Neighbor (KNN), Probabilistic Neural Network

(PNN) e Suport Vector Machine com regresséo PLS. Ademais, para comparar
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os resultados do método, foram utilizadas outras duas técnicas: Logistic
Stepwise Regression (bidirectional elimination) e Logistic GMDH-NN (KONDO et
al., 1999). Os experimentos foram conduzidos com porgdes de treino-checagem
de acuracia gerados aleatoriamente de forma estratificada e proporcional por
classe nos conjuntos 60-40%, 75-25% e 90-10%. No estudo de Anzanello et al.
(2009) nao estéo incluidos experimentos com particbes 60%-40% e 75-25%,
dessa forma ha lacunas de comparagcdo para essas particdbes. Foram
executadas de 200 a 10.000 simulacdes independentes, no qual o critério de
parada foi a convergéncia da média de acuracia das ultimas dez iteragdes. Para
implementar a proposta foi utilizada a linguagem de programacédo R (versao
3.6.2) (R CORE TEAM, 2019), com o pacote GMDH2 (versao 1.4) (DAG et al.,
2019).

3.3.3 Resultados e discussoes

Foram apurados como resultados o percentual meédio de variaveis retidas
(% variaveis retidas), percentual médio de acuracia (% acuracia) e percentual
médio do coeficiente de variagdo da acuracia (% CF) em percentual.. A tabela
3.2 demonstra o desempenho médio do SVD-GMDH para cada banco de dados

em cada particao de treino-checagem de acuracia.

Tabela 3.2 - Desempenho médio do SVD-GMDH

Por¢oes do banco de dados % treino—% checagem da acuracia

60-40% 75-25% 90-10%
Banco de dados % % %
% Acuracia % Acuracia % Acuracia
Variaveis Variaveis Variaveis
(% CF) i (%CF) i (%CF) .
retidas retidas retidas
ADPN 91,95 (5,06) 6,45 93,25 (4,87) 5,61 96,64 (5,75) 3,81
GRANU 88,3 (5,1) 2,34 90,28 (5,86) 1,99 94,2 (5,94) 1,37
LATEX 83,98 (5,34) 2,08 85,34 (6,28) 1,88 91,97 (6,95) 1,41
OXY 99,63 (0,98) 0,55 99,72 (1,09) 0,43 99,8 (1,47) 0,33
SPIRA 90,42 (4,24) 2,31 93,06 (4,47) 2,05 97,62 (4,79) 1,59
BOILING POINT 89,7 (6,3) 6,46 93,35 (3,82) 6,05 100 (0) 41
CETANE NUMBER 86,3 (3,58) 8,39 87,47 (4,48) 7,5 90,93 (5,86) 5,45
FLASH POINT 100 (0) 3,99 100 (0) 3,28 100 (0) 2,72
VICOSITY 83,24 (4,74) 8,54 86,02 (5,27) 7,39 91,98 (8,32) 5,62

O melhor resultado foi obtido na amostra FLASH POINT, para o qual SVD-

GMDH gerou 100% de acuracia, com percentual médio de variaveis variando de



50

3,99%, para porcao 60-40%, a 2,72%, na porcao 90-10%. Na amostra BOILING
POINT, a porgéao 90-10% também atingiu 100% de acuracia utilizando somente
4,1% das variaveis. Também destaca-se o resultado obtido na amostra OXY,
que mesmo possuindo somente 25 observacgdes, alcancou 100% de acuracia na
porcdo 90-10%. Em geral, a acuracia foi superior a 90% em 63% dos
experimentos, sendo que o menor resultado foi de 83,24% de acuracia para a
amostra VISCOSITY (por¢édo 60-40%). Da mesma forma, os resultados
mostraram-se positivos em relagéo a variabilidade da acuracia, com 85% dos
apontamentos apresentando valores inferiores a 6%. Na contramao, a
variabilidade mais expressiva foi de 8,32% para porgdo 90-10% da amostra
VICOSITY. Com relagédo ao percentual de variaveis retidas, 74% dos resultados
foram formados por subconjuntos com menos de 6% das variaveis. O resultado
mais impactante foi com a amostra de OXY, no qual, em média, somente 0,33%
das variaveis foram necessarias para formar um subconjunto de preditores que
gerasse, em média, 99,8% de acuracia. Outro resultado destacavel ocorreu com
o banco de dados FLASH POINT, que possui a mais alta dimensionalidade das
bases analisadas (1738 variaveis). O método utilizou, em média, somente 3,9%,
para porcao 60-40%, 3,28%, na porcao 75-25% e 2,72% das variaveis, com a
por¢cdo 90-10%, para compor subconjuntos de preditores que produzissem
classificacbes perfeitas. A tabela 3.3 traz o desempenho do SVD-GMDH

comparado a outras técnicas.

Tabela 3.3 - Comparagao de desempenho do SVD-GMDH

Anzanello et al. Regressao

(2009) Logistica Stepwise Logistic GMDH-NN SVD-GMDH
Banco o
de Trei % % % % % % %
reino % sal e 2 sal e . sal e £t P
dados Acuricia Varidveis Acuracia variaveis Acuracia variaveis Acuracia variaveis
retidas (% CF) retidas (% CF) retidas (% CF) retidas
60 69,82 (13,43) 6,76 79,54 (9,29) 8,06 91,95 (5,06) 6,45
ADPN 75 73,14 (14,46) 8,11 82,23 (11,14) 7,93 93,25 (4,87) 5,61
90 87,00 8,00 74,10 (19,50) 8,62 80,82 (17,53) 8,46 96,64 (5,75) 3,81
60 62,12 (7,00) 711 73,13 (10,66) 2,31 88,3 (5,1) 2,34
GRANU 75 55,55 (11,85) 5,84 74,42 (11,84) 2,23 90,28 (5,86) 1,99
90 87,00 7,70 66,66 (0) 7,58 71,29 (22,97) 2,15 94,2 (5,94) 1,37
60 83,83 (5,13) 18,62 70,89 (10,03) 2,17 83,98 (5,34) 2,08
LATEX 75 85,68 (4,46) 21,80 71,57 (10,93) 2,03 85,34 (6,28) 1,88
90 83,00 18,5 81,40 (4,59) 20,09 70,89 (17,14) 2 91,97 (6,95) 1,41

OXY 60 66,66 (24,74) 2,74 98,76 (1,57) 0,63 99,63 (0,98) 0,55
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75 76,00(7,20) 175  97,64(237) 078  99,72(1,09) 043
) 73,00 630  8333(2309) 2,11 100 (0) 062  998(147) 033

60 7192(850) 1673 70,09 (7.61) 236 90,42 (424) 2,31

SPIRA 75 58,80 (1596) 17,96  77,93(8,66) 272 9306 (447) 2,05
) 90,00 420 6160(21,70) 2642  8229(1038) 2,03  97,62(479) 1,59

60 7048 (7,19) 345 7024 (1112) 1062 897 (63) 6,46

BF?C')';:\‘NTG 75 82,75 (0) 412 68,27 (9,5) 838  9335(882) 605
9 87,74 (481) 425  8333(2191) 385 100 (0) 41

60 6449 (424) 399  781(633) 598  863(358) 839

,\?E“TA’QEE 75 65,51 (0) 362  7668(0,09) 807 87,47 (4,48) 75

9 70,83(17.85) 549  817(466) 729  9093(586) 545

60 55,88 (31,58) 100 100 (0) 9,61 100 (0) 3,99

E'g}ﬁ;' 75 86,36 (10,52) 100 85,71 (0) 8,98 100 (0) 3,28
9 7777 (1428) 100 82,46 (2074) 10,03 100 (0) 2,72

60 80,85 (541) 100 7434 (477) 888 8324 (474) 854

VISCOSITY 75 5517 (6,25 100 773(542) 785  86,02(527) 7,39
9 5833 (14,20) 100  7429(9,22) 744  91,98(8,32) 562

Em todas as comparacdes o desempenho do SVD-GMDH mostrou-se
superior com relacado a acuracia, com excecao da base OXY, no qual a porcao
90-10% obteve 99,8%, enquanto que no método Logistic GMDH-NN as
classificagbes foram perfeitas. No entanto, também é possivel constatar que
foram necessarias, aproximadamente, o dobro de variaveis, com 0,62% contra
0,33% do SVD-GMDH. Esse resultado, em especial, indica que o indice de
importancia de variaveis calculado a partir do SVD desempenha um papel
importante na orientacdo da composigédo dos subconjuntos. Sobre essa o6tica, e
ponderando que a diferenga de acuracia ndo € extremamente pequena (0,02%),
pode-se considerar que o SVD-GMDH também mostra-se superior nesse

resultado.

No conjunto de dados relacionados aos processos industriais (ADPN,
GRANU, LATEX, OXY e SPIRA), verificou-se que o segundo método com melhor
desempenho foi Anzanello et al. (2009). Todavia, enfatiza-se que o SVD-GMDH
demonstrou desempenho superior, mesmo ao comparar a particao 60-40% (com
acuracia de 90,86%) com 90-10% de Anzanello et al. (2009), que registrou 84%

de acuracia utilizando uma porgao maior da amostra para treinamento. Dentre
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todos os métodos, para todas as bases de dados, o pior desempenho foi obtido

pelo método Regressao Logistica Stepwise.

O processo de selegao de variaveis tem como principal objetivo a
definicdo de um subconjunto 6timo ou subdtimo de preditores, como relata
Guyon e Elisseeff (2003). Porém, um grande beneficio que pode ser obtido,
principalmente em processos industriais, € a identificacao das variaveis que nao
sao relevantes. Essa informagao pode nutrir analises para otimizar as afericoes
de qualidade, aumentando a eficacia do processo e reduzindo custos de
producdo. Tomando como base essa abordagem, a tabela 3.4 descreve, para as
bases de dados relacionadas a processos industriais, o percentual de variaveis
gue ndo esteve presente em nenhum subconjunto de variaveis selecionadas nas

simulagoes.

Tabela 3.4 - Variaveis ndo selecionadas

% de variaveis n3do selecionadas
Porgao 60-40% Porgao 75-25% Porgao 90-10%

Banco de dados

ADPN 15,00 19,00 39,00
GRANU 26,92 33,33 41,03
LATEX 8,55 11,11 24,79
041 51,58 55,79 60,00
SPIRA 2,08 5,21 10,42

Como destaque, a tabela 3.4 demonstra que, mesmo na porgéao 60-40%,
que fornece a menor fracdo de dados para treino, no banco de dados OXY
51,58% das variaveis ndo foram utilizadas para compor subconjuntos de
preditores. Quando foi utilizada a porgao que oferece mais dados ao treino, 90-
10%, a identificacdo das variaveis mais importantes torna-se mais precisa, o que
levou ao apontamento de mais variaveis a serem descartadas como preditores.
No resultado menos expressivo, 2,08% das variaveis ndo sao relevantes, um
resultado que, apesar de ser mais modesto, caracteriza uma informagao
importante para otimizagdo do processo de qualidade. Como os preditores sao
relacionados a uma classe que indica a conformidade de qualidade, é possivel
utilizar essa informagdo para investigar se as variaveis tidas como nao
importantes estdo sendo utilizadas em outras etapas do processo produtivo, e,
se nao estiverem sendo utilizadas, podem ser descartadas do processo de

afericdo da qualidade, tornando a atividade mais eficaz e reduzindo custos.
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3.4 Conclusoes

O processo de selecao de variaveis tem papel fundamental para criacéo
de modelos preditivos mais acurados e parcimoniosos, como relatam Guyon e
Elisseeff (2003). O modelo proposto, SVD-GMDH, apresenta uma inovagao ao
implementar um novo ranking de importancia das variaveis, baseado em SVD,
que elenca as variaveis com base no poder de discriminacdo das observagoes.
O ranking orienta, de forma iterativa, a inclusdo das variaveis em subconjuntos
de preditores utilizados no método de classificagdo Ensamble Logistic GMDH.
Esse método utiliza a estratégia stacking ensemble para combinar multiplos
algoritmos de aprendizagem de maquina. O SVD-GMDH mostrou-se eficiente
para definir o subconjunto 6timo ou subétimo de predicao quando comparado a
outros modelos para selecdo de variaveis, como Anzanello et al. (2009),

Regressao Logistica Stepwise e Logistic GMDH-NN.

Um dos primeiros beneficios que pode ser obtido com a aplicagao do
SVD-GMDH ¢é a melhora da acuracia na classificacdo de qualidade das amostras
entre conforme e ndo conforme. No conjunto de dados relacionados ao Biodiesel
e Diesel brasileiros, classificagcdes incorretas podem levar ao mercado um
produto prejudicial ao consumidor. Como consequéncia, um produto nao
conforme classificado de forma errada como conforme pode gerar desde um
maior consumo de combustivel até depreciacao acelerada ou falha no motor.
Para compreender o impacto de um produto ndo conforme no mercado, deve-se
considerar que, somente no Brasil, ha 2 milhées de caminhdes ativos, conforme
dados da Revista Exame (2019). Ademais, outro fato importante, mas visto de
forma indireta, esta na imagem da marca do Biodiesel e Diesel brasileiro, que

pode, inclusive, ecoar negativamente na esfera internacional.

Com relacao aos processos industriais, além da melhora na precisao da
classificagdo, o SVD-GMDH, ao reduzir os subconjuntos de preditores
importantes, também aponta um conjunto maior de variaveis ndo importantes.
Nesse sentido, o método coopera para gerar informagdes que podem ser
utilizadas na analise do processo de afericdo da qualidade, tendo como

consequéncias positivas a maior eficacia e redugao de custos.
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Sobre a estrutura do método, um aspecto de destaque € a utilizagcao do
algoritmo indutivo GMDH. A heuristica GMDH processa automaticamente inter-
relagbes nos dados, selecionar uma estrutura ideal de modelo ou rede e
aumentar a precisdo dos algoritmos existentes. O GMDH aplicado em redes
neurais consegue definir automaticamente a quantidade de camadas, neurénios
e quais sao as variaveis de entrada necessarias (excluindo as desnecessarias),

o que elimina a necessidade de definir os parametros do modelo arbitrariamente.

Cabe ressaltar que, mesmo apresentando os melhores resultados, o
meétodo torna-se pouco parcimonioso ao envolver diversos algoritmos. Nesse
contexto, caberiam estudos futuros sobre a integracédo do SVD com o GMDH no
sentido de melhorar a heuristica do GMDH, reduzindo a complexidade do

método.
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4 CONSIDERAGOES FINAIS

O processo de definicdo do subconjunto étimo ou subdtimo de variaveis
independentes contribui diretamente para o desempenho dos algoritmos
preditivos, da mesma forma que impacta diretamente em ganho computacional.
Ademais, a identificacdo das variaveis descartaveis, como comprimentos de
onda (COs) ou aferi¢gdes do processo de producgao, pode orientar o processo de
coleta das variaveis, direcionando o aperfeicoamento do processo ao focar nas
variaveis relevantes. A presente dissertagdo apresentou dois novos metodos
para selecido de varidveis que tomam como base o modelo proposto por
Anzanello et al. (2013), diferenciando-se do mesmo pela aplicacdo da
abordagem forward na adi¢cao de variaveis candidatas e pelo uso de um novo

ranking para quantificagao da importancia das variaveis baseado em SVD.

Tradicionalmente, métodos de decomposicao matricial sdo aplicados para
minimizar a dimensionalidade de um banco de dados, permitindo reduzir grande
parte da variabilidade em poucas dimensdes, como componentes principais
(PCA) ou valores singulares (SVD). Entretanto, para chegar as dimensdées, ainda
€ necessario submeter todas as variaveis originais. Nesse aspecto, € importante
observar que nao esta sendo feita uma selecéo de variaveis originais, mas sim
uma transformacgao, que precisara ser reexecutada toda vez que houver uma
atualizacao da base de dados. Contudo, esses métodos capturam a variabilidade
dos dados de forma a permitir a apuragéo de um ranking de importancia sobre
as variaveis preditivas sem utilizar a classe, ou seja, um ranking nao
supervisionado. Essa aparente desvantagem traz como beneficio a identificagéo
das variaveis com maior poder de discriminacdo das observacbes de uma
amostra. Em especial, o uso do SVD apresenta duas grandes vantagens frente
ao PCA. Primeiramente, por utilizar matrizes retangulares, ele dispensa
transformagdes para gerar uma matriz quadrada, como calculos de covariancia
ou correlacdo. Assim, o SVD nado depende de qudo bem um dado foi
representado pela transformacéo. A outra vantagem é que o SVD analisa de
forma conjunta os atributos, e o PCA, por outro lado, processa a analise de forma
independente. Isso confere maior sensibilidade na distingao entre sinal e ruido.

Essas vantagens mostraram-se benéficas na identificagcdo dos comprimentos de
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onda mais relevantes, como foi observado nos experimentos com amostras de

Cialis® e Viagra®, apresentados no artigo 1.

A falsificagdo de medicamentos € um problema que vai além do prejuizo
financeiro para os laboratérios e governo (impostos), pois representa risco a
saude publica. Nesse cenario, ndo ha garantias sobre o controle da qualidade e
dosagem dos ingredientes, assim como sobre todo o processo de fabricagao.
Além do mais, o problema tem sido potencializado pela redugéo do custo e facil
acesso aos equipamentos e ingredientes de fabricagdo. Todavia, a identificacao
de um medicamento falsificado pode ser automatizada com algoritmos de
aprendizagem de maquina, como o KNN, mas seu desempenho depende
fundamentalmente da qualidade dos preditores. Nesse sentido, a proposta da
dissertagdo, descrita no artigo 1, demonstrou desempenho superior ao método
de Anzanello et al. (2013), tido como referéncia. Em amostras de Cialis® e
Viagra® foram identificadas bandas especificas, contendo os comprimentos de
onda que mais discriminavam as observagcoes. Como beneficio, além de
melhorar o desempenho do classificador em relagcdo a ganho computacional e
aumento da acuracia, a identificacdo de comprimentos de onda em bandas
especificas permite o uso de dispositivos especializados em coletar as
respectivas faixas de comprimentos de onda. Essa vantagem contribui para o
uso de equipamentos mais acessiveis, em relacdo ao custo, e portaveis, para

operagcdes em campo de 6rgaos fiscalizadores.

Com base nos resultados obtidos no primeiro artigo, no segundo artigo o
método foi atualizado com a abordagem de aprendizagem de maquina Ensemble
Logistic GMDH-NN (EL-GMDH-NN), em substituicdo ao KNN. O novo método,
batizado como SVD-GMDH, foi aplicado sobre nove bancos de dados, sendo
cinco relacionados a processos industriais e quatro relativos a propriedades
fisico-quimicas do Biodiesel e Diesel brasileiros. Todos os bancos de dados sao
representados por uma classe binaria que indica conformidade ou nao
conformidade em relacdo a qualidade. Comparando os resultados com
Regressao Logistica Stepwise, Logistic GMDH-NN e o modelo de Anzanello et
al. (2009), o método proposto demonstrou desempenho superior, com maior
acuracia em menores subconjuntos de variaveis. Contudo, ha um aumento de

complexidade na proposta por parte do EL-GMDH-NN. Isso ocorre em
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decorréncia da estratégia stacking ensemble, no qual diversas técnicas de
aprendizagem de maquina sao combinadas e exercem papel de learners, e da

escolha do meta learning Logistic GMDH-NN.

O método de aprendizagem de maquina Logistic GMDH-NN é uma rede
neural, direcionada a predicao logistica, que foi otimizada pela heuristica Group
Method of Data Handling (GMDH). Essa otimizagdo confere a rede auto-
organizacao estrutural ao definir automaticamente a quantidade de neurdnios,
camadas e variaveis de entrada. Em experimentos para comparac¢éo no segundo
artigo, o método foi aplicado diretamente sobre os dados, resultando no
desempenho mais préximo da proposta SVD-GMDH. Ainda assim, o risco de
produzir resultados incorretos na classificacdo de qualidade (entre conforme ou
nao conforme) compensa o aumento de complexidade. Amostras de Biodiesel e
Diesel classificadas como conformes incorretamente irdo refletir nos
consumidores como aumento do consumo de combustivel, depreciacao
acelerada do motor, possibilidade de defeitos e, inclusive, desgaste da imagem
da marca. Da mesma maneira, classificagbes incorretas sobre os processos
industriais serao refratadas desde o ambiente de producéo até o consumidor

final.

A evolugdo da proposta da dissertagdo parte do artigo 2 e aponta para
dois possiveis topicos a serem abordados em implementacdes futuras. Em
primeira instancia esta o desafio de reduzir a complexidade. A heuristica do
GMDH contempla um processo de selecao de variaveis com potencial de ser
aperfeicoado caso seja fundamentado no ranking de importancia de variaveis
extraido a partir do SVD. Outro aspecto que pode ser abordado futuramente é a
apuracao da incerteza em relagéo ao ranking de importancia. No lugar de atribuir
escores de importancia para cada variavel, poderiam ser calculadas distribuicdes
de probabilidade. Sobre essa 6tica, seria possivel identificar empates técnicos,
no qual, em decorréncia da amostra, ndo haveria evidéncias suficientes para
apontar variaveis mais ou menos importantes. Utilizando esse diagndstico seria
possivel considerar o método utilizado para ranquear a importancia das variaveis
inadequado para o conjunto de dados ou, até mesmo, concluir que a amostra
nao apresenta evidéncia suficientes para que seja atribuido um indice de

importancia sobre as mesmas.



