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Estudo de algoritmos de agrupamento para aplicacao em dados petrograficos
Julia Eidelwein {jeidelwein@inf.ufrgs.br}

Introducao

O agrupamento de dados (clustering) € uma técnica
gue busca separar um conjunto de dados em grupos com
caracteristicas semelhantes. Diferentemente das técnicas de
classificacao, o agrupamento nao possui exemplos associados
aos dados de treinamento e, por isso, € denominado como
um método de aprendizado de maquina nao supervisionado.

No campo da Geologia, a separacao de petrofacies é
uma tarefa que exige muita experiéncia desses profissionais.
Petrofacies € um padrao de textura, estrutura e composicao
gue se apresenta em amostras de rocha em nivel
microscopico e que controla a porosidade dessas rochas.
Nesse contexto, a aplicacao de algoritmos de agrupamento
pode ser uma alternativa para automatizar essa tarefa.

Objetivo

|Identificar, dentre os algoritmos de clustering
analisados, qual é o mais apropriado para realizar a
separacao de petrofacies.

Descricao dos dados

O conjunto de dados explorado neste trabalho é

constituido por 651 descricoes de laminas de rocha-
reservatorios de petroleo coletadas em 6 diferentes bacias
sedimentares brasileiras. As instancias possuem atributos
relativos ao percentual de componentes primarios,
diagenéticos, texturais e de localizacao observados em 300

pontos de cada lamina.
Algoritmos analisados

Foram analisados, no total, trés algoritmos de
regressao: K-means, Affinity Propagation e Agglomerative
Clustering. Foram testadas variacdes nos parametros e o0s
modelos apresentados sao as configuracbes com o0s
melhores resultados.

A comparacao entre os algoritmos foi feita por meio
da métrica pairwise F1-measure e Adjusted Rand Score. Esta
computa a similaridade entre dois clusters, aquela é uma
média harmonica entre a precisao (quantos elementos

Descricao dos dados
*Clusters determinados por um especialista

agrupados no mesmo grupo pertencem, de fato, ao grupo) e
o recall (quantos elementos de um mesmo grupo foram de
fato agrupados juntos).

F-measure

F-measure

Datasets
Algoritmo

Agglomerative clustering (ward)
K-means
Affinity propagation

B Agglomerative clustering (average)

Comparacao da F-measure de cada algoritmo em cada dataset: quanto
mais proximo de 1 for o valor, melhor a qualidade do agrupamento.

Conclusao

Como pode ser observado no grafico acima, nenhum
dos algoritmos obteve desempenho dominante sobre os
datasets. A escolha da técnica mais adequada depende de
qual caracteristica deseja-se explorar: nos datasets mais
simples, o Agglomerative Clustering com Average linkage é
uma opcao razoavel, enquanto o Ward linkage se saiu
melhor nos datasets complexos.

O K-means, sendo um algoritmo de agrupamento de
proposito geral, tem um desempenho consistente entre os
datasets, além de ser o mais eficiente em tempo de
execucao. Apesar de ser nao deterministico, o desvio padrao
dos resultados do K-means foi pequeno nos datasets
explorados, nao sendo isso um obstaculo para sua utilizacao
nessa aplicacao.

Portanto, dentre todos os algoritmos testados, o
unico que pode ser efetivamente descartado € o Affinity
Propagation. Essa exclusao nao se deve ao desempenho do
algoritmo, mas sim a necessidade de configurar parametros
(damping e preferéncia) que nao sao diretos para os
usuarios, como ocorre nos outros algoritmos, que
necessitam apenas da quantidade de grupos desejados.
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