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NONENMACHER JUNIOR, L. A. Aplicagdo de técnicas multivariadas em paineis
sensoriais de café, 2018. Dissertacdo (Mestrado em Engenharia) — Universidade
Federal do Rio Grande do Sul, Brasil.

RESUMO

No setor alimenticio é frequente o uso de painéis sensoriais. Esses painéis sdo formados
por um grupo de degustadores treinados que avaliam amostras de produtos em diversos
atributos sensoriais e podem ser utilizados para garantir a autenticidade de produtos,
assegurar sua qualidade e obter suas caracteristicas sensoriais. Esta dissertacdo visa a
aplicar técnicas multivariadas em painéis sensoriais de café, com o objetivo de calibrar e
selecionar degustadores, prever notas conferidas pelos mesmos e classificar produtos
em categorias de qualidade. Para atingir esses objetivos, inicialmente utiliza-se o indice
Alfa de Ledauphin e um indice de aprendizado para simular o efeito do treinamento de
degustadores e comparar o desempenho de trés diferentes métodos de treinamento. Na
sequéncia, aplica-se uma regressdo por minimos quadrados parciais (PLSR) para prever
as notas conferidas pelos degustadores com base em variaveis fisico-quimicas,
selecionando as variaveis mais relevantes para predicdo através de um indice de
importancia de variaveis. Por fim, compara-se o desempenho combinado de dois indices
de selecdo de variaveis baseados em distancia de Bhattacharyya e analise de
componentes principais (PCA), e trés técnicas de classificacdo - algoritmo do vizinho
mais proximo (k-NN), analise linear discriminante (LDA) e rede neural probabilistica
(PNN) — na classificacdo de amostras em categorias de qualidade com base em dados
espectrais. Com a aplicacdo dessas técnicas foi possivel aprimorar a capacidade
preditiva e reduzir a quantidade de varidveis e avaliadores necessarios, reduzindo o

custo de futuros experimentos.

Palavras-chave: Painéis sensoriais, Café, Técnicas multivariadas, Selecdo de variaveis,
indice Alfa de Ledauphin.



NONENMACHER JUNIOR, L. A. Application of multivariate techniques in coffee
sensory panels. 2018. Dissertation (Master in Engineering) - Federal University of do
Rio Grande do Sul, Brazil.

ABSTRACT

In the food industry, the utilization of sensory panels is common. Those panels are
composed of a group of trained graders that evaluate some samples in a group of
sensory attributes, and can be utilized to guarantee the product’s authenticity, assure its
quality and obtain its sensory characteristics. This dissertation aims to apply
multivariate techniques in sensory panels of coffee products, to train and select graders,
forecast the grades given by them and classify products in quality categories. For those
purposes, initially the Alfa Index of Ledauphin and a learning index are utilized to
simulate the effect of training and compare the performance of three methods of
evaluators training. After, a partial least squares regression (PLSR) is applied to
forecast the grades given by graders based on physical and chemical variables of the
samples, selecting the variables with the best performance using a variable importance
index. Last, the combined performance of two variable importance indexes, based on
the Bhattacharyya distance and the principal component analysis (PCA), and three
classification techniques — the k-nearest neighbor algorithm (k-NN), the linear
discriminant analysis (LDA) and the probabilistic neural network (PNN) — are
compared when classifying samples based on spectral data. With the use of those
techniques, it was possible to increase the predictive capacity and reduce the amount of

variables and evaluators utilized, reducing the cost of future experiments.

Keywords: Sensory panels, Coffee, Multivariate Techniques, Variable Selection, Index
Alfa of Ledauphin.
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1. Introdugéo

Esta secdo apresenta a dissertacdo, iniciando pela introducdo do tema e
seguindo pelos objetivos e justificativa dos mesmos. Na sequéncia apresentam-se 0S
procedimentos adotados para atingimento dos objetivos e finaliza-se a se¢cdo com a
estrutura da dissertacéo e as delimitacdes do estudo.

1.1 Consideragdes Iniciais

Técnicas multivariadas sdo utilizadas em situagBes nas quais um conjunto de
mensuracdes € coletado para cada amostra ou individuo, podendo ser aplicadas com
objetivo descritivo ou inferencial (RENCHER, 2002). O uso dessas técnicas é crescente
nos mais diversos setores, inclusive na industria de alimentos (CALLAO e
RUISANCHEZ, 2018).

A industria alimenticia € um dos setores mais importantes da economia
brasileira, representando, em 2017, 9,8% do PIB e 17,9% da exportacdo do pais (ABIA,
2018). Um dos produtos de destaque deste setor é o café, segunda bebida mais
consumida no mundo, cujo consumo brasileiro em 2017 foi de 1,07 milhdes de
toneladas, tornando o pais o segundo maior consumidor de café do mundo (EMBRAPA,
2018).

No setor alimenticio € muito frequente a utilizacdo de painéis sensoriais. O
objetivo principal de um painel é a conducédo de testes validos e confidveis que gerem
dados para a tomada de decisdo, podendo esses dados ser utilizados para assegurar a
qualidade de um produto, garantir sua autenticidade, definir seu preco ou obter suas
caracteristicas sensoriais (MEILGAARD et al., 2007). Um painel é composto por um
grupo de degustadores treinados que avaliam amostras de produtos, conferindo a cada
amostra uma nota para cada atributo sensorial avaliado (MOSER et al., 2018).

Nesta dissertacdo serdo utilizados dados provenientes de painéis sensoriais de
cafés especiais, cujas amostras foram processadas por via-umida e sdo provenientes da
regido Sudoeste Serrana do Espirito Santo. Os painéis sensoriais foram compostos por
degustadores treinados e certificados pelo Coffe Quality Institute (CQI) e seguiram o
protocolo da Specialty Coffe Association of America (SCA). Nesse protocolo estdo

descritos os procedimentos para preparacdo das amostras e avaliacdo de dez atributos
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sensoriais (fragrancia / aroma, uniformidade, auséncia de defeitos, dogura, sabor,

acidez, corpo, finalizacéo, equilibrio e final) (SCA, 2018).
1.2 Objetivos

O objeto principal da dissertacédo € aplicar técnicas multivariadas sobre dados de
painéis sensoriais de café com vistas a mensurar o desempenho de degustadores e
prever notas/classes das amostras. Esse objetivo pode ser desdobrado nos seguintes
objetivos especificos:

(i) Comparar o aprimoramento de desempenho esperado pela aplicacdo de trés
métodos de treinamento a degustadores de um painel sensorial, definindo o método que
se destaca em cada situacao;

(if) Aplicar a regressdo PLS para prever notas conferidas por degustadores a
amostras de café em relacdo a dez atributos sensoriais, utilizando variaveis de processo

e fisico-quimicas como varidveis independentes do modelo;

(iii) Utilizar o indice Alfa de Ledauphin e um indice baseado em PLS para
selecionar degustadores e varidveis a fim de aumentar a capacidade preditiva da
regressdo PLS; e

(iv) Comparar o desempenho de dois indices de selecdo de variaveis (baseados
em PCA e distancia de Bhattacharyya) e trés técnicas de classificacdo (k-NN, LDA e
PNN) utilizadas para a classificacdo de amostras de café em duas categorias de

qualidade.
1.3 Justificativa do Tema e dos Objetivos

Na literatura académica encontram-se aplicaces de painéis sensoriais aliados a
técnicas quantitativas para diversos fins, dentre os quais destacam-se atestar a origem
geografica das amostras (PEREZ-ELORTONDO et al., 2018), discriminar produtos
(OBERRAUTTER, 2018), definir o numero 6timo de degustadores de um painel
(TALSMA, 2018) e avaliar caracteristicas desejadas por consumidores (SASAKI et al.,
2014). Apesar das diversas abordagens voltadas ao cumprimento dos objetivos acima,
entende-se como relevante a possibilidade de desenvolvimento de técnicas mais
robustas em termos de predicdo das variaveis sensoriais a partir de varidveis

laboratoriais descrevendo as amostras, bem como para sele¢cdo dos degustadores mais
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consistentes. Tais demandas tedricas justificam a presente dissertacdo em termos

académicos.

Sob perspectiva pratica, a aplicacdo das técnicas multivariadas tem dois
objetivos de interesse para produtores de café: redugdo de custo e aumento da qualidade
do produto. A redugéo do custo se manifesta na selecdo de degustadores, o que diminui
despesas relacionadas a execucdo de futuros painéis sensoriais. Além disso, ao
encontrar a melhor metodologia de treinamento dentre as trés propostas, reduz-se o
custo com treinamento. Por fim, a selecdo de varidveis também diminui os custos de
futuros experimentos, reduzindo despesas associadas a procedimentos laboratoriais. O
aumento da qualidade esta relacionado tanto a previsdo das notas conferidas pelos
degustadores quanto a classificacdo das amostras em categorias de qualidade, pois elas
fornecem informagdo que permitem aos produtores identificar quais fatores de seu
processo produtivo tem mais efeito na qualidade do café. De tal forma, tais objetivos

justificam o presente trabalho no ambito pratico.
1.4 Procedimentos Metodoldgicos

A presente pesquisa é de natureza ¢ aplicada, pois utiliza a base tedrica para a
solucdo de problemas praticos, e tem uma abordagem quantitativa, pelo uso de
modelagem matematica e técnicas estatisticas para solucdo dos problemas. Quanto aos
procedimentos técnicos, a pesquisa se classifica como Expost-facto, pois se utilizam os
dados apds ocorréncia dos fatos, ndo havendo controle das varidveis independentes.
Quanto aos objetivos, é tida como explicativa porque visa a identificar as variaveis que
contribuem para a ocorréncia dos fendomenos (DA SILVA e MENEZES, 2005).

O método proposto pelo primeiro artigo inicia-se pelo célculo do Alfa de
Ledauphin do painel, obtido através das médias dos indices Alfa de cada degustador, e
pelo calculo da matriz ponderada de notas. Através dessa matriz ponderada e de um
indice de aprendizado simula-se o efeito do treinamento de um degustador. Na
sequéncia sdo simulados os efeitos dos trés tipos de treinamento: treinamento de
atributos para todos os degustadores, treinamento de degustadores em todos os tributos
e treinamento de cada atributo para cada degustador, sendo cada treinamento simulado
com quatro valores de indice de aprendizado. Por fim, os tipos de treinamento sdo
comparados para cada valor de indice de aprendizado e define-se o treinamento para

cada situacéo.
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Para prever as notas conferidas por degustadores as amostras de café, o segundo
artigo é executado em trés etapas. Na primeira etapa aplica-se a regressdo PLS,
definindo-se 0 nimero de componentes a ser utilizado com base no erro de predi¢do. A
partir disso, a segunda etapa tem por objetivo selecionar os degustadores que
maximizem a capacidade preditiva do modelo. Para isto, os degustadores sdo ordenados
pelo Indice Alfa de Ledauphin e, a cada rodada, retira-se o degustador de menor indice
e se recalcula o erro de predicdo. Ao fim deste processo, seleciona-se o nimero de
degustadores que conduz ao menor erro. Por fim, a terceira etapa faz a selecdo de
variaveis (fisico-quimicas e de processo) utilizando um processo semelhante ao da
segunda etapa, com a utilizagdo de um indice de importancia baseado em pardmetros do
PLS ao invés do Alfa de Ledauphin.

O terceiro artigo tem como objetivo comparar o desempenho combinado de dois
indices de selecdo de varidveis e trés técnicas de classificagdo para a classificacdo de
amostras de café em categorias de qualidade com base em dados espectrais. O primeiro
passo consiste em processar as variaveis espectrais pelo método SNV (Standard normal
variate), corrigindo os efeitos de disperséo da luz. Apos isso, calculam-se dois indices
de importancia para cada varidvel, baseados em coeficientes do PCA e distancia de
Bhattacharyya. Na sequéncia, sdo executados 0s experimentos para cada uma das 42
combinagbes de técnicas (k-NN, LDA e PNN), indices e atributos, sendo que cada
experimento consiste em aplicar a técnica, calcular a acuracia de classificagdo, retirar o
degustador de pior indice e calcular novamente a acuracia, até restar apenas uma
variavel. Por fim, os indices e as técnicas de classificacdo sdo comparados entre si a fim

de encontrar a melhor combinacéo; faz-se entdo uma analise de cada atributo.
1.5 Estrutura da Dissertacao

A dissertacdo € dividida em cinco capitulos. O primeiro capitulo introduz o
tema, seguido pela apresentacao dos objetivos e justificativa do trabalho. Este capitulo €
finalizado com a apresentacdo dos procedimentos metodoldgicos e delimitacbes da

pesquisa.

O segundo capitulo é composto pelo primeiro artigo, que compara trés metodos
de treinamento de degustadores (treinamento de atributos, treinamento de degustadores

e treinamento combinado) de um painel sensorial de café. O treinamento é simulado
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através de um indice de aprendizado e de uma matriz de notas ponderadas e o
desempenho do treinamento ¢ obtido pela utilizagdo do indice Alfa de Ledauphin.

O terceiro capitulo apresenta o segundo artigo, que visa a aplicar a regressao
PLS para prever notas conferidas por degustadores a amostras de café, utilizando
variaveis de processo e fisico-quimicas como varidveis independentes. Juntamente a
regressdo € realizada uma selecdo de degustadores e varidveis que tem como objetivo
aumentar a capacidade preditiva do modelo e reduzir o custo de futuros experimentos. A
selecdo de degustadores é executada com o uso do Indice Alfa de Ledauphin e da
selecdo de variaveis com um indice de importancia baseado em parametros do PLS.

No quarto capitulo vem o terceiro artigo, cujo objetivo é comparar o
desempenho de combinacdes de técnicas de classificacdo e indices de importancia de
varidveis na classificacdo de amostras de café em faixas de qualidade com base em
varidveis espectrais. S8o comparados dois indices (um baseado em parametros do PCA
e outro na distancia de Bhattacharyya), e trés técnicas de classificacdo (k-NN, LDA e
PNN); as combinagdes de técnicas e indices sdo aplicadas para sete atributos sensoriais
do produto.

Por fim, o quinto capitulo apresenta a conclusdao do trabalho, avaliando os
resultados da dissertacdo com base nos objetivos e delimitacdes da mesma. Além disso,

esse capitulo apresenta sugestdes para pesquisas e desdobramentos futuros no tema.
1.6 Delimitagdes do Estudo
Este estudo apresenta as seguintes delimitacdes:

= As técnicas sdo aplicadas apenas em dados provenientes de painéis
sensoriais de amostras de café de uma regido especifica do Brasil, ndo sendo
os resultados replicados para outras amostras de café ou diferentes produtos

alimenticios;

= Nao sdo propostas novas ferramentas de previséo, classificacao e selecdo de
variaveis, sendo apenas utilizadas combinagcfes dessas técnicas para

atingimento dos objetivos;
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= As selegBes de variaveis e degustadores utilizam somente técnicas baseadas
em indices de importancia, ndo sendo utilizadas outras abordagens de

selecdo; e

= O treinamento de degustadores ndo é aplicado em situacdo préatica, sendo
seus efeitos simulados através de um indice de aprendizado e de uma matriz

ponderada de notas.
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2. Primeiro artigo: Proposicdo de alternativas de treinamento de degustadores em

um painel sensorial utilizando indices de desempenho

Luiz Anténio Nonenmacher Junior (ljuniornone@gmail.com)

Michel José Anzanello (anzanello@producao.ufrgs.br)
Resumo

Painéis sensoriais sdo muito utilizados na industria de alimentos para controle de
qualidade, classificacdo de produtos em categorias e pesquisas com diversos fins. Um
painel sensorial é composto por um grupo de degustadores que confere notas a
diferentes atributos sensoriais de amostras de produtos; em tal processo, espera-se que
0 painel seja composto por membros que avaliem produtos iguais de forma semelhante
e consigam discriminar produtos diferentes. O objetivo deste artigo é aplicar e
comparar trés abordagens de treinamento de degustadores, com o objetivo de melhorar
o desempenho do painel, medido através do indice Alfa de Ledauphin. As trés
abordagens comparadas foram (i) treinamento de alguns degustadores para todos 0s
atributos (treinamento de degustadores), (ii) treinamento de alguns atributos para
todos os degustadores (treinamento de atributos), e (iii) combinacdo dessas duas
técnicas (alguns atributos para alguns degustadores). O método combinado foi o que
apresentou os melhores resultados, com uma necessidade de treinamento, para um
mesmo desempenho do painel, 18,7% menor que o treinamento de degustadores e

51,4% menor que o treinamento de atributos.

Palavras-chave: Painéis Sensoriais, Treinamento de Degustadores, indice Alfa de

Ledauphin.
Abstract

Sensory panels are commonly utilized in the food industry for purposes of quality
control, classification and research. A sensory panel is composed of a group of graders
that evaluate some products samples in a group of attributes. It is expected that the
graders which compose a panel are capable of evaluating equally the same products
and capable of discriminating different ones. The objective of this article is to apply and
compare three methods of training of graders that aim to increase the panel

performance, evaluated by the Alpha Index of Ledauphin. The three compared methods
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are: (i) training of some graders in all attributes (graders training), (ii) training of
some attributes for all graders (attributes training) and (iii) the combination of this
techniques (some attributes for some graders). The combined method is the one that
presented the best results, with a training need, for the same panel performance, 18.7%

lower than the graders training and 51.4% lower than the attributes training.
Keywords: Sensory Panels, Graders Training, Alpha Index of Ledauphin.

2.1. Introdugéo

Na industria de alimentos € comum 0 uso de painéis sensoriais para se avaliar
um grupo de caracteristicas sensoriais de um produto (WILDERJANS e CARIOU,
2016) com vistas ao controle de qualidade e classificacdo dos produtos em faixas de
atribuicéo de valor (por exemplo, faixas premium e regular), dentre outros (BANFIELD
e HARRIES, 1975). Um painel € formado por um grupo de degustadores treinados que
conferem notas a amostras de produtos (com a presenca ou nao de repeticdes) descritos
por um conjunto de atributos, sendo os resultados tipicamente expressos numa escala
numeérica (ANZANELLO et al., 2011).

Para assegurar que um painel tenha um bom desempenho, € fundamental que
seus integrantes sejam simultaneamente capazes de avaliar produtos de forma
semelhante entre si e de discriminar produtos diferentes. Existem diferentes técnicas
para mensurar o desempenho de um painel, sendo que nesse artigo serd utilizado o
indice Alfa de Ledauphin (LEDAUPHIN et al., 2006). Tal indice é baseado no
autovetor B, obtido a partir do maior autovalor de uma matriz S gerada a partir da
comparacdo de matrizes que descrevem as notas individuais de cada degustador do
painel sensorial. Essa técnica gera dois principais resultados: um indice que mensura a
concordancia do painel como um todo e uma série de valores que avalia 0 desempenho

de cada um dos degustadores.

Este artigo propGe a comparagdo de trés cursos de acao distintos com vistas ao
treinamento de degustadores, monitorando seu resultado através do Alfa de Ledauphin
do painel. Um desses métodos, mais utilizado na pratica, consiste em selecionar um ou
mais degustadores e treina-lo em todos os atributos. Um dos métodos propostos consiste
em selecionar um ou mais atributos e treina-lo dentre todos os degustadores. Por fim, o
ultimo método proposto consiste em conduzir um treinamento de forma combinada,

selecionando apenas alguns atributos de alguns degustadores para realizar o
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treinamento. O impacto do treinamento sobre as notas de cada degustador sera simulado

com a utilizagdo de uma matriz ponderada de notas e um indice de aprendizado.

Este artigo estd organizado em cinco se¢des. Apds a introducdo, a se¢do 2.2
apresenta algumas técnicas utilizadas para avaliar o desempenho de painéis sensoriais,
com enfoque no indice Alfa de Ledauphin. Ja a secdo 2.3 apresenta 0 método proposto
para 0 atingimento dos objetivos deste artigo, enquanto os resultados da aplicacéo e
uma analise dos mesmos compdem a secdo 2.4. Por fim, a secdo 2.5 conclui o artigo,
retomando os objetivos apresentados na introdugdo e sugerindo pesquisas futuras na

area.

2.2 Referencial tedrico

Essa secdo inicia com a definicdo de painéis sensoriais e a apresentacdo de
algumas técnicas utilizadas para avaliar o desempenho de tais painéis. Na sequéncia, as
premissas do Indice Alfa de Ledauphin, utilizado neste trabalho, sdo descritas em

maiores detalhes.

2.2.1 Abordagens para avaliacdo de desempenho de painéis sensoriais

Um painel sensorial que avalia um produto alimenticio € composto por um
grupo de degustadores treinados que graduam, em geral numa escala numérica, um
conjunto de atributos para diferentes amostras de um grupo de produtos. Para que o
painel sensorial tenha sucesso em sua implementacao, € desejado que os degustadores
sejam capazes de (i) repetir consistentemente suas avaliacdes ao longo do tempo, (ii)
avaliar produtos de maneira semelhante aos demais membros do painel, e (iii)
discriminar produtos com caracteristicas sensoriais diferentes (LATREILLE et al.,
2006). Existem diferentes metodologias para fazer a avaliacdo de desempenho de um

painel e de seus membros, conforme apresentadas a seguir.

Uma das abordagens basicas para avaliacdo de desempenho de painéis sensoriais
¢ utilizar a variancia dos dados para calcular indices numéricos que tém sua
significancia testada através de métodos estatisticos como a ANOVA ou o Teste T. Na
sequéncia, os indices podem formar um espaco bidimensional e os degustadores,
atributos ou produtos podem ser analisados graficamente. Um conjunto desses indices é
utilizado por Rossi (2012) para avaliar degustadores. S8o utilizados dois indicadores:
indice de repetitividade (repeatability), que avalia a capacidade do degustador de avaliar

repeticbes do mesmo produto de forma igual, e o indice de reprodutibilidade
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(reprodutibility), que mede a capacidade de um degustador, na média, ter uma mesma
avaliacdo que outros membros do painel. Este é um dos métodos comparados por Pinto

et al. (2014) para classificar degustadores de acordo com seu desempenho.

Outro conjunto de indices foi proposto por Bi (2007) para avaliar a qualidade de
um painel sensorial. Ele utiliza o coeficiente de concordéancia e o de confiabilidade
(agreement and reliability), sendo que o coeficiente de concordancia avalia o consenso
entre os diferentes degustadores para um mesmo produto e o de confiabilidade mede a
capacidade de discriminacdo do painel. Com prop6sitos semelhantes, Talsma (2016)
utiliza a teoria da generalizagéo para avaliar o desempenho de um painel sensorial e de
seus membros. A variancia é decomposta em sete elementos (avaliando a variancia do
produto, do degustador, da réplica e suas interacGes de segunda e terceira ordem); o
indicador de confiabilidade, por sua vez, é calculado através da divisdo da variancia de
cada componente pela variancia total.

Uma técnica frequentemente utilizada para avaliacdo de desempenho de painéis
é a analise de componentes principais (PCA). A técnica visa a transformar as variaveis
originais em um conjunto reduzido de componentes principais (combinacGes lineares
das variaveis originais) com o objetivo de explicar o maximo possivel da variabilidade
dos dados originais (BORGOGNONE et al., 2001). O PCA forma a base da analise de
consonancia (consonance analysis), técnica proposta por Dijksterhuis (1995), que avalia
0 desempenho dos degustadores através da comparacdo do primeiro autovalor com os
demais. A analise de consonancia também é um dos métodos utilizados por Pinto et al.

(2014) para classificar degustadores de acordo com seu desempenho.

O PCA pode ser utilizado conjuntamente com outras técnicas com vistas a
avaliacdo de degustadores. Anzanello et al. (2011) utilizaram PCA e k-Nearest
Neighbor (k-NN) para encontrar um conjunto étimo de atributos e degustadores que
melhor diferenciam as amostras analisadas, enquanto que Sinesio et al. (1990) usaram
PCA, analise generalizada de Procustes (GPA) e regressdo de minimos quadrados
parciais (PLSR) para avaliar a capacidade de um grupo de degustadores para avaliar a
rancidez oxidativa em amostras de alimentos. Por fim, Sivertsen e Risvik (1994)
combinaram PCA com GPA e ANOVA para analisar diferencas entre vinhos

produzidos em regides diferentes e avaliar o desempenho dos avaliadores.
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A Andlise Generalizada de Procustes ou Generalized Procustes Analysis (GPA)
é uma técnica estatistica que compara o formato de diferentes objetos. Essa comparagdo
é feita através da translacdo dos dados de cada degustador para uma origem comum
(neutralizando o efeito de notas individuas nos niveis da escala), de uma rotacao e, por
fim, de uma contracdo ou expansdo (para ajustar diferencas de escala entre os
degustadores) (SINESIO et al., 1990). Essa técnica pode ser utilizada para comparar
degustadores, revelando aqueles que estdo percebendo as amostras diferentes do resto
do painel (BANFIELD e HARRIES, 1975), ou para comparar o desempenho de
diferentes painéis avaliando produtos iguais (MCEWAN et al., 2002).

Outras técnicas utilizam conceitos de clusterizacdo para avaliar painéis
sensoriais. A clusterizacao de variaveis em torno de componentes latentes cria um grupo
de clusters descrito por uma variavel latente de tal forma que a variancia em cada grupo
seja minimizada. Ao analisar o componente latente de cada cluster, pode-se comparar 0s
atributos de determinado produto (VIGNEAU et al., 2003). No entanto, essa analise so é
feita em duas dimensGes (atributos x produtos), sendo necessaria fazer a média entre 0s
degustadores, perdendo essa informacédo. Para suprir esta caréncia, Wilderjans e Cariou
(2016) propuseram o método CLV3W, uma extensdo do CLV para dados em trés
dimens@es (degustadores x atributos x produtos); tais autores usaram esta técnica para

simultaneamente comparar 0s atributos e o desempenho de degustadores.

Outro modelo utilizado para espagos de mais de duas dimensdes é a analise de
fatores paralelos, Parallel factor analysis (PARAFAC). Trata-se de um método de
decomposicdo multivariado originado no campo de psicometria e que pode ser visto
como uma generalizacdo da analise de componentes principais (PCA) para ordens
superiores (BRO, 1997). O modelo gera parametros que representam a variabilidade nas
dimensdes de interesse (por exemplo, produtos, degustadores e atributos) e permitem
sua analise. Cocchi et al. (2006) utilizaram o PARAFAC para analisar os efeitos do
envelhecimento de amostras de Aceto Balsamico Tradizionale di Modena (ABTM)

sobre suas caracteristicas sensoriais.

Por fim, também encontram espaco na literatura abordagens apoiadas no calculo
de um indice Unico para avaliar os desempenhos de um painel e de cada degustador. Um
desses indices € o Alfa de Cronbach descrito por Pinto et al. (2014) e baseado no

coeficiente Alfa de Cronbach (Cronbach, 1951), o qual é calculado utilizando a
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variancia total de cada avaliagdo e a covariancia média entre avalia¢fes. J& Ledauphin et
al. (2006) propuseram um coeficiente calculado através do autovetor correspondente ao
maior autovalor de uma matriz de similaridade obtida através da comparacao par a par
das avaliacGes normalizadas de cada degustador, sendo que este indicador varia entre +
1 e -1, com +1 representando a consisténcia total (do degustador ou do painel) e -1 a
discordancia total. Por se tratar do indice abordado neste estudo, a proxima secéo traz a

fundamentacdo matematica e premissas do indice.

2.2.2. Alfa de Ledauphin

Dado um painel sensorial no qual | degustadores avaliam N produtos em M
atributos, pode-se montar | matrizes do tipo Y;com cada matriz tendo uma dimensédo n
x m. Com essa notacdo, o elemento Yi,, representa a avaliacdo feita pelo degustador i

em um produto n em relagéo ao atributo m.

O primeiro passo para obtencéo do indice € remover os vieses das avaliacdes dos
degustadores. Para remover o efeito da utilizacdo de diferentes niveis da escala
(tipicamente verificado em avaliagdes), 0 primeiro procedimento consiste em centrar na
origem cada coluna referente a cada degustador. Isso € realizado subtraindo a média de
cada coluna, gerando as matrizes centradas YCi, YC,, ..., YC,. Outra possivel fonte de

erro entre os degustadores € uso de intervalos diferentes da escala. Para corrigir isso €

necessario multiplicar cada matriz centrada por um escalar 6, tal que 6?,-:%/ ,onde fi é a
f;

i

soma dos quadrados de todos os elementos de cada matriz centrada YC;.

Com a multiplicacdo de cada matriz YC; por 6&;, geram-se as | matrizes
corrigidas Z;. O proximo passo € comparar cada par de matrizes Z; através do calculo de

dizi2, COMo na equacao (1).
diriz = trago (ZZ;;) (1)

Com o calculo de dijjz, pode-se definir a similaridade entre cada par de

1+ dip

degustadores por Sizj2, COM Sj o= o podendo diyj, ser entendido como a correlacao

entre as matrizes Zj; e Zj, consideradas como vetores pelo rearranjo dos termos em uma
sO coluna. Por isso, d tem caracteristicas similares ao coeficiente de correlagéo,
variando entre -1 e +1, com s variando entre 0 e 1. Quando s = 0 (d = -1), os
degustadores estdo em total desacordo, de tal forma que Zj; = - Zj;. De maneira
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semelhante, s = 1 (d = +1) ocorre quando os degustadores estdo em total acordo, tal que
Zi1 = Zjp. Por fim, quando nédo ha correlacéo entre Zj; e Zip, s = 0,5 (d = 0).

Através dos valores de s pode-se montar a matriz S, de dimensdo | x I, com cada
elemento (i1, i2) da matriz sendo igual ao valor de sjj>. ESsa matriz é simétrica, pois
Si1i2= Si2i1, € CuUjos termos da diagonal principal s&o iguais a 1 (pois sj1i2= 1 sempre que il
= i2). Deve-se ent#o extrair de S o autovetor 8 = (81, B, ..., /i)' correspondente ao maior
autovalor de S. Esse vetor S deve ser normalizado, de forma que a soma de todos 0s
seus elementos f; seja igual a 1. Os coeficientes f; variam entre 0 e 1 e representam o
grau de concordancia do degustador i com o restante do painel. Assim, é possivel
definir a matriz C, que representa uma média ponderada de notas do painel, através da

equacao (2).

= §=1 BiZ; (2)

A partir do célculo da matriz C, é possivel, através da equacdo (3), calcular um

indicador o; que avalia 0 desempenho de cada degustador.
o= traco (Z7€) 3)
Veraco(€TC)

O coeficiente a; pode ser entendido como o coeficiente de correlagcdo entre as
matrizes Z;j e C consideradas como vetores e, portanto, pode variar entre -1 e +1. Um
valor negativo de o; indica que o degustador i julga os produtos de forma
substancialmente diversa dos demais degustadores. De forma contraria, quanto mais
proximo a; estiver de 1, mais o degustador estd em acordo com o grupo. Através da
média dos valores de a; pode-se obter um indice de desempenho global para o painel, v.

Quanto maior o valor de y, maior é a concordancia do painel, sendo que este
indice so pode ser igual a 1 se, e somente se, todas as matrizes Z; forem iguais. Alem de
avaliar o desempenho do painel na sua configuracdo original, y pode também ser
utilizado para avaliar como se altera o desempenho do painel com alteragbes nos dados

(retirada de degustador, de atributos ou mudancas de notas).

2.3. Procedimentos metodologicos

O objetivo deste estudo é analisar o efeito esperado do treinamento de
degustadores sobre o desempenho do painel sensorial através do indice Alfa de

Ledauphin. Serdo comparadas trés alternativas de treinamento: treinamento de um
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atributo especifico para todos os degustadores (treinamento dos atributos), treinamento
de um determinado degustador para todos os atributos (treinamento dos degustadores) e
treinamento conjunto de um atributo especifico para determinado degustador

(treinamento combinado).

Como notacdo, considera-se um painel sensorial no qual | degustadores
avaliam N produtos em M atributos, gerando | matrizes Y;de dimensdo N x M nas quais
as linhas representam os produtos e as colunas representam os atributos. Para o calculo
dos efeitos do treinamento é necessario gerar uma matriz de notas ponderada, L,
calculada pela ponderacdo de cada uma das | matrizes de notas de cada degustador pelos

autovetores normalizados, f = (B1, B2, ..., B1)", conforme a equagéo (4).
L=Y_.BY; (4

Percebe-se que o célculo de L é analogo ao céalculo da matriz C apresentada na
secdo 2.2.1, com a diferenga de que C utiliza as matrizes corrigidas Z;, ao passo que L
utiliza as matrizes originais Y;. Para simular o efeito do treinamento de um degustador,
parte-se da premissa que o treinamento tende a aproximar a nota do degustador da nota
ponderada do painel, sendo a magnitude dessa aproximacdo dada pela qualidade do
treinamento. Definindo it como indice de treinamento (variando entre 0 e 1) e W como

a matriz de avaliacdes apds treinamento, obtém-se W através da equacdo (5):
W=A-it)xY+it*L (5

Pela equacéo 5, pode-se verificar que quanto maior o valor de it, mais a nota do
degustador se aproxima da nota ponderada do painel apds treinamento. Para a
comparacdo do desempenho das diferentes alternativas de treinamento, este artigo
testara os valores de it iguais a 1, 0,75, 0,5 e 0,25 (quando menor it, menor a
assimilacdo do treinamento por parte do degustador).

Definido o procedimento para incorporagédo do aprendizado do degustador, parte-
se para as etapas remanescentes do método, as quais apoiam-se no: (i) calculo do Alfa
de Ledauphin inicial; (ii) treinamento dos atributos; (iii) treinamento dos degustadores;
(iv) treinamento combinado, e (v) comparagdo dos resultados. Vale ressaltar que as
etapas (ii), (iii) e (iv) s@o realizadas de forma paralela e ndo sequencial; depois de
simular o treinamento dos atributos na etapa (ii), retoma-se o banco inicial para a etapa

(iii) e 0 mesmo ocorre para a etapa (iv). Tais etapas sdo agora detalhadas.
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A primeira etapa tem como objetivo calcular o Alfa de Ledauphin, indice que seré
utilizado como medida de desempenho do painel e que é obtido através da média dos
indices o; de cada degustador. Além disso, nessa etapa é calculada a matriz L, que
objetiva simular o efeito do treinamento sobre as notas dos degustadores. Os indices o; €
Bi obtidos nessa secdo sdo calculados através dos procedimentos descritos na se¢do
2.2.2. Essa etapa cumpre a funcdo de estabelecer valores de referéncia para as proximas

analises.

A segunda etapa visa a avaliar o efeito de treinamento dos atributos para todos os
degustadores e sugerir a melhor sequéncia de treinamento (sequéncia de atributos que
maximiza o desempenho do painel para uma determinada quantidade de treinamentos).
O treinamento de um atributo m e a consideracdo das potenciais melhorias em termos de
homogeneizacdo dos pareceres emitidos pelos degustadores treinados € realizado pela
substituicdo, para cada degustador, das notas conferidas a um atributo, conforme a
equacao (6), ), na qual it (indice de treinamento) varia entre 0 e 1 e representa o quanto
o treinamento do painel foi efetivo (quando it € 1, a nota do degustador torna-se igual a

nota ponderada do painel):
W, = (1-it)* Y, + it+L, (6)

Inicialmente faz-se o treinamento de cada um dos M atributos, um de cada vez,
avaliando o desempenho desse treinamento pelo célculo do indice Alfa do painel e sua
comparacdo com o indice inicial obtido na etapa (i). Define-se entdo o atributo que
gerou o maior alfa como m; o qual deve ser o primeiro a ser treinado nos degustadores

para maximizar o desempenho do painel.

Na sequéncia, substitui-se permanentemente o atributo m; nas matrizes de cada
degustador, e realiza-se o treinamento de cada um dos M - 1 atributos restantes. Cada
treinamento tem seu desempenho avaliado e define-se m, como o atributo que gerou o
melhor resultado. Dessa forma, m; e m, representam os dois atributos que devem ser
treinados para se obter a maior consisténcia do painel. A proxima etapa entdo substitui
os atributos m; e m, nas matrizes Y;, e avalia o treinamento dos M — 2 atributos
restantes, gerando, de forma analoga aos casos anteriores, ms. Tal processo iterativo é

realizado M vezes, gerando uma sequéncia de treinamento dos atributos my, my, ..., my.

A terceira etapa, realizada de forma paralela a segunda etapa, tem o objetivo de

avaliar o efeito de se treinar um degustador para todos os atributos e sugerir a melhor
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sequéncia de degustadores a serem treinados. O treinamento de um degustador i
consiste em substituir todas as suas avaliagBes por aquelas apos treinamento, conforme

equacao (7)
W;= (1-it)« Y;+ it+L (7)

Treinando e avaliando o desempenho de cada um dos | degustadores, define-se o
degustador que gerou o melhor desempenho como i;. A partir disso, substitui-se a
matriz Yj, por Wi, de forma definitiva e calcula-se o efeito do treinamento dos | — 1
degustadores restantes, obtendo i,. O processo entdo continua por | etapas, de forma
anadloga ao apresentado na segunda etapa, obtendo-se ao final uma sequéncia de

degustadores a serem treinados iy, iy, ..., ij.

A etapa (iv) € similar as etapas (ii) e (iii). No entanto, ao invés de se treinar um
atributo para todos os degustadores ou treinar um degustador em todos os atributos,
treina-se, a cada passo, apenas um atributo para um determinado degustador. O

treinamento de um atributo m para um degustador i € feito atraves da equag&o (8):
W= (1—it)* Yy, + it*L,, (8)

De forma semelhante as etapas anteriores, escolhe-se entdo a combinacdo de
atributo e degustador que gerou o maior Alfa, substitui-se esse valor permanentemente e
testam-se as (M x | — 1) combinacdes restantes. Esse processo ocorre M x | vezes, até

que todos os valores tenham sido substituidos.

Por fim, a etapa (v) tem como objetivo comparar os resultados das etapas (ii),
(iii) e (iv), avaliando o tipo de treinamento que resulta no melhor resultado (avaliado
através do aumento do Alfa de Ledauphin). Os resultados serdo comparados para
quatros valores de indice de treinamento: 1, 0,75, 0,5 e 0,25. Para que a comparagao
seja adequada, serdo comparados também o nimero de valores substituidos nas matrizes
X para cada treinamento; o treinamento de um atributo para todos os degustadores
substitui I x N valores, o treinamento de um degustador para todos os atributos substitui
M x N valores e o treinamento de apenas um atributo para um degustador envolve N

valores.

2.4. Resultados

O banco de dados analisado refere-se a um painel sensorial de amostras de café

especiais processados por via-Umida. Nele, 11 degustadores avaliam 9 produtos
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descritos por 10 atributos: fragrancia / aroma, uniformidade, auséncia de defeitos,
docura, sabor, acidez, corpo, finalizacdo, equilibrio e final, atribuindo notas de 0 a 10,
numa escala do tipo maior-é-melhor. Os 11 degustadores séo certificados pelo Coffe
Quality Institute (CEI) e o painel sensorial seguiu o protocolo da Specialty Coffe
Association of America (SCA, 2018).

Na sequéncia séo apresentados os resultados obtidos com a aplicacdo do método
descrito na secdo 2.3. Essa secdo segue uma divisdo por subsecdes de acordo com as

cinco etapas do método proposto.

2.4.1 Calculo do Alfa de Ledauphin inicial

Aplicando os procedimentos descritos na etapa (i), obteve-se para, cada
degustador, 0 seu a;, € 0 autovetor associado, Pj, utilizado para célculo da matriz

ponderada Z, conforme apresentado na Tabela 2.1.

Tabela 2.1: indices Iniciais

Degustador Alfa Beta

1 0,748 0,097

0,768 0,098
3 0,529 0,088
4 0,539 0,089
5 0,496 0,087
6 0,763 0,098
7 0,674 0,094
8 0,494 0,087
9 0,538 0,089
10 0,664 0,094
11 0,282 0,078

Geral 0,590 -

Através do Alfa calculado para cada degustador, encontra-se o Alfa médio do
painel, 0,590, nimero que serd utilizado como pardmetro de referéncia nas etapas
seguintes. Pode-se perceber que o degustador 11 tem um desempenho substancialmente
baixo quando comparado aos demais integrantes do painel (Alfa = 0,282), sugerindo a
falta de concordancia do mesmo com o restante do painel. Por outro lado, o degustador
com melhor desempenho é o degustador 2, com um indice de 0,763. Analisando 0s

valores de Beta, pode-se perceber que eles sdo proporcionais ao valor de Alfa, com o
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pior avaliador apresentando o menor Beta e 0 melhor apresentando o Beta mais elevado.
Isso torna a ponderagdo menos sujeita a erros causados por degustadores inconsistentes.

2.4.2 Treinamento dos atributos

Seguindo os procedimentos da etapa (ii), foi realizado o treinamento dos
atributos com um total de 10 etapas, fixando a cada etapa a configuracdo anterior e
selecionando o melhor atributo a ser gerado. A Tabela 2.2 traz o Alfa obtido com o
treinamento de cada atributo a cada etapa, utilizando it igual a 1. Depois que um
atributo é escolhido como o melhor de determinada etapa, ele ndo é mais treinado, o que

({34

¢ representando por “-” na tabela.

Com base em tais resultados, percebe-se que o Alfa cresce a cada etapa,
chegando, como esperado, ao valor 1 no final do treinamento. A ordem 6tima de
atributos a ser treinada é: docura, auséncia de defeitos, acidez, sabor, uniformidade,
final, finalizacdo, fragrancia/aroma e equilibrio. Os resultados da Tabela 2.2 podem ser
utilizados pelo gestor do painel sensorial na obtencdo de um Alfa-meta ou para treinar

apenas um numero definido de atributos (dada uma limitacdo de recursos).

Tabela 2.2: Treinamento dos atributos

Atributo Etapal FEtapa?2 Etapa3 FEtapa4 FEtapa5 FEtapa6 FEtapa7 FEtapa8 Etapa9 Etapa 10
Fragrancia/aroma 0,610 0,667 0,713 0,748 0,784 0,820 0,862 0,906 - -
Uniformidade 0,608 0,666 0,715 0,751 0,788 - - - - -
Auséncia de defeitos 0,626 0,689 - - - - - - - -

Dogura 0,645 - - - - - - - - -
Sabor 0,614 0,672 0,720 0,755 - - - - - -
Acidez 0,616 0,674 0,722 - - - - - - -
Corpo 0,609 0,666 0,712 0,747 0,782 0,820 0,861 0,904 0,951 -
Finalizacdo 0,611 0669 0,716 0,751 0,787 0,823 0,865 - - -
Equilibrio 0,607 0663 0,710 0,745 0,780 0,816 0,857 0,902 0,948 1,000
Final 0,610 0,668 0,716 0,752 0,788 0,826 - - - -
Maximo 0,645 0689 0,722 0,755 0,788 0,826 0,865 0,906 0,951 1,000

No caso de se buscar um Alfa-meta, encontra-se na tabela o primeiro valor de
Alfa maior que a meta e faz-se o treinamento dos atributos dessa etapa e das etapas
anteriores. Para a situacdo em que hd um limite de atributos a serem treinados,

simplesmente treina-se os atributos das etapas 1 até o limite.

2.4.3 Treinamento dos degustadores

De forma anéloga a secdo 2.4.2, seguiram-se 0s procedimentos da etapa (iii) para
a avaliacdo do impacto de se treinar um determinado degustador para todos os atributos

sobre o0 desempenho do painel. Esse treinamento ocorreu em 11 etapas, valor igual a
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quantidade de degustadores. Os resultados sdo apresentados na Tabela 2.3, que segue o
mesmo formato da Tabela 2.2.

Pode-se perceber, novamente, que o valor de Alfa aumenta a cada etapa, com o
valor final sendo igual a 1. A ordem dos degustadores a ser treinada €: 11, 5, 8, 4, 3, 9,
7,10, 1, 2 e 6. Vale ressaltar que essa ordem de degustadores € similar, mas ndo igual, a
ordem decrescente de degustadores por seu indice Alfa de Ledauphin (conforme

apresentado na Tabela 2.1), o que justifica o uso dessa ferramenta.

Os resultados da Tabela 2.3 podem ser utilizados pelo gestor do painel de forma
semelhante aos resultados da Tabela 2.2, para a definicdo dos degustadores prioritarios

com vistas a atingir-se um Alfa-meta ou uma limitagao de degustadores.

Tabela 2.3: Treinamento dos degustadores

Degustador Etapa 1 Etapa 2 Etapa 3 Etapa4 Etapa5 Etapa 6 Etapa7 Etapa 8 Etapa9 Etapa 10 Etapa 11
1 0,615 0,68 0,737 0,783 0,826 0,865 0,902 0,935 0,966 - -
0,613 0,681 0,731 0,779 0,823 0,861 0,899 0,932 0,962 0,984 -
0,637 0,703 0,754 0,799 0,841 - - - - - -
0,636 0,704 0,756 0,802 - - - - - - -
0,640 0,710 - - - - - - - - -

0,614 0681 0,730 0,776 0,821 0,861 0,898 0,931 0962 0,983 1,000
0,624 0,692 0,744 0,790 0,836 0,874 0,913 - - - -
0,639 0,708 0,758 - - - - - - - -
0,636 0,702 0,752 0,798 0,841 0,880 - - - - -
0625 0,691 0,742 0,787 0,832 0,871 0,909 0,944 - - -
11 0,659 - - - - - - - - - -

Méximo 0,659 0,710 0,758 0,802 0,841 0,880 0,913 0,944 0,966 0,984 1,000
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2.4.4 Treinamento combinado

Nessa etapa propde-se o treinamento de apenas um atributo de um degustador.
Esse treinamento apoia-se em 110 etapas, geradas pela multiplicacdo do nimero de
degustadores (11) pela quantidade de atributos (10). A partir desse treinamento, gera-se
uma tabela semelhante as Tabelas 2.2 e 2.3, com cada linha representando uma
combinacgéo entre degustador e atributo. A Tabela 2.4 ilustra os resultados gerados com
a utilizacdo de it igual a 1; a tabela em seu tamanho original é suprimida por limitagdes

de espago.
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Tabela 2.4: Treinamento combinado - parcial

Degustador Atributo Etapal Etapa2 Etapa3 .. FEtapa74 .. FEtapal08 Etapa 109 Etapa 110
1 Fragrancia/aroma 0,592 0,606 0,615 .. 0,000 - - -
2 Fragrancia/aroma 0,589 0,603 0,612 0,942 - - -
3 Fragréncia/aroma 0,592 0,606 0,615 0,000 - - -
4 Fragrancia/aroma 0,593 0,607 0,616 0,000 - - -
5 Fragrancia/aroma 0,599 0,613 0,622 0,000 - - -
6 Fragrancia/aroma 0,589 0,603 0,612 0,941 0,993 - -
6 Finalizagéo 0,590 0,604 0,613 0,942 0,991 0,995 1,000
7 Finalizacdo 0,590 0,604 0,614 .. 0,943 - - -
11 Final 0,596 0,609 0,618 0,000 - - -

Maximo 0599 0613 0622 0636 0943 0,993 0,995 1,000 1,000

Assim como nos casos anteriores, o valor de Alfa aumenta a cada etapa e o valor apos a
ultima etapa é igual a 1. A tabela 2.4 completa pode ser utilizada pelo gestor do painel

para alcancar 0s mesmos objetivos ja explicados nas etapas anteriores.

2.4.5 Comparacao dos resultados

Esta etapa visa a identificar o tipo de treinamento — atributo de forma isolada,
degustador de forma isolada ou combinado — que demanda um menor nimero de
substituicdes nas avaliagcdes (representando o efeito de treinamentos). Cada etapa de
treinamento por atributo gera a necessidade de 99 substituices (11 x 9), cada etapa do
treinamento do degustador necessita de 90 substituicbes (10 x 9) e cada etapa do

combinado exige 9 substituigdes.

No entanto, para uma comparagdo correta, seria necessario manter o mesmo
numero de substituicdes para cada método, o que torna a comparacao do treinamento
por atributo e por degustador inviavel. Para solucionar o problema, decidiu-se gerar uma
interpolagéo linear entre os valores de substituigdo ausentes. Além disso, a necessidade
de substituicdo de cada método foi dividida por 9 (numero de produtos comum a todos
0s métodos para facilitar a exibigcdo). Fazendo essa divisdo e a interpolacéo, gerou-se a

Figura 2.1, que compara os trés métodos utilizando um valor de it igual a 1.

A Figura 2.1 permite concluir que treinamentos de forma combinada (ou seja,
focando em atributos especificos de determinados degustadores) conduz a valores
superiores de Alfa para quase todo o espaco de substitui¢es. Além disso, percebe-se
que o valor maximo do Alfa (quando todos os degustadores e atributos foram treinados)
é igual a 1. Geram-se entdo as Figuras 2.2, 2.3 e 2.4, que apresentam o0s resultados para

valores de indice de aprendizado iguais a 0,75, 0,5 e 0,25, respectivamente.
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Figura 2.4: Comparacao dos indices com it = 0,25

A primeira conclusdo obtida das Figuras 2.1, 2.2, 2.3 e 2.4 é que 0 metodo
combinado apresenta melhor desempenho para todos os valores de it testados. No
entanto, a diferenca entre o desempenho do método combinado e dos demais métodos
reduz-se com a reducdo dos valores de it. Para visualizar esses resultados de forma
numérica, montou-se a Tabela 2.5, que mostra, para cada método de treinamento, o Alfa

Médio e o Alfa Maximo.
Tabela 2.5: indices Alfa

Método it=1 it =075 it =05 it =0,25 Média
Combinado 0,868 0,836 0,765 0,679 0,787
Degustador 0,843 0,813 0,746 0,669 0,768
Atributos 0,796 0,777 0,726 0,660 0,740

Alfa Méaximo 1 0,953 0,841 0,713 -

A partir dos resultados da Tabela 2.5, pode-se concluir que o ordenamento dos
métodos em funcdo de seu desempenho mantém-se 0 mesmo independente do valor de
it, com o treinamento combinado apresentando o melhor resultado, seguido do
treinamento por degustador. Também se pode notar a reducdo do Alfa Maximo com a
reducdo de it, o que é justificado pelo fato de que menores valores de it fazem com que
0 treinamento tenha menor efeito, e as notas dos degustadores mantenham-se mais

proximas as originais.

Outra forma de se comparar o desempenho de cada método consiste em avaliar a

quantidade de substitui¢cbes necessarias. Para isso, parte-se do Alfa minimo (0,590) e
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vai-se até o Alfa méximo, em incrementos de 0,05, encontrando para cada valor de Alfa
a quantidade de substitui¢cbes que cada método necessita até atingir tal valor de Alfa
(por exemplo, para um valor de it igual a 1, o método combinado necessita de 8
substituicdes para atingir um Alfa de 0,66, enquanto o método por degustador exige 11
e 0 método por atributos exige 15). Fazendo a média desses valores para cada método e

valor de it gera-se a Tabela 2.6.
Tabela 2.6: Média de substituicdes necessarias

Método it=1 it=0,75 it =05 it =0,25 Média
Combinado 37,46 37,01 3561 32,78 3572
Degustador 44,35 44,31 4416 43,00 43,95
Atributos 57,02 5544 53,14 50,70 54,07

Os resultados da Tabela 2.6 demonstram que o treinamento combinado exige,
em média, 18,7% menos treinamento do que o treinamento por degustador e 33,9% a
menos que o treinamento por atributos, enquanto que o treinamento por degustador
necessita de 18,7% menos treinamento que o método por atributos (as diferengas entre
as medias foram testadas por uma ANOVA e apresentam o valor de p menor do que
5%). Além disso, percebe-se uma reducdo das substituicbes necessarias com valores
menores de it; isso € explicado pela convergéncia mais rapida dos Alfas para valores

menores de it, conforme pode ser visualizado nas Figuras 2.1 a 2.4.

2.5. Conclusoes

O objetivo deste trabalho consistiu em comparar trés métodos para se treinar
degustadores de um painel sensorial, avaliando o ganho de desempenho do painel e a
guantidade de treinamento necessaria. Todos os trés métodos, conforme esperado,
melhoraram o desempenho do painel a cada iteracdo. No entanto, perceberam-se
diferencas na quantidade de treinamento demandado por cada método para obter os

mesmos ganhos.

O método proposto de treinamento combinado entre degustadores e atributos
apresentou os melhores resultados para todos os valores de indice de aprendizado
testados, gerando um ganho de desempenho com uma necessidade menor de
treinamento. Depois desse meétodo, o metodo tradicional de se treinar alguns
degustadores para todos os atributos mostrou-se melhor do que a opgdo de treinar

apenas alguns atributos para todos os degustadores.
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Como o treinamento de degustadores estd associado a custos financeiros e de
tempo, reduzir o treinamento é uma das preocupacdes de gestores de painéis sensoriais.
Por isso, a principal contribuicdo deste trabalho foi apresentar um método que permite

aumentar o desempenho de um painel as custas de menor volume de treinamento.

Diversas propostas de estudos futuros sdo delineadas. O efeito dos treinamentos,
neste estudo, foi simulado através da substituicdo das notas a serem treinadas pela
matriz ponderada Z e por um indice de treinamento; sugere-se, para futuros trabalhos,
utilizar as mesmas técnicas aqui apresentadas com base no efetivo treinamento dos
degustadores (coletando as notas antes e depois do mesmo). Outro desdobramento
consiste em aplicar e comparar as trés técnicas de treinamento avaliadas (treinamento de
atributos, treinamento de degustadores e treinamento combinado) para outros painéis
sensoriais, tanto de café quanto de outros géneros alimenticios. Dessa forma, pode-se
dar mais robustez aos resultados deste estudo.
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3. Segundo artigo: Previsdo de notas de atributos em um painel sensorial de café
apoiada em PLS e técnicas de selecéo

Luiz Anténio Nonenmacher Junior (ljuniornone@gmail.com)

Michel José Anzanello (anzanello@producao.ufrgs.br)

Resumo

Uma das tipicas funcBes dos painéis sensoriais na industria de alimentos é classificar
produtos em categorias de qualidade, que impactam diretamente no seu preco de venda
e reconhecimento. Por isso, torna-se interessante prever a nota que um produto ira
receber com base em variaveis que o descrevam. O objetivo deste estudo € utilizar a
regressao PLS para prever a nota dada pelos degustadores a cada atributo de amostras
de café especial, selecionar variaveis (fisico-quimicas e de processo) e degustadores
que minimizem o erro de predicdo e reduzam o custo do experimento. Para isso,
inicialmente faz-se a selecdo de degustadores utilizando o indice Alfa de Ledauphin e
depois a selecdo de variaveis com um indice de importancia de variaveis baseado em
PLS. O principal resultado foi a queda no nimero de degustadores (de 10 para 5) e no
namero de variaveis (de 11 para 3: altitude, pH e tipo de fermentacdo) com uma

reducdo de 3,5% no erro de predicéo.

Palavras-chave: Painéis Sensoriais, Selecio de Variaveis, PLS, indice Alfa de

Ledauphin.
Abstract

Sensory panels are commonly utilized in the food industry for purposes of quality
control, classification and research. One of the most widely use of those panels is the
classification of the food samples into quality categories that directly influence the
product price and its recognition. Because of that, the prediction of grades given to a
product base on its variables is of interest. The objective of this study is the use of the
PLS regression to predict the grades given by graders to each attribute of each special
coffee sample, choosing variables and graders that minimize the prediction error and
reduce the cost of the experiment. To this end, firstly the selection of variables is made
utilizing the Alpha Index of Ledauphin and, thereafter, the selection of graders is made
using a variable importance index based on PLS. The most important result of this study
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Is the reduction of evaluators (from 10 to 5: altitude, pH and type of fermentation) and
variables (from 11 to 3) with the reduction of 3.5% in the prediction error.

Keywords: Sensory Panels, Variables Selection, PLS, Alpha Index of Ledauphin.

3.1. Introducéo

Técnicas de andlise sensorial utilizam um painel de degustadores treinados para
obter um grupo de caracteristicas sensoriais de um produto (WILDERJANS e
CARIOQOU, 2016), sendo tipicamente utilizadas na inddstria de alimentos para fins de
controle de qualidade, classificacdo e pesquisa (BANFIELD e HARRIES, 1975). Um
painel é consistido por um grupo de degustadores treinados que julgam amostras de
produtos (com a presenca ou ndo de repeti¢fes) com base em um conjunto de atributos,
sendo os resultados tipicamente expressos numa escala numérica (ANZANELLO et al.,
2011).

Um dos objetivos mais comuns em painéis sensoriais € a classificacdo das
amostras de alimentos em categorias de qualidade, de acordo com a média das notas em
cada atributo. Essa classificacdo tem fundamental importancia para os produtores do
alimento, visto que impacta diretamente no prego de venda e no reconhecimento do seu
produto. Por isso, torna-se interessante prever a nota de qualidade de um produto com
base em varidveis quimicas ou de processo. Além disso, ao utilizar um painel de
degustadores, torna-se importante definir apropriadamente a quantidade de amostras, de
atributos avaliados e o nimero de degustadores. Utilizar uma quantidade elevada de
amostras, atributos e degustadores pode gerar mais robustez e confiabilidade aos
resultados; no entanto, aumenta o tempo requerido para execugdo do experimento e,

consequentemente, 0 custo do mesmo.

O objetivo deste artigo é aplicar a regressao PLS em um banco de dados de
amostras de cafée, com o objetivo de prever as notas conferidas a diversos atributos de
relevancia na qualificacdo do café (como acidez e dogura, dentre outros). As varidveis
independentes da regressdo sdo variaveis de processo (classe de altitude e tipo de
fermentacdo) e fisico-quimicas (extrato aquoso, acido galico, % de acidez e pH) das
amostras. Apdés a primeira rodada da regressdo, serd realizada a selecdo dos

degustadores mais consistentes através do Indice Alfa de Ledauphin, bem como das
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variaveis independentes mais relevantes. Tal esforco de selecdo objetiva aumentar a

precisdo de previséo e reduzir o custo de futuros experimentos.

O artigo esta organizado da seguinte forma: apds essa introducgdo, a secdo 3.2 faz
uma breve revisdo sobre modelos de regressdo, selecdo de variaveis e avaliacdo de
qualidade de degustadores, com destaque a regressio PLS e ao indice Alfa de
Ledauphin. Na sequéncia, a secdo 3.3 descreve o0s procedimentos utilizados para
atingimento dos objetivos, com os resultados da aplicacdo sendo descritos na secao 3.4.
Por fim, a secdo 3.5 arremata o trabalho, resumindo as principais conclusdes do mesmo

e sugerindo possibilidades para futuros trabalhos.

3.2. Referencial tedrico

Esta secdo estd dividida em quatros subsecGes. A primeira subsecdo trata de
técnicas de regressdao, com destaque para a regressdo PLS. A segunda subsecdo discute
métricas para avaliar o erro de predi¢cdo. Por fim, as subsecfes 3.2.3 e 3.2.4 tratam,
respectivamente, de selecdo de variaveis e de degustadores, com destaque para o indice

de importancia de variaveis utilizado nesse artigo e o indice Alfa de Ledauphin.

3.2.1 Técnicas de regressao

Os resultados de um painel sensorial que avalia N amostras podem ser
representados por duas matrizes: uma matriz de variaveis independentes X, composta
por J colunas (variaveis) e N linhas e uma matriz de variaveis de resposta Y, composta
por M colunas (atributos) e N linhas. Cada amostra pode entdo ser representada por um
elemento x,; e um elemento y,m, NOS quais n representa a amostra, j a variavel e m o
atributo. O objetivo de técnicas de regressao € obter uma estimativa da matriz Y a partir

dos valores de X.

Uma das técnicas de regressdao mais utilizadas € a regressao linear, que define
um coeficiente para cada variavel x; a fim de minimizar o erro quadratico entre cada
ponto y e seu valor previsto (POMBEIRO et al., 2017). A regressédo linear pode ser
simples, quando utiliza apenas uma variavel x; para prever Y, ou maltipla, ao utilizar
mais de uma variavel x;. O método, no entanto, tem como resposta apenas uma variavel
de resposta, sendo necessario gerar diversos modelos caso se pretenda prever mais de
uma variavel de saida (MONTGOMERY et al., 2012).
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A principal limitacdo da regressdo linear é lidar com banco de dados onde ha
muitas varidveis ou elevado grau de colinearidade entre as mesmas (BOLDINA e
BENINGER, 2016). Para essas situacOes, utilizam-se outras técnicas que reduzem a
dimensdo dos dados de entrada minimizando estes problemas. Duas das técnicas mais
utilizadas nesse sentido sdo a Regressdo por Componentes Principais (Principal
Component Regression - PCR) e a Regressdo por Minimos Quadrados Parciais (Partial

Least Squares Regression - PLSR).

A Regressao por Componentes Principais combina a Analise de Componentes
Principais (PCA) com a regressdo linear. Primeiramente, através do PCA, as variaveis
originais sdo transformadas em um conjunto reduzido de componentes principais
(combinacGes lineares das varidveis originais) com o objetivo de explicar o0 maximo
possivel da variabilidade dos dados originais (BORGOGNONE et al., 2001). Apés essa
transformacdo, gera-se um modelo de regressdo linear utilizando como variaveis
independentes os dados de entrada transformados ao invés dos dados originais do
problema. A principal limitacdo do PCR consiste em fazer a transformacéo dos dados
utilizando apenas as variaveis independentes, sem levar em consideracéo a relacdo entre
elas e as variaveis de resposta, o que diminuiu sua capacidade preditiva (GODOQY et al.,
2014).

Para suprir tal deficiéncia, pode-se utilizar a Regressdo por Minimos Quadrados
Parciais, técnica que realiza uma transformacdo similar ao PCR, mas buscando
maximizar a covariancia entre as combinacdes lineares (variaveis latentes) das matrizes
X e'Y (ABDI, 2010). As variaveis latentes t, chamadas de escores de X, sdo formadas a
partir de combinacgdes lineares das variaveis originais da matriz X associadas a pesos w,
conforme equacdo (1). De forma analoga, sdo definidas as varidveis latentes u a partir

da matriz Y associadas a pesos ¢, conforme equacdo (2) (WOLD et al., 2001).
tha = WiaXn1 T WaeXpy + 0 + WyaXyy = w’x (1)
Una = C1aVn1 t C2qYn2 t° + CyaYnm = c'Y (2)

A partir desses escores definem-se os coeficientes de regressdo PLS, bp;,

conforme a equacéo (3).

bmj =24 Cma Zj Wjq = c'w (3)
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Através desses coeficientes b da matriz X, estima-se o valor de um elemento ynn

através da equacao (4), na qual ey, representa o residuo entre o valor real e o estimado.
Ynm = Zjbmj Xnj t €nm = BX+E (4)

O algoritmo utilizado neste artigo para determinagdo dos parametros do PLS,
NIPALS (Non-linear Iterative Partial Least Squares), é detalhado em Geladi e
Kowalski (1986). O algoritmo opera de forma iterativa: os parametros sdo inicialmente
definidos para a primeira variavel latente, em seguida para a segunda e assim
sucessivamente. A primeira varidvel é a que mais explica a covariancia entre X e Y;
cada varidvel subsequente explica menores porcentuais dessa covariancia
(HOSKULDSSON, 1988).

A quantidade de variaveis latentes é dada pelo nimero de componentes retidos a
(valor que varia entre 1 e A), sendo 0 numero maximo de componentes (A) igual ao
menor valor entre a quantidade de variaveis dependentes e independentes (colunas de X
e Y). Uma das formas de se definir a quantidade de componentes a serem retidos € a
andlise grafica, comparando-se a quantidade de componentes com um critério de
avaliacdo do erro de predicdo. Uma abordagem consiste entdo em definir o nimero de
componentes que minimize o erro; no entanto, alguns autores defendem que é preferivel
escolher um ndmero de componentes menor se o incremento no erro foi pequeno
(GELADI e KOWALSKI, 1986; HASTIE et al., 2009).

No setor alimenticio, diversos trabalhos ja foram realizados com o uso do PLS.
Lengard e Kermit (2006) utilizaram a técnica em amostras de tomate, determinando
quais caracteristicas do produto tinham maior efeito na percepcdo do consumidor e,
simultaneamente, avaliando o desempenho de cada degustador. O PLS também foi
utilizado por Lombardo (2011) para prever as notas dadas por um painel de

degustadores a amostras de vinho a partir das variaveis quimicas das amostras.

3.2.2 Avaliacao de erro de predicdo

Quando se utilizam modelos de regressdo, € fundamental estimar o erro de
predicdo, tanto para prever a acuracia futura do modelo quanto para avaliar e comparar
alternativas de modelos ou modificacbes do mesmo, como quantidade de varidveis a
serem utilizadas ou parametros a serem definidos (KOHAVI, 1995). Para se estimar o

erro, é necessario definir uma métrica para medi¢cdo do mesmo, como 0 MAE (Mean
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absolute error), o MAPE (Mean absolute percentage error) ou o MSE (Mean squared
error). O MSE, utilizado neste artigo, calcula o erro atraves da média das diferencas ao

quadrado entre o valor previsto (y,) e o real (y,), conforme equacéo (5).
MSE =~ SN, (%s — y)? (5)

Ap0s escolher a métrica, é necessario definir a técnica utilizada para mensurar o
erro. Uma das técnicas mais simples é a resubstituicdo, que consiste em gerar o modelo
de regressao utilizando todos os dados disponiveis e avaliar o erro sobre esses mesmos
dados. No entanto, por utilizar os mesmos dados para gerar o modelo e avaliar o erro,
essa técnica subestima o verdadeiro erro. Uma técnica para amenizar este problema é o
chamado método holdout, que consiste em particionar a amostra em dois subconjuntos
mutuamente exclusivos, chamados de treino e teste. O conjunto de treino € utilizado

para gerar 0 modelo e o desempenho é mensurado no banco de teste (KOHAVI, 1995).

No entanto, mesmo sendo melhor que a resubstituicdo, existem técnicas que
estimam o erro de forma mais precisa que o holdout. Uma dessas técnicas é chamada de
Validagdo Cruzada k-fold e consiste em dividir o banco de dados em k subgrupos de
tamanho similar. Desses subgrupos, k — 1 sdo utilizados para gerar o modelo, cujo
desempenho ¢é testado no subgrupo restante. O mesmo procedimento é realizado com os
k subgrupos, e o erro final é a média dos erros obtidos. O custo computacional para essa
técnica cresce com o valor de k, sendo uma das escolhas mais usuais o valor de k = 10,
por obter uma boa relacdo custo beneficio entre precisdo e custo computacional (KIM,
2009).

Uma modificacdo da Validacdo Cruzada que melhora sua precisdo é a Validacéo
Cruzada Repetida, que repete o0 processo de particionamento e estimagdo de erro q
vezes, sendo o erro a média das repeticdes (JIANG e WANG, 2017). Outra técnica,
introduzida e descrita por Efron e Tibshirani (1998), ¢ chamada de Bootstrap. Ela
consiste em formar uma particdo no banco de dados de o amostras, sendo estas
escolhidas de forma aleatoria com repeticdo, sendo essa particdo utilizada para gerar o
modelo. O processo ocorre r vezes, sendo ao final coletado o erro médio de cada
particdo. No entanto, ao utilizar g e r tal que o custo computacional dos dois métodos
seja similar, Kim (2009) determinou que o metodo da Validacdo Cruzada Repetida

tende a gerar melhores resultados que o bootstrap.
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3.2.3 Selecao de variaveis

Em muitos casos, para melhorar a capacidade preditiva de um modelo de
regressdo, utilizam-se técnicas de selecdo de variaveis para reduzir a quantidade de
varidveis independentes, removendo varidveis ruidosas ou irrelevantes. Além disso,
reduzir as variaveis de um modelo torna-o menos complexo, facilitando a interpretacao
e entendimento do sistema que esta sendo estudado (BIANCOLILLO et al., 2016).
Existem diversas técnicas que podem ser utilizadas para a selecdo de variaveis,
conforme apresentado por Mehmood et al. (2012). Exemplos de aplicacdo da selecdo de
variaveis com PLS podem ser encontrados no trabalho de Rossini et al. (2012) ou de
Wang et al. (2015).

Dentre essas técnicas, uma familia de técnicas de selecdo de variaveis consiste
em calcular um indice de importancia para cada varidvel, retirando, sucessivamente
aquelas variaveis tidas como de menor importancia pelo indice. Tal indice pode ser
calculado através da mensuracdo do impacto que a retirada da varidvel tem sobre a
capacidade preditiva do modelo. Outra possibilidade é utilizar os parametros do modelo
de predicdo para a geracao dos indices. Nesse artigo utiliza-se um indice, do tipo maior-
é-melhor, baseado nos pardmetros do PLS, conforme proposto por Anzanello et al.
(2009). Para uma determinada variavel j, o indice v; € obtido através da equacdo (6), na
qual Py, representa a fracdo de variacdo de Y explicada pelo componente a.

v =

— Eé:llealp}%a (6)
J maxjey 2{11=1W12a

3.2.4 Selecao de degustadores

A capacidade preditiva de um modelo de regressdao para painéis sensoriais
também esta diretamente ligada a qualidade dos degustadores, sendo desejado que 0s
mesmos sejam capazes de repetir consistentemente suas avaliages ao longo do tempo e
avaliar produtos de maneira semelhante aos demais membros do painel (LATREILLE et
al., 2006). De forma andloga a selecdo de variaveis, pode-se fazer a selecdo de
degustadores, removendo 0s mais inconsistentes, sendo necessaria a utilizacdo de um

indice para determinacgdo da qualidade de cada degustador.

Neste trabalho sera utilizado o indice Alfa proposto por Ledauphin et al. (2006),

o qual pode ser utilizado para avaliar a consisténcia de cada degustador com o painel e
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do painel como um todo. Tal indice varia entre +1 (consisténcia total) e -1 (discordancia
total). Sendo | a quantidade de degustadores de um painel, o primeiro passo para
obtencdo do indice consiste em dividir a matriz Y em | matrizes do tipo Y; de dimenséo

N x M, representando as avaliacdes realizadas pelo degustador i.

O préximo passo é remover o0s vieses das avaliacGes dos degustador. Para isso,
primeiramente deve-se centrar na origem cada coluna referente a cada degustador,
subtraindo a média de cada coluna e gerando as matrizes centradas YC,, YC,, ..., YC,.

Na sequéncia, ¢ necessario multiplicar cada matriz centrada por um escalar 6;, tal que

0,-— , onde f; é a soma dos quadrados de todos os elementos de cada matriz centrada

NI

YC; para corrigir o uso de intervalos diferentes da escala entre cada degustador.
Com a multiplicacdo de cada matriz YC; por 6;, geram-se as | matrizes
corrigidas Z;, que serdo utilizadas nos proximos passos dos calculos. O proximo passo é

comparar cada par de matrizes Z; através do calculo de di;j; através da equacéo (7):

diriz = trago(Z{Z;;) (7)

Com o célculo de diijz, pode-se definir a similaridade entre cada par de

1+ 4, . ~
degustadores por Siziz, COM s, ,= ——=2-, podendo dis, ser entendido como a correlagéo

>
entre as matrizes Zj; e Zj, consideradas como vetores pelo rearranjo dos termos em uma
sO coluna. Por isso, d tem caracteristicas similares ao coeficiente de correlacao,
variando entre -1 e +1, com s variando entre 0 e 1. Quando s = 0 (d = -1), os
degustadores estdo em total desacordo, de tal forma que Zj; = - Zj;. De maneira
semelhante, s = 1 (d = +1) ocorre quando os degustadores estdo em total acordo, tal que

Ziy = Zj,. Por fim, quando ndo ha correlagdo entre Zj; e Zi, s =0,5 (d = 0).

Através dos valores de s pode-se montar a matriz S, de dimensédo | x I, com cada
elemento (i1, i2) da matriz sendo igual ao valor de sj;,. Essa matriz é simétrica, pois
Si1i2= Sizi1, € CUjos termos da diagonal principal s&o iguais a 1 (pois Sj1i;= 1 sempre que il
= i2). Deve-se ento extrair de S o autovetor 8 = (81, B, ..., A1) correspondente ao maior
autovalor de S. Esse vetor S deve ser normalizado, de forma que a soma de todos 0s
seus elementos f; seja igual a 1. Os coeficientes f; variam entre 0 e 1 e representam o
grau de concordancia do degustador i com o restante do painel. Assim, é possivel
definir a matriz C, que representa uma média ponderada de notas do painel, através da

equacéo (8).
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C=Yi1BZ (8)

A partir do calculo da matriz C, é possivel, através da equacdo (9), calcular um

indicador a; que avalia o desempenho de cada degustador.

__ trago (Z?C)

%= Jtraco(€TC) (9)

O coeficiente op pode ser entendido como o coeficiente de correlagéo entre as
matrizes Z; e C consideradas como vetores e, portanto, pode variar entre -1 e +1. Um
valor negativo de o; indica que o degustador i julga os produtos de forma
substancialmente diversa dos demais degustadores. De forma contraria, quanto maior a
proximidade de a; a 1, mais o degustador estd em acordo com o grupo. Através da
média dos valores de o; pode-se obter um indice de desempenho global para o painel.

3.3. Procedimentos metodoldgicos

O objetivo deste trabalho € utilizar a regressdo PLS para fazer a previsdo das
notas dadas pelos degustadores a cada produto em cada um dos atributos, buscando
selecionar degustadores e variaveis que minimizem o erro de predicdo. Além de
minimizar o erro de predicdo, fazer a selecdo de varidveis e degustadores tem também o
objetivo de reduzir o custo do experimento. O procedimento proposto é dividido em
trés etapas: (i) Definicdo do numero de componentes da regressdo PLS; (ii) Selecdo de

degustadores e (iii) Selecdo de variaveis.

Nas trés etapas € necessaria a avaliacdo do erro de predicdo. Esse erro sera
medido através do MSE (Mean squared error), que serd obtido através de uma
Validagdo Cruzada Repetida. Essa Validagcdo Cruzada é executada com 10 subgrupos e
100 repeticdes, parametros escolhidos pela convergéncia do erro. A primeira etapa
consiste em executar a regressdo PLS variando o nimero de componentes retidos e
avaliando o erro de predicéo, selecionando a quantidade de componentes com 0 menor

erro.

A partir do niumero de componentes definidos na etapa (i), a segunda etapa fara
uma selecéo de degustadores para aumentar a precisdo do modelo. Essa selecdo inicia
com o célculo do indice Alfa de Ledauphin para cada degustador, conforme apresentado

na secdo 3.2.4. Os degustadores serdo entdo ordenados de forma crescente; a cada
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iteracdo, remove-se 0 degustador (e suas notas) com menor indice, gera-se um novo
modelo PLS com base nas notas dos degustadores remanescentes e avalia-se o erro do
modelo, até que restem apenas dois degustadores. Serd entdo gerado um gréafico

comparativo e definidos os degustadores a serem mantidos na analise.

Por fim, ap6s a definicdo do numero de componentes e a selecdo de
degustadores, é realizada a selecdo das variaveis que descrevem as amostras (variaveis
fisico-quimicas e de processo). Para isso, calcula-se, para cada variavel j, o indice de
importancia vj, conforme apresentando na se¢do 3.2.3. Depois, ordenam-se as variaveis
de acordo com esse indice e aplica-se sucessivamente a regressdo PLS, retirando a cada
rodada a variavel com menor valor de indice. Apos restar apenas uma variavel, monta-

se um grafico que relaciona o erro de predi¢do a quantidade de variaveis retidas.

3.4. Resultados

O banco de dados analisado refere-se a um painel sensorial de amostras de café
especiais, processados por via umida. Nele, 11 degustadores avaliam 9 produtos em 10
atributos: fragrancia / aroma, uniformidade, auséncia de defeitos, dogura, sabor, acidez,
corpo, finalizacdo, equilibrio e final, atribuindo notas de 0 a 10, numa escala do tipo
maior-é-melhor. O painel sensorial foi aplicado por degustadores certificados pelo CQI
(Coffee Quality Institute) e seguiram o protocolo da Specialty Coffee Association of
America (SCA, 2018).

Cada um dos 9 produtos é avaliado por 4 amostras, sendo cada amostra descrita
por 10 variaveis, 2 variaveis de processo, 4 variaveis fisico-quimicas e 4 variaveis de
coloracdo da torra. As varidveis de processo sdo variaveis categoricas e, para a
aplicacdo da regressdo PLS, foram substituidas por 4 varidveis binarias (2 para a altitude
e 2 para o tipo de fermentacdo), que indicam se a amostra pertence ou ndo aquela
categoria. O banco de dados utilizado entdo é composto de 396 linhas (9 produtos x 4
amostras x 11 degustadores), sendo dividido na matriz X, de dimensdo 396 x 10, e na

matriz Y, de dimensdo 396 x 10.

As variaveis de processo sdo a classe de altitude e o tipo de fermentacdo. A
classe de altitude é composta por trés faixas: 700 a 750 metros, 750 a 800 metros e 850
a 900 metros; ja o tipo de fermentacdo pode ser com &gua, com levedura ou sem

fermentacgdo. Por sua vez, as varidveis fisico-quimicas dizem respeito ao extrato aquoso
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(% m.s), &cido galico (g/100g de amostra), % acidez (v/p) e pH. Por fim, os aspectos de
coloragdo incluem L* (luminosidade), a* (componente vermelho-verde), b*

(componente amarelo-azul) e C* (pureza da cor).

Na sequéncia sdo apresentados os resultados obtidos com a aplicacdo do método
descrito na sec¢do 3.3. Essa secdo segue uma divisdo por subsegdes de acordo com as

cinco etapas do método proposto.

3.4.1 Definicdo do nimero de componentes

Aplicando os procedimentos descritos na etapa (i), gerou-se um gréafico
comparando a quantidade de componentes retidos com o erro de predi¢do (Figura 3.1).
A partir dos resultados retém-se apenas um componente, obtendo-se 0 menor erro (MSE

= 0,479) com a menor quantidade de componentes.
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Figura 3.1: Componentes retidos

3.4.2 Selecéo de degustadores

O primeiro passo dessa etapa € calcular o Alfa de Ledauphin para cada
degustador e ordena-los de forma crescente. Conforme a Tabela 3.1, a ordem de
degustadores a ser retirada é: 11, 8, 5, 3, 9, 4, 10, 7 e 1 (os dois ultimos degustadores
serdo mantidos). Fazendo a retirada nesta ordem e avaliando o MSE de cada etapa,

obtém-se o grafico mostrado na Figura 3.2.

Analisando a figura, conclui-se que o niumero recomendado de degustadpres €

cinco (degustadores 2, 6, 1, 7 e 10), situagdo na qual o MSE é reduzido de 0,479 para
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0,466. Embora a reducdo do erro ndo seja elevada, a reducdo no ndmero de
degustadores reduz o custo do experimento sem prejudicar a eficacia da predicao.

Tabela 3.1: Alfa de Ledauphin

Degustador Alfa

1 0,282
8 0,494
5 0,49
3 0,529
9 0,538
4 0,539
10 0,664
7 0,674
1 0,748
6 0,763
2 0,768

Média 0,590

0,65
0,63
0,61
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0,53
0,51
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0,47
0,45

MSE

2 3 4 5 6 7 8 9 10 11

Degustadores retidos

Figura 3.2: Selecdo de degustadores

3.4.3 Selecao de variaveis

A partir dos cinco degustadores selecionados na etapa anterior, 0 proximo passo
consiste em calcular o indice de selecdo de varidveis para cada variavel, conforme
apresentado na Tabela 3.2.



Tabela 3.2: indice de selecdo de variaveis

Variavel Tipo indice
b* Coloragéo 7,24E-06

c* Coloragéo 0,0002

L* Coloracéo 0,0007

a* Coloragéo 0,0278

Extrato aquoso  Fisico-quimica 0,0387

Acidez Fisico-quimica 0,0470

Acido galico  Fisico-quimica  0,0492

Fermentacéo Processo 0,0582

PH Fisico-quimica 0,3885

Classe altitude Processo 1,0000
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Pelo calculo dos indices, pode-se perceber que as variaveis de processo sao as

que mais diferenciam as amostras, seguidas pelas fisico-quimicas (em especial o pH); as

variaveis referentes a coloracdo sendo as menos importantes. Fazendo entdo a retirada

de variaveis seguindo a ordem do indice, obtém-se o grafico presente na Figura 3.3.
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Figura 3.3: Selecédo de variaveis

10

A Figura 3.3 sugere que o menor valor de MSE é obtido ao reter-se 3 das 10

variaveis originais (Classe de altitude, pH e Fermentacdo), com a reducdo do MSE de

0,466 para 0,463. Essa pequena redugdo pode ter sido causada pela incapacidade do

indice de selecionar corretamente as variaveis ou pela robustez da regressdo PLS frente

ao numero de variaveis.

Para avaliar se a causa foi o indice de selecdo de variaveis, fez-se 0 mesmo

procedimento utilizando uma técnica de enumeracdo total, que consiste em, testar todas



o1

as combinagdes de varidveis e manter aquelas que geram o menor erro. A comparagao
deste método com o indice encontra-se na Figura 3.4.
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Figura 3.4: Comparacdo com enumeragdo total

Ao utilizar a enumeracao total, a quantidade ideal de varidveis manteve-se em 3,
com um erro de 0,462 (0 método selecionou as mesmas duas variaveis de processo e o
acido galico ao invés do pH). Como este erro é muito semelhante ao obtido pelo indice
(0,463), mas o custo computacional da enumeracdo total é maior, valida-se o indice de
selecdo de variaveis baseado em elementos do PLS como técnica de selecdo de
variaveis, principalmente em situacdes onde a quantidade de variaveis é grande a ponto

de tornar a enumeracdo total inviavel.

Embora o erro tenha uma reducdo pouco significativa (de 0,466 para 0,463), a
principal vantagem dessa selecdo esta na reducdo dos custos, sendo apenas necessario
mensurar o pH da amostra ao invés de serem feitos os demais testes (a classe de altitude
e o tipo de fermentacdo sdo informacgdes ja conhecidas ao serem produzidos o0s

produtos).

Outra maneira de se avaliar a reducdo do custo a partir da selecdo de
degustadores e varidveis é comparar a dimensdo das matrizes X e Y antes e depois da
selecdo. No estagio inicial, ambas as matrizes continham 396 linhas (9 produtos x 4
amostras por produto x 11 degustadores) e 10 colunas (10 variaveis no caso de X e 10
atributos para Y). Apos a selegdo, X e Y tiveram o nimero de linhas reduzido para 180
(9 produtos x 4 amostras por produto x 5 degustadores) com 3 colunas no caso de X (3
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variaveis) e 10 colunas para Y, o que representou uma reducéo de 67,50% no tamanho
total das matrizes.

3.5. Conclusoes

O procedimento executado neste artigo consistiu em aplicar um modelo de
regressdo PLS para prever as notas de um painel sensorial de café, realizando
simultaneamente uma selecdo de degustadores e de variaveis. Essa selecédo foi feita com
dois objetivos: (i) reduzir o erro (MSE), tornando a predicdo mais eficaz, e (ii) reduzir o
ndmero de degustadores e varidveis, diminuindo o custo de experimentos futuros e
reduzir o erro (MSE).

O primeiro objetivo da selecdo foi atingido parcialmente, pois embora tenha
havido uma reducdo no MSE, essa reducdo foi pequena (de 0,479 para 0,463). No
entanto, o segundo objetivo foi atingido plenamente, pois foi possivel reduzir o nimero
de degustadores necessarios de 10 para 5 e 0 numero de variaveis de 11 para 3. A
reducdo das varidveis foi ainda mais representativa pelo fato das 3 variaveis retidas
serem de facil obtencdo, sendo necessario apenas um teste para obter uma variavel

fisico-quimica (altitude e tipo de fermentacdo sdo dados conhecidos de cada amostra).

Ao fazer a selecdo de variaveis pelo indice baseado em elementos da regressdo
PLS, houve uma reducdo baixa do erro, o que pode indicar que a selecdo de variaveis
ndo foi realizada de forma correta ou que a regressdao PLS é robusta em relacdo a
quantidade de variaveis utilizadas. No entanto, ao fazer o mesmo procedimento de
selecdo de variaveis com um método de enumeracdo total, o erro foi praticamente o
mesmo. Com isso, se valida a utilizacdo do indice baseado em PLS (dado que obteve
um erro similar a0 método de enumeracdo total com menor custo computacional) e

demonstra-se a robustez da regressdo PLS.

Por fim, sugere-se para estudos futuros a aplicacdo das mesmas tecnicas para
outros bancos de dados, sejam para café ou outros géneros alimentares. Outra
possibilidade é testar outros métodos para prever as notas, como o PCR. Por fim, pode-
se usar o PLS com outros indices ou técnicas para a selecdo de degustadores ou

variaveis.
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4. Terceiro artigo: Comparacdo de técnicas de classificacéo e selecdo de variaveis
aplicadas a amostras de café descritas por variaveis espectrais

Luiz Anténio Nonenmacher Junior (ljuniornone@gmail.com)

Michel José Anzanello (anzanello@producao.ufrgs.br)

Resumo

Uma das preocupacdes recorrentes de produtores do setor alimenticio é a qualidade de
seus produtos, que frequentemente é mensurada através do uso de painéis sensoriais.
Um painel sensorial é composto de degustadores que avaliam as amostras com base em
diferentes atributos sensoriais; tais resultados podem ser utilizados, dentre outros
propositos, para dividir os produtos em categorias de qualidade. A partir disso, podem
ser utilizadas técnicas para prever a categoria de determinado produto com base em
variaveis que o descrevam (variaveis fisicas, quimicas ou de processo). Neste artigo
serdo utilizadas técnicas de selecdo de variaveis e de classificacdo para prever a
categoria de qualidade de amostras de café especial com base em dados de
espectroscopia por infravermelho. Para isso, inicialmente serdo utilizados dois indices
para selecdo de variaveis, sendo o primeiro baseado na analise de componentes
principais (PCA) e o segundo na distancia de Bhattacharyya. Na sequéncia, serao
testadas trés técnicas para classificacédo: algoritmo do vizinho mais proximo (k-NN),
andlise linear discriminante (LDA) e rede neural probabilistica (PNN). Como
resultados, definiu-se o indice baseado em Bhattacharyya como tendo o melhor
desempenho, o PNN como a técnica que gerou a melhor acuracia média (0,678) e o

LDA como a técnica que reteve o menor percentual médio de variaveis (8,2%).

Palavras-chave: k-NN, LDA, PNN, Selecdo de Varidveis, Espectroscopia por

infravermelho, Painéis Sensoriais.
Abstract

One of the most recurrent preoccupations of producers in the food industry is related to
the quality of its products, which is frequently measured with the utilization of sensory
panels. A sensory panel is composed of a group of graders that evaluate the samples in
different sensory attributes and its results could be used to divide the products in quality
categories. With these categories, several techniques could be used to forecast the
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category of some product based on their variables. This study will utilize variable
selection and classification techniques to forecast the quality category of special coffee
samples using data obtained from an infrared spectroscopy. For this purpose, two
indexes for variable selection techniques will be used, based on the principal
component analysis (PCA) and the Bhattacharyya distance. After, three classification
techniques will be tested: the closest neighbor algorithm (k-NN), the linear discriminant
analysis (LDA) and the probabilistic neural network (PNN). As results, the index based
in the Bhattacharyya distance presented the best performance, with the PNN being the
technique that had the best average accuracy (0.678) and the LDA the technique with
the lowest average percentage of variable retention (8.2%).

Keywords: k-NN, LDA, PNN, Variables Selection, Infrared Spectroscopy, Sensory

Panels.

4.1. Introducao

Uma das preocupacdes frequentes de produtores do setor alimenticio diz respeito
a qualidade de seus produtos, visto que ela tem influéncia direta na demanda e no valor
atribuido ao produto. Para mensurar essa qualidade, o setor faz uso de painéis sensoriais
(MOSER et al., 2018), os quais consistem em um grupo de degustadores que avaliam
amostras de produtos com base em um conjunto de atributos sensoriais. Para obter
resultados satisfatorios, um painel deve ser composto por degustadores experientes e
extensivamente treinados, e seu desempenho deve ser verificado regularmente
(WILDERJANS e CARIOQOU, 2016). Essas avaliacbes podem ocorrer ou ndo com a
presenca de repeticdes e 0s resultados sdo tipicamente expressos em uma escala
numérica continua. Com base nesses resultados, os produtos podem ser classificados em

faixas de atribuicdo de valor (por exemplo, faixas premium e regular).

A fim de ajustar seus processos produtivos, torna-se interessante para 0s
produtores prever a faixa de qualidade de seu produto com base em variaveis fisicas,
quimicas ou de processo que caracterizem o produto. Desta forma, pode-se reduzir a
dependéncia do processo de afericdo de qualidade atribuido aos degustadores, os quais
tendem a apresentar fadiga em cenarios de longas sessbes de prova. Além de potencial
aumento na precisao de classificacao, a utilizacdo de modelos pode ainda reduzir custos

atrelados ao painel sensorial.
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Neste artigo sdo comparadas abordagens de selecdo de varidveis com vistas a
maximizacdo da acurécia de classificacdo e minimizacdo da quantidade de varidveis
retidas para categorizacdo de amostras de alimentos. Os métodos sdo aplicados em
dados espectrais do tipo infravermelho para classificacdo de amostras de café especial
em duas categorias de qualidade (superior e inferior) com relacdo a sete atributos
sensoriais (fragrancia, sabor, finalizacdo, acidez, corpo, equilibrio e final).

A primeira etapa dessa comparacdo consiste em comparar 0 desempenho de
duas técnicas de selecdo de variaveis baseadas em indices de importancia. O indice de
importancia da primeira dessas técnicas é obtido através de uma andlise de componentes
principais (PCA), enquanto que o indice da segunda técnica é gerado através da
distancia de Bhattacharyya. Tais indices sdo integrados a trés técnicas de classificacdo:
o algoritmo do vizinho mais proximo (k-NN), a analise linear discriminante (LDA) e a
rede neural probabilistica (PNN). Os desempenhos das combinacbes de indices e
técnicas de classificacdo sdo avaliados em relacdo ao percentual de variaveis retidas e

acuracia de classificacao.

O artigo esta organizado da seguinte forma: apds a introducdo, a secdo 4.2
apresenta conceitos sobre selecdo de varidveis e o problema da classificacdo, com
énfase as técnicas utilizadas neste artigo. Na sequéncia, a se¢cdo 4.3 apresenta o
procedimento utilizado no estudo, detalhando a légica de selecdo de variaveis e
classificacdo. Ja a secdo 4.4 descreve os resultados obtidos, analisando o desempenho
das técnicas de selecdo de variaveis e de classificagdo. A secdo 4.5, por fim, arremata o
artigo, retomando os objetivos do artigo e sugerindo possibilidades para futuros

trabalhos.

4.2. Referencial tedrico

Esta se¢do é subdividida em cinco subsegdes. A primeira subsecdo apresenta
uma breve introducdo sobre técnicas de classificacdo. J& as subsecOes 4.2.2, 4.2.3 e
4.2.4 apresentam as técnicas de classificacdo utilizadas neste artigo: o algoritmo do
vizinho mais préximo, a analise discriminante linear e a rede neural probabilistica. A

secdo 4.2.5, por fim, discute selecdo de variaveis.
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4.2.1 Técnicas de classificacdo

Técnicas de classificacdo sdo utilizadas em situacdes onde € necessario
determinar a classe a que pertence uma determinada amostra de um produto com base
em varidveis que a descrevem, sendo uma classe definida como um conjunto de
amostras com uma propriedade em comum. No setor alimenticio, essa propriedade em
comum frequentemente é a autenticidade de um produto, sua regido de origem ou faixa
de qualidade e preco (CALLAO e RUISANCHEZ, 2018).

Todas as amostras de cada classe devem ser descritas pelo mesmo conjunto de
variaveis; a partir disso se estabelece uma regra de classificacdo cujo objetivo é
classificar amostras de classe desconhecida. Existem diversas técnicas para obtencao
dessa regra de classificacdo, sendo utilizadas nesse artigo trés delas: o algoritmo do
vizinho mais proximo (k-NN), a analise discriminante linear (LDA) e a rede neural
probabilistica (PNN).

Independente da técnica utilizada, é fundamental a utilizacdo de uma meétrica
para avaliacdo do desempenho de classificacdo. Um dos procedimentos frequentemente
utilizados consiste em dividir os dados em um banco de treino e um de teste. O modelo
de classificacdo € gerado utilizando os dados do banco de treino e, na sequéncia, aplica-
se 0 mesmo para se prever as classes das amostras do banco de teste. Dividindo a

quantidade de acertos pelo total de amostras obtém-se a acuracia de classificacéo.

Além da acuracia de classificacdo, em algumas situacdes utiliza-se também uma
matriz chamada de matriz de confusdo ou matriz de erro. Essa matriz tem o numero de
colunas e linhas iguais ao nimero de classes e representa em cada linha as amostras
preditas em tal classe e em cada coluna as amostras reais de cada classe (STEHMAN,
1997). No caso de um problema com apenas duas classes (sendo uma classe chamada de
positiva e a outra de negativa) os quatro elementos da matriz sdo chamados de
verdadeiros positivos, falsos negativos, falsos positivos e verdadeiros negativos, sendo
que as amostras corretamente classificadas encontram-se nos verdadeiros positivos e

verdadeiros negativos.

A partir dessa matriz podem ser calculados dois indices: a sensitividade e a
especificidade. A sensitividade mede a propor¢do de amostras da classe positiva que séo

corretamente classificadas como positivas e pode ser calculada através da divisdo dos
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verdadeiros positivos pela soma dos verdadeiros positivos com os falsos negativos. Ja a
especificidade mede a proporgdo de amostras da classe negativa que séo corretamente
classificadas e pode ser calculada através da divisdo dos verdadeiros negativos pela
soma dos verdadeiros negativos com os falsos positivos. Dependendo do problema em
questdo pode-se buscar maximizar um desses indices em detrimento do outro ou atingir

um equilibrio entre ambos (mesmo podendo reduzir a acuracia média do modelo).

4.2.2 Algoritmo do vizinho mais proximo

O algoritmo do vizinho mais proximo, k-NN (k-Nearest Neighbour), proposto
por Fix e Hodges (1951), é uma técnica frequentemente utilizada para problemas de
classificacéo por conta de seus bons resultados e simplicidade. Trata-se de uma técnica
supervisionada e ndo paramétrica que consiste em, dado um ponto & cuja classe €
desconhecida, calcular a distancia desse ponto em relacdo aos demais pontos cuja classe
é conhecida. Selecionam-se entdo os k pontos mais proximos e faz-se uma contagem da
classe de cada um, sendo a classe mais frequente atribuida a 5 (BAJOUB et al., 2017,
RENCHER, 2002).

k € o parametro mais importante do método e costuma-se escolher valores
pequenos (de 1 a 5) para obtencdo de melhores resultados (BAJOUB et al., 2017). Para
a definicdo do k a ser utilizado, recomenda-se testar uma faixa de valores e selecionar
aquele que apresenta maior capacidade preditiva. O k-NN pode ser implementado com

diferentes medidas de distancia, sendo utilizada nesse artigo a distancia Euclidiana.

A principal desvantagem do k-NN é sua sensibilidade a estrutura local dos
dados, sendo sua capacidade preditiva reduzida em situacGes onde pontos de mesma
classe estejam distantes entre si no espaco (RASTEGARZADEH e NEMATI, 2018).
Além disso, embora seja um algoritmo simples conceitualmente, sua execucdo é lenta
para um numero elevado de variaveis, quando comparado a outras técnicas de

classificagéo.

No setor alimenticio, diversos artigos utilizam o k-NN como ferramenta de
classificacdo. Bajoub et al. (2017) aplicaram a técnica para classificar geograficamente
amostras de azeite de oliva. Ja Santos et al. (2016) fizeram uso do k-NN para avaliar e
controlar a adulteracdo em amostras de leite. Por fim, o k-NN foi utilizado por Drivelos

et al. (2014) para discriminar espécie de ervilhas.
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4.2.3 Andlise discriminante linear

A andlise discriminante linear, conhecida como LDA (linear discriminant
analysis), é uma técnica introduzida por Fisher (1936) que pode ser utilizada para fins
de classificacdo ou de reducdo de dimensionalidade de um conjunto de dados. O LDA
determina um novo sistema de coordenadas que maximiza a separagdo entre as
categorias, sendo a primeira dimensdo definida como aquela que maximiza a razéo entre
a variancia interclasse e intraclasse (FORINA et al., 2015; FUKUNAGA, 1990). Esse
novo sistema de coordenadas pode entdo ser utilizado para classificar as novas

amostras.

A andlise discriminante linear é similar a Analise de Componentes Principais
(PCA) no sentido de que ambas sdo transformacbes lineares que buscam alterar o
sistema de coordenadas para maximizar a variancia. No entanto, a principal diferenca
entre as duas técnicas é que o PCA ¢é um algoritmo ndo supervisionado, que busca
maximizar a variancia entre todos os dados, enquanto o LDA é um algoritmo
supervisionado que busca maximizar a variancia entre as classes (MARTINEZ e KAK,
2001).

A principal limitagdo do LDA refere-se a relacdo entre a quantidade de amostras
e de variaveis. E recomendado que sejam utilizadas mais amostras do que variaveis
(idealmente, o numero de amostras € de trés a cinco vezes o nimero de variaveis) para
se obter uma capacidade preditiva confidvel (ALAMPRESE et al.,, 2013). Essa
necessidade pode se tornar uma limitacdo em problemas cujas amostras sdo descritas
por um grande conjunto de variaveis, sendo frequentemente utilizadas, nestas situacgdes,

técnicas para selecionar e reduzir a quantidade de variaveis (FORINA et al., 2015).

O LDA é uma técnica comumente utilizada no ramo alimenticio para
classificagdo. O LDA foi utilizado por Forina et al. (2015) para separar amostras de
azeite de oliva provenientes de uma regido especifica da Italia de outras amostras vindas
de outros locais do pais. A técnica foi utilizada também por Erich et al. (2015) para a
diferenciacdo entre leite organico e convencional. J& Alamprese et al. (2013) utilizaram

0 LDA para detectar alteragdes em amostras de carne moida de peru.
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4.2.4 Redes neurais probabilisticas

Redes neurais artificiais sdo sistemas matematicos inspirados nas redes neurais
bioldgicas encontradas nos cérebros de animais. Essas redes sdo constituidas de um
conjunto de neurdnios artificiais distribuidos em camadas, sendo uma rede geralmente
constituida de uma camada de entrada, camadas intermediérias e uma camada de saida.
Cada neurdnio recebe sinais de outros neurdnios, 0S processa € 0S envia para outros
neurdnios, até gerar um valor de saida da rede. Tipicamente o sinal entre neurdnios é
um numero real e a saida de cada neurénio é obtida por uma func¢éo ndo-linear de soma
de suas entradas (PRIETO et al., 2016; RIPLEY, 1996).

Redes neurais tém sido utilizadas com os mais diversos fins, incluindo previséo
de séries temporais, classificacdo e reconhecimento de fala, escrita e imagens (CAO et
al., 2018). A utilizacdo de uma rede neural inicia-se pela alimentacdo de dados, seguida
da fase de treinamento, onde os parametros (pesos) de cada ligacdo séo ajustados para
se obter o melhor resultado. Existem diversos algoritmos para esse treinamento, sendo o
back propagation o mais tradicional e consistindo em pequenas mudancas nos pesos
que gradualmente melhoram o resultado da rede. No entanto, esse algoritmo requer um
grande esfor¢o computacional, além de estar sujeito a minimos locais (SPECHT, 1989).
Como forma de contornar esses problemas, Specht (1989) propds as redes neurais

probabilisticas (PNN, probabilistic neural network).

Uma rede neural probabilistica é uma rede de tipo feedforward, adaptada para
problemas de classificacdo e baseada em redes bayesianas. Ela é composta de quatro
camadas: camada de entrada, camada oculta, camada de soma e camada de saida
(RASTEGARZADEH e NEMATI, 2018). A primeira camada recebe um determinado
vetor de entrada a ser classificado e a camada oculta calcula a distancia desse vetor para
o vetor médio de cada classe (obtido através da média dos vetores de treino de cada
classe). A camada de soma entdo gera um conjunto de probabilidades que representa a
chance desse vetor pertencer a cada classe e, por fim, a Gltima camada seleciona a maior

probabilidade e atribui o vetor de entrada a essa classe (SPECHT, 1989).

4.2.5 Selecdo de variaveis

Uma caracteristica presente em muitos problemas de classificacdo € a grande

quantidade de varidveis, que geralmente excede o numero de amostras. Além de
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tipicamente reduzir o desempenho da classificagdo, uma quantidade elevada de
variaveis impede o uso de algumas técnicas estatisticas (WANG et al., 2018). Para
contornar essa limitacdo, é frequente a presenca de uma etapa anterior a classificacdo

com vistas a reducdo do numero de variaveis.

Existem duas abordagens para diminuigdo da quantidade de variaveis: reducdo
de dimensdo e selecdo de variaveis. A redugdo de dimensdo consiste em encontrar um
novo espaco com menor dimensao para substituir o espaco atual das amostras, 0 que
pode ser obtido com técnicas como o PCA (Principal component analysis) e o PLS
(Partial least squares) (WANG et al., 2018). J& a selecdo de varidveis consiste em
identificar um subconjunto das variaveis originais que contenham a parte mais relevante
da informacdo encontrada no conjunto original de variaveis (PERES e FOGLIATTO,
2018).

Existem diversas vantagens de se aplicar a selecdo de variaveis. Uma delas é que
modelos que utilizem uma grande quantidade de variaveis tendem a gerar overfitting,
fazendo com que o ruido dos dados seja confundido com as relagdes reais, diminuindo a
capacidade preditiva do mesmo para dados futuros (VALBUENA et al., 2017). Além
disso, um modelo com um menor nimero de variaveis € mais facil de ser interpretado e
a coleta dos dados para sua execucdo futura é facilitada (ANZANELLO e
FOGLIATTO, 2014).

Existem diferentes técnicas para a selecdo de variaveis, como a selecdo para
frente (forward selection), selecdo para trds (backward selection), PLS, PCA,
clusterizacdo e outras ferramentas de mineracdo de dados (PERES e FOGLIATTO,
2018). Uma dessas abordagens, que sera utilizada neste estudo, consiste em atribuir a
cada variavel um indice de desempenho que represente o grau de importancia daquela
variavel frente as demais (obtido através de técnicas como PCA, PLS, clusterizagdo ou
calculo de distancias). Na sequéncia, inicia-se 0 modelo com todas as variaveis e retira-

se, a cada passo, a variavel de menor importancia.

Diversos artigos no setor de alimentos utilizam a sele¢do de variaveis antes de
aplicar técnicas de classificagdo ou previsdo. Miaw et al. (2018) utilizaram o iPLS
(interval partial lest squares) como algoritmo de selecdo de variaveis na deteccdo de

adulteracdo em nectares de frutas, permanecendo com 7,0% das varidveis originais e
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reduzindo o erro de previsdo. J& a ANOVA (Analysis of variance) foi utilizada como
técnica de selecdo de variaveis no trabalho de Sherman et al. (2018), que correlacionou

a composicao volatil de vinhos com dados sensoriais do mesmo.

4.3. Procedimentos metodoldgicos

O objetivo deste artigo € comparar o desempenho de trés técnicas de
classificacdo e dois indices de selecdo de variaveis na classificacdo de amostras de café
especial processados por via-Umida em duas categorias de qualidade (superior e
inferior) para sete atributos sensoriais (fragrancia, sabor, finalizacdo, acidez, corpo,
equilibrio e final). As classes de cada amostra em cada atributo foram obtidas através
dos resultados de um painel sensorial, que seguiu o protocolo da Specialty Coffee
Association of America (SCA, 2018) e foi aplicado por degustadores certificados pelo
CQI (Coffee Quality Institute). J& as varidveis que descrevem cada amostra sdo o

resultado de uma analise de espectroscopia do tipo infravermelho.

Os dados utilizados neste artigo sdo representados por duas matrizes: X e Y. A
matriz X é composta de N linhas e J colunas, onde N € a quantidade de amostras (999),
J € o total de variaveis geradas pela analise de espectroscopia (3596) e Xy; representa o
valor da varidvel j para a amostran . Y € composto de N linhas e M colunas, sendo M a
quantidade de atributos avaliados (7). Cada elemento de Y, Y.y, representa a classe da

amostra n (superior ou inferior) para o atributo avaliado m.

A primeira etapa consiste em processar 0os dados da espectroscopia (matriz X)
pelo método SNV (Standard normal variate), corrigindo os efeitos de dispersao de luz.
Esse método consiste em calcular a média e o desvio padréo de cada variavel de X. Na
sequéncia, cada elemento é subtraido da média de sua variavel e dividido pelo desvio
padrdo da mesma, de tal forma que as médias de cada variavel se tornam zero e 0s

desvios 1.

Na sequéncia, sdo calculados os indices de importancia para cada variavel. Séo
calculados dois indices, do tipo maior-é-melhor, sendo o indice 1 baseado em

coeficientes do PCA e o indice 2 na distancia de Bhattacharyya.

O primeiro indice prioriza as variaveis que explicam uma parcela maior da

variancia encontrada nos dados através de elementos obtidos pela aplicacdo do PCA. A
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aplicacdo da anélise de componentes principais gera as variaveis latentes t a partir de
combinagBes lineares das variaveis originais de X associadas a pesos w, conforme

equacdo (1), na qual a varia de 1 até o numero de variaveis J (WOLD et al., 2001).
tha = WigXn1 + WoaXpoy + 0 + WyeXyy = w'X (1)

Além disso, dividindo a variancia de cada variavel latente pela variéncia total,
obtém-se o percentual de variancia explicado por cada varidvel, p = (p1, p2, ..., p3). O
indice de importancia de cada variavel j, v; € obtido pela multiplicagéo de p pelo mddulo

do peso w correspondente, conforme equacéo (2):

v; = p1|wji|+ P2|Wj2|+"' +P]|Wj1| 2

A principal limitagdo do primeiro indice € que o mesmo é calculado analisando
apenas a distribuicdo da matriz X, desconsiderando a classe de cada amostra. Ja o
segundo indice proposto ndo apresenta tal limitacdo pois avalia 0 quanto cada variavel é
diferente ao descrever amostras de classes distintas. Para isso, cada variavel é
decomposta em dois conjuntos (g e h) segundo as classes das amostras e calcula-se a
diferenca entre esses dois conjuntos através da distancia de Bhattacharyya. Assumindo
duas classes normalmente distribuidas, Coleman e Andrews (1975), propuseram uma
formula de célculo que utiliza apenas as médias (U € Up) € as variancias (o°y e o) de

cada classe, conforme a equagéo 3:
DB—l]n 1(0_527+U_+2> +E(M> (3)
T4 4 \op o} 4\ di+oaj

Pela equacao 3 é possivel perceber que essa distancia é diretamente proporcional

=N

a diferenca de médias entre os conjuntos e inversamente proporcional ao tamanho das
variancias. Além disso o primeiro termo da equacdo cresce com a diferenca entre 0s
desvios dos conjuntos, de tal forma que em uma situacdo onde as médias séo iguais,
dois conjuntos de variancias diferentes terdo uma distancia maior que dois conjuntos de

mesma variancia.

Apods o calculo dos indices, o proximo passo consiste em executar 0s
experimentos para cada combinacéo de indices (1 e 2), técnicas (k-NN, LDA e PNN) e
atributos, gerando um total de 42 experimentos (2 indices, 3 técnicas e 7 atributos). Para
execucdo do k-NN utilizou-se um valor de k igual a 1 e para o PNN utilizou-se o
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parametro sigma igual a 0,1, definidos através de procedimentos de validagdo cruzada
(RENCHER, 2002).

Cada experimento € executado segundo o seguinte procedimento: aplica-se a
técnica de classificacdo sobre todo o conjunto de variaveis e coleta-se a acuracia de
classificacdo. Na sequéncia, retira-se a variavel de menor importancia (menor valor do
indice) e executa-se novamente a classificacdo, coletando a nova acuracia. Esse
procedimento segue até que reste apenas uma variavel, gerando uma tabela que
relaciona o numero de variaveis utilizadas a acurécia de classificacdo. Esse mesmo
procedimento é repetido cem vezes e, apds a centésima iteracdo, obtém-se uma acuracia
e um percentual de varidveis retidas através da media da maior acuracia e percentual de
varidveis retidas correspondente de cada uma das cem iteracdes. A utilizacdo de
repeticdes assegura que o método ndo é beneficiado ou penalizado por uma unica

particdo nas porcdes de treino e teste.

De posse desses resultados, sdo realizadas as comparagbes. A primeira
comparacgao € entre os indices, visando a identificar o indice que maximiza a acuracia e
minimiza o percentual de variaveis retidas. Na sequéncia, analisam-se as técnicas de
classificacdo, identificando a responsavel pela maior acurécia e a menor quantidade de
variaveis retidas. A partir dessas duas comparacdes € definida uma combinacédo sugerida
de indice e técnica para ser usado em futuras classificacfes usando dados semelhantes.

Por fim, faz-se uma analise dos resultados de cada atributo.

4.4. Resultados

Essa secdo esta dividida em trés etapas, sendo na primeira avaliado o
desempenho dos indices, na segunda o desempenho das técnicas e na terceira 0s sete

atributos sensoriais.

4.4.1 Andlise dos indices

Para realizar a escolha do melhor indice, comparou-se a acuracia e percentual de
variaveis retidas para cada combinacao de indice e técnica de classificacdo, calculando a
média desses indicadores nos sete atributos sensoriais. O resultado dessa comparacao é

apresentado na Tabela 4.1.
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Tabela 4.1: Acurécia e % de variaveis retidas para os 2 indices de importancia

Acurécia % de variawis retidas
indice1  indice2  indicel  Indice 2
k-NN 0,622 0,656 60,30% 19,50%
LDA 0,615 0,662 88,40% 8,20%
PNN 0,635 0,678 65,70% 11,90%
Média 0,624 0,665 71,5% 13,2%

Como pode ser observado na Tabela 4.1, o indice 2 (baseado na distancia de
Bhattacharyya) gerou uma acuracia media 6,6% maior que o indice 1, baseado em PCA.
No entanto, a maior distin¢do entre os indices encontrou-se na quantidade de variaveis
retidas. Enquanto o indice 1 reteve em média 2569 das 3596 variaveis, o segundo indice
reteve apenas 476 variaveis, 0 que torna o modelo mais robusto frente a overfitting.
Outro resultado importante é que o indice 2 teve um desempenho melhor para as trés
técnicas de classificacdo, tanto em acuracia quanto em variaveis retidas, o que corrobora

sua utilizacdo nas proximas etapas da analise.

Embora o PCA utilize mais pardmetros em seu célculo que a distancia de
Bhattacharyya (o que tende a gerar melhores resultados na selecdo de variaveis com alta
correlacdo), o indice baseado no PCA teve um pior desempenho. Isso pode ser
explicado pelo funcionamento desse indice, que é calculado desconsiderando a classe de
cada amostra (ele avalia somente as relacbes de variabilidade dentre as variaveis
espectrais). Dessa forma, uma variavel que apresentasse grande variabilidade dentro de
uma mesma classe ao invés de para classes diferentes conduziria a um elevado indice de

importancia, piorando o desempenho de selecéo.

4.4.2 Analise das técnicas de classificacao

Conforme resultado em 4.4.1, recomenda-se a utilizacdo do indice 2 para
ranqueamento das variaveis de acordo com sua relevancia para classificacdo das
amostras de café. Com base neste indice, calculou-se a acurédcia e percentual de
varidveis retidas para cada combinacdo de atributos sensoriais e técnicas, conforme

apresentado na Tabela 4.2.
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Tabela 4. 4.2: Acuracia e % de variaveis retidas para as 3 técnicas de classificacao

Acurécia % de variawis retidas

Atributo k-NN LDA PNN k-NN LDA PNN
Fragrancia 0,649 0,643 0,674 3,9% 6,3% 8,6%
Sabor 0,656 0,678 0,692 14,1% 2,7% 5,6%
Finalizagdo 0,671 0,664 0,692 44, 7% 8,4% 10,9%
Acidez 0,669 0,664 0,681 22,6% 18,3% 19,3%
Corpo 0,636 0,652 0,657 5,3% 10,5% 9,6%
Equilibrio 0,649 0,660 0,670 39,1% 7,5% 19,5%
Final 0,659 0,670 0,681 7,3% 4,0% 9,9%

Média 0,656 0,662 0,678 19,6% 8,2% 11,9%

De acordo com esses resultados, percebe-se que o k-NN apresentou o pior
desempenho dentre as técnicas testadas, conduzindo a menor acurdcia e maior
percentual médio de variaveis retidas. Esse menor desempenho pode ser explicado pelas
limitacdes do k-NN, que é uma dependente da localizacdo das amostras no espago,
sendo necessario para um bom desempenho que as amostras de mesma classe estejam
préximas entre si, 0 que ndo ocorreu com os dados analisados. Os dados do k-NN
mostrados na tabela s&o referentes a um valor de k igual a 1, mas testes preliminares
com maiores valores de k geraram resultados piores em termos de acuracia e percentual

de variaveis retidas.

Ja o LDA apresentou uma acuracia melhor que o k-NN, mas pior que o PNN,
gerando, no entanto, o menor percentual de variaveis retidas. Esse comportamento esta
relacionado a caracteristica do LDA de ter um desempenho superior quando 0 nimero
de variaveis € menor do que o nimero de amostras (idealmente de 3 a 5 vezes); no caso
em estudo, o nimero médio de variaveis retidas foi 295, o que é 3,38 vezes menor do

que as 999 amostras.

Outra forma de avaliar a relacdo entre variaveis retidas e acuracia consiste em
analisar a relacdo entre esses dois indicadores para cada atributo avaliado pelo LDA. De
acordo com os resultados da Tabela 4.2, percebe-se que os dois melhores resultados em
termos de acuracia foram obtidos com 0s dois menores percentuais de variaveis retidas
(Sabor e Final). Além disso, nota-se que 0s dois maiores porcentuais de variaveis retidas

(Acidez e Corpo) geraram o segundo e quarto piores resultados em termos de acuracia.
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Por fim, o PNN apresentou a melhor acuracia das trés técnicas de classificagdo e
0 segundo menor percentual de varidveis retidas. No que se refere a acuracia, €
importante notar que, além de gerar a melhor acuracia média, o PNN obteve também a
melhor acuracia para cada um dos atributos avaliados, demonstrando a robustez e

consisténcia da técnica.

Com relacdo a quantidade de variaveis retidas, o PNN apresentou um
comportamento consistente em todos os atributos. Se analisados os sete atributos, em
cinco desses (Sabor, Finalizacdo, Acidez, Corpo e Equilibrio) o PNN foi o segundo
método em termos de retencdo de variaveis, sendo o pior nos dois restantes (Fragrancia
e Final). Uma forma alternativa de analisar a consisténcia do PNN é calcular, para cada
técnica, o coeficiente de variacdo para o % de variaveis retidas (dividindo a média pelo

desvio padrdo), conforme Tabela 4.3.

Tabela 4.3: Coeficiente de variagdo de cada método

k-NN LDA PNN
Média 19,50% 8,20% 11,90%
Desvio Padrao 0,153 0,048 0,05

Coeficiente de Variacdo 78,5% 58,5% 42,0%

Através do coeficiente de variacdo, pode-se perceber que o PNN € a técnica mais
estavel, seguido pelo LDA e k-NN. Percebe-se ainda que, para nenhum dos sete
atributos, o PNN foi a técnica o que apresentou a menor retencdo de variaveis.
Calculando a retencdo minima para cada método (considerando os sete atributos), o
PNN apresentou o maior valor (5,6% contra 3,9% do k-NN e 2,7% do LDA). Isso
demonstra que o PNN se comportou de forma robusta frente a uma maior quantidade de
variaveis (ao contrario do LDA); por outro lado, o0 método consistentemente demandou

um namero maior de variaveis para gerar o melhor resultado em termos de acuréacia.

Por fim, a escolha da técnica a ser utilizada depende dos objetivos especificos da
analise. Caso reduzir o ndimero de varidveis seja mais importante do que gerar
classificagcbes acuradas, deve-se escolher o LDA; caso a acurcia tenha mais
importancia, deve-se priorizar 0 PNN. No caso deste artigo, para a analise seguinte

(analise dos atributos) escolheu-se priorizar a acuracia, selecionando como base o PNN.
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4.4.3 Andlise dos atributos

Para analisar os atributos, montou-se a Tabela 4.4 (que € um resumo da Tabela
4.2) mostrando apenas as colunas de acuracia e percentual de variaveis selecionadas

utilizando o PNN.
Tabela 4.4: Dados por atributo

Atributo  Acuracia % de variaveis retidas

Sabor 0,692 5,6%
Finalizacdo 0,692 10,9%
Acidez 0,681 19,3%
Final 0,681 9,9%
Fragrancia 0,674 8,6%
Equilibrio 0,670 19,5%
Corpo 0,657 9,6%
Média 0,678 11,9%

Pela tabela, pode-se perceber que hd uma diferenca em termos de acuracia entre
os atributos, principalmente para o corpo, que apresenta a menor acuracia. Essa menor
acuracia pode ser um indicativo de que esse atributo tem um carater subjetivo mais

elevado e que héa divergéncias por parte do painel sensorial na sua mensuracao.

Além disso, percebe-se também uma diferenca no porcentual de varidveis
retidas, com o sabor retendo apenas 5,6% das varidveis enquanto o equilibrio e a acidez
rettm mais de 19%. Essa diferenca de retencdo esta relacionada a quantidade de
intervalos de frequéncia utilizados para se classificar tal atributo; atributos que
necessitam de mais variaveis podem representam caracteristicas sensoriais mais

complexas em termos quimicos.

4.5. Conclusoes

Este artigo utilizou amostras de café para comparar o desempenho de distintos
indices de importancia e técnicas de classificagdo para categorizar tais amostras em duas
classes de qualidade de acordo com sete atributos sensoriais (através do uso de painéis
sensoriais). Os objetivos desse artigo foram atingidos de forma parcial. No que se refere
a comparacgdo das técnicas, o objetivo foi alcangado, sendo o indice de importéncia
baseado em distancia de Bhattacharyya selecionado como o melhor indice e 0 PNN e
LDA selecionados como melhores técnicas, dependendo do objetivo da andlise

(maximizar acurdcia ou minimizar a quantidade de variaveis retidas). Alem disso, o
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objetivo de reduzir o nimero de variaveis utilizadas foi atingido, dado que se conseguiu
obter os melhores resultados de acuracia utilizando em média 11,9% (PNN) ou 8,2%

(LDA) das variaveis originais.

No entanto, o objetivo de alcancar uma elevada acuracia néo foi atingido, dado
que a maior acurdcia média obtida foi de 0,678. Como sugestdo de estudos futuros, a
fim de entender essa acuracia, pode-se aplicar as mesmas técnicas deste estudo para
outros bancos de dados de café ou outros alimentos, verificando se a acurécia obtida

apresenta variacdo em relacao aos resultados obtidos neste estudo.

Outro desdobramento para estudos futuros consiste em analisar as
variaveis retidas para cada atributo, buscando relagdes no espectro gerado que vinculem
os atributos sensoriais a constituicdo quimica das amostras. A partir disso podem ser
geradas sugestdes de mudancas que os produtores devem fazer em seus processos para
melhorar a qualidade de seus produtos. Por fim, sugere-se também aplicar 0 mesmo
conjunto de técnicas de selecdo de variaveis e classificacdo em bancos compostos por

outro tipo de variaveis, avaliando se as mesmas técnicas obtém um bom desempenho.
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5. Considerac0es finais

Este capitulo apresenta as conclusdes da dissertacdo e sugestfes para trabalhos
futuros.

5.1 Conclusoes

O objetivo principal dessa dissertacdo foi aplicar técnicas multivariadas sobre
dados de painéis sensoriais de café com vistas a mensurar o desempenho de
degustadores e prever notas/classes das amostras. Esse objetivo foi decomposto em
quatro objetivos especificos: (i) comparar o desempenho de trés métodos de treinamento
de degustadores de um painel sensorial, encontrando o método que se aplica melhor a
cada situacdo, (ii) aplicar a regressdo PLS para prever notas conferidas por degustadores
a amostras de café em relacdo a dez atributos sensoriais, utilizando variaveis de
processo e fisico-quimicas, (iii) utilizar o indice Alfa de Ledauphin e um indice baseado
em PLS para fazer a selecdo de degustadores e variaveis a fim de aumentar a capacidade
preditiva da regressdao PLS e reduzir o custo de futuros experimentos, e (iv) comparar 0
desempenho de dois indices de selecdo de variaveis (baseados em PCA e distancia de
Bhattacharyya) e trés técnicas de classificagdo (k-NN, LDA e PNN) utilizados para a
classificacdo de amostras de café em duas categorias de qualidade, com base em dados

espectrais.

O objetivo (i) foi alcangado no primeiro artigo, no qual foram testados trés
métodos de treinamento (treinamento de atributos, treinamento de degustadores e
treinamento combinado), simulando os resultados através de uma matriz ponderada de
notas e de um indice de aprendizado. Apo6s a aplicacdo dos métodos, definiu-se o
treinamento combinado como o que apresenta melhor desempenho para todos os valores
de indice de treinamento testados, apresentando uma necessidade de treinamento, em
média, 18,7% menor que o treinamento por degustador e 51,4% menor que O
treinamento por atributos.

Os objetivos (ii) e (iii) foram atingidos pelo segundo artigo. A aplicagéo inicial
da regressdéo PLS utilizou um componente, 11 degustadores e 10 variaveis
independentes, gerando um erro quadrado médio (MSE) de 0,479. Com a utilizacdo do
indice Alfa de Ledauphin, foram selecionados cinco dos onze degustadores, reduzindo o
MSE para 0,466. Por fim, com uso de um indice baseado em parametros do PLS, foram

retidas trés das dez variaveis originais (altitude, pH e tipo de fermentagéo), obtendo um
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MSE de 0,463. A principal contribuicdo da selecdo de degustadores e varidveis foi a
reducdo do custo de futuros experimentos, além de permitir aos produtores identificar as

variaveis de processo e fisico-quimicas que mais contribuem para a qualidade do café.

O objetivo (iv) foi atingido no terceiro artigo, onde foram testadas as
combinacBes de trés técnicas de classificacdo (k-NN, LDA e PNN) e dois indices de
importancia de variaveis (baseados em distancia de Bhattacharyya e PCA) para prever a
classificacdo das amostras em duas categorias de qualidade. No que se refere aos
indices, o indice baseado na distancia de Bhattacharyya apresentou melhor desempenho
para as trés técnicas de classificacdo, tanto em termos de acuracia quanto em quantidade
de variaveis retidas. Em relacdo as técnicas, o PNN apresentou a maior acuracia média

(0,678), enquanto que o LDA reteve a menor quantidade de variaveis (8,2%).

As técnicas multivariadas utilizadas nessa dissertacao abordaram diferentes usos
de painéis sensoriais, sendo utilizadas para treinar degustadores, prever notas conferidas
por degustadores e classificar os produtos em categorias de qualidade. Essas aplicacdes
permitem reduzir custos com treinamento e com futuros experimentos, além de

fornecer informacéo que poderd ser utilizada para aumentar a qualidade dos produtos.
5.2 Sugestdes para trabalhos futuros

Como extensdes das técnicas aplicadas nesta dissertacdo, sdo sugeridas as

seguintes possibilidades para pesquisas futuras:

= Utilizar os métodos de treinamento apresentados em situacdes praticas,
avaliando se seu desempenho é similar ao obtido nesta dissertacdo. Além
disso, verificar se a simulagdo do treinamento utilizando uma matriz
ponderada de notas e um indice de aprendizado € consistente com a
realidade.

= Testar outras técnicas de previsdao para prever as notas conferidas aos
produtos com base em variaveis de processo e fisico-quimicas, e comparar
os resultados obtidos com os apresentados pela regressdo PLS nesta
dissertacéo;

= Realizar uma andlise das variaveis espectrais retidas na classificacdo dos
produtos em categorias de qualidade, buscando rela¢fes quimicas que

justifiqguem as diferencas de classificacéo; e
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Aplicar as mesmas técnicas multivariadas apresentadas nesta dissertacdo a
outras amostras de café ou géneros alimenticios, avaliando se os resultados

apresentam variacdo em relacdo aos resultados obtidos pela dissertacéo;



